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ในระบบสนเทศศาสตร�สุขภาพ ข�อมูลทุกด�านท่ีเก่ียวข�องกับสุขภาพของประชาชนจะถูก
บันทึกลงฐานข�อมูลเฉพาะท�องถ่ินและเก็บรักษาไว�ท่ีหน(วยงานสาธารณสุขแต(ละแห(ง ฐานข�อมูลแบบ
กระจายเหล(านี้มีความรู�ท่ีเป7นประโยชน�ซ(อนอยู( ความรู�ในลักษณะของการค�นหาความสัมพันธ�ระหว(าง
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การเรียนรู�แบบนี้มักจะมีข�อกําหนดเบื้องต�นว(าข�อมูลจะต�องถูกรวบรวมไว�เป7นไฟล�เดียว ซ่ึงในระบบ
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ฐานข�อมูลเป7นไฟล�ขนาดใหญ(ไฟล�เดียวจะไม(สามารถประมวลผลได�เนื่องจากไฟล�จะมีขนาดใหญ(เกินกว(า
ความสามารถของหน(วยประมวลผลโดยท่ัวไปจะทํางานได�  

งานวิจัยนี้ได�เสนอวิธีแก�ปBญหาด�วยการหากฎความสัมพันธ�แบบกระจาย แต(การหากฎ
ความสัมพันธ�เพ่ือให�ได�แหล(งความรู�เพียงแหล(งเดียวในลักษณะนี้ทําได�ยาก เนื่องจากข้ันตอนการรวมกฎ
ความสัมพันธ�นั้นอาจทําให�ได�กฎความสัมพันธ�ท่ีขัดแย�งกันเอง หรือได�จํานวนกฎความสัมพันธ�ท่ีมาก
จนเกินไป หรือเกิดการขาดไปของกฎความสัมพันธ�ท่ีสําคัญ ดังนั้น งานวิจัยนี้ได�เสนอแนวทางแก�ไข
ปBญหาการหากฎความสัมพันธ�แบบกระจาย โดยในข้ันตอนการรวมกฎความสัมพันธ�จะนํามาเฉพาะกฎ
ความสัมพันธ�ท่ีปรากฏข้ึนบ(อยในทุก ๆ แหล(งความรู� ท่ีเรียนรู�ได�จากฐานข�อมูลย(อย จากนั้นนํากฎ
ความสัมพันธ�ท่ีเรียนรู�ได�จากแต(ละฐานข�อมูลไปตรวจสอบความขัดแย�งและในข้ันตอนนี้สามารถสร�างกฎ
ความสัมพันธ�ใหม(จากกฎความสัมพันธ�เดิมท่ีมีอยู(ด�วยวิธีการอนุมานเชิงตรรกศาสตร� ซ่ึงสามารถเติมเต็ม
ในส(วนของกฎความสัมพันธ�ท่ีขาดหายไปได� สุดท�ายจะได�กฎความสัมพันธ�ท่ีมีประสิทธิภาพเพียงพอ
สําหรับการนําไปทํานายผลข�อมูลในอนาคตและไม(เกิดความขัดแย�งกันเอง 
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บทคัดย*อภาษาอังกฤษ  

 
In health informatics, all data related to people’s health are recorded in the 

local database and stored at each healthcare organization. These distributed databases 
have valuable hidden knowledge. A specific kind of knowledge revealing relations 
among data attributes can be extracted by means of association mining. But the 
normal assumption of such knowledge mining is that all data to be learned have to be 
collected into a single file. However, in reality each database in health informatics 
stores a lot of information. Therefore, gathering all tremendous data as a single source 
will result in a too big file size to be practically processed by a typical processing unit. 

This research proposes a distributed learning method to solve mining 
association knowledge from distributed databases. The difficulties of such distributed 
learning method are that the process of combining association rules may lead to 
inconsistent rules, there may be too many number of association rules, and some 
significant association rules are possibly missing. We thus propose the distributed 
association rule mining method. In the combining process, association rules that appear 
frequently in all knowledge bases are combined and then checked for inconsistency of 
rules. This process can generate new association rules from original association rule set 
with the inference feature of first-order logic. Finally, the efficient and consistent 
association rules are obtained. 

 



 ง

สารบัญ 
หน)า 

กิตติกรรมประกาศ …………………………………………………………………………………………..................     ก 

บทคัดย(อภาษาไทย …………………………………………………………………………..……….…....................   ข 

บทคัดย(อภาษาอังกฤษ .………………………………………………………………….………….……..................   ค 

สารบัญ .……………………………………………………………………………………………..…….…….....……......   ง 

สารบัญตาราง ……………………………………………………………………………..…………….…...…..............   ฉ 

สารบัญภาพ ……………………………………………………………………………………………..…..…...............   ช 

บทท่ี 1  บทนํา 

1.1  ความสําคัญและท่ีมาของปBญหาการวิจัย ……………….…..…………….……..................   1 
1.2  วัตถุประสงค�ของโครงการวิจัย .…………………………………..……….………….………......   2 
1.3  ขอบเขตของการวิจัย …………………..……………………………..…….……………...............   3 

1.4  ประโยชน�ท่ีได�รับ ………..………………………………..………………….………..…........….....    3 

บทท่ี 2  เอกสารและงานวิจัยท่ีเก่ียวข�อง 

2.1  การเรียนรู�กฎความสัมพันธ�จากข�อมูลหลายแหล(ง …………….…..…………….…….......   4 
2.2  งานวิจัยท่ีเก่ียวข�อง ................................................................................................   7 

บทท่ี 3  การออกแบบและพัฒนาวิธีการสังเคราะห�แบบรูปความสัมพันธ�จากข�อมูลหลายแหล(ง 

3.1  กรอบแนวคิดของงานวิจัย .…………………….......…………………….……........................  10 
3.2  ข้ันตอนการดําเนินงานวิจัย ….........................................................................…......  11 
3.3  การออกแบบข้ันตอนวิธีการ ....................................................................................  14 

      3.3.1  วิธีการรวมกฎความสัมพันธ� ………………………………………………………….….....  14 
      3.3.2  วิธีการแปลงรูปแบบกฎความสัมพันธ�ให�เป7นภาษาธรรมชาติ …………….….....  15 
      3.3.3  วิธีการตรวจสอบความขัดแย�งของกฎความสัมพันธ� …………………..…….….....  17 

บทท่ี 4  การทดสอบกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง 

4.1  ข�อมูลท่ีใช�ในการทดสอบ .………………………..………………………………..………….……..  20 
4.2  วิธีการทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ� …........….….  23 
4.3  ผลการทดสอบกลไกการค�นหากฎความสัมพันธ�ใหม(ด�วยวิธีการเชิงตรรกะ .....….….  25 
4.4  ผลการทดสอบกลไกการค�นหาและรวมกฎความสัมพันธ�ด�วยค(าสนับสนุน 
      ท่ีแตกต(างกัน ...................................................................................................….….  29 
4.5  ผลการทดสอบความถูกต�องของการค�นหากฎความสัมพันธ�จากหลายแหล(ง ...….….  32 
4.6  อภิปรายผล .………………................................................………………………………..…..  34 



 จ

สารบัญ(ต*อ) 
หน)า 

บทท่ี 5  บทสรุป  
5.1  สรุปผลการวิจัย ………….………………………………………………………..……….................   36 
5.2  ข�อจํากัดและข�อเสนอแนะ .………………….......................…..…………..……………….…..  38 

บรรณานุกรม  ………………………………………………………………………………………….………................   39 

ภาคผนวก   ผลผลิตของงานวิจัย  .................................................................................................  42 

ภาคผนวก ก  บทความวิจัยตีพิมพ�ในวารสารวิชาการ  ..................................................................  43 

1. N. Kaoungku, K. Kerdprasop, N. Kerdprasop (2014). A technique 
to association rule mining on multiple datasets. Journal of 

Advances in Information Technology, vol.5, no.2, May, pp.53-57. 
(indexing: INSPEC, ISSN: 1798-2340) 

2. N. Kaoungku, K. Kerdprasop, N. Kerdprasop (2017). A method to 
clustering the feature ranking on data classification using an 
ensemble feature selection. International Journal of Future 

Computer and Communication, vol. 6, no. 3, September 2017, 
pp. 81-85. (indexing: INSPEC, ISSN: 2010-3751) 

3. N. Kaoungku, K. Suksut, R. Chanklan, K. Kerdprasop, N. 
Kerdprasop (2018). The silhouette width criterion for clustering 
and association mining to select image features. International 

Journal of Machine Learning and Computing, vol. 8, no. 1, pp. 
69-73. (indexing: Scopus, ISSN: 2010-3700) 

 

ภาคผนวก ข  ลิขสิทธิ์โปรแกรม ....................................................................................................  58 
โปรแกรมรวมฎความสัมพันธ�ด�วยกลไกการให�เหตุผลเชิงตรรกะ 
(Program to integrate association rules with reasoning mechanism)   

ประวัติผู�วิจัย ………………………………………………………………………………………….…………….............  61 



 ฉ

สารบัญตาราง 
หน)า 

ตารางท่ี 3.1  ข�อมูลตัวอย(างผู�ป|วยโรคมะเร็ง ………….................................................................. 14 

ตารางท่ี 3.2  รูปแบบกฎความสัมพันธ�ท่ีถูกแปลงเป7นภาษาธรรมชาติ ……...........................….... 16 

ตารางท่ี 3.3  ตัวอย(างของความรู�ใหม(ท่ีได�จากการให�เหตุผลเชิงตรรกะจากภาษาธรรมชาติ ....... 18 

ตารางท่ี 4.1  รายละเอียดแอททริบิวต�ของข�อมูลผู�ป|วยโรคมะเร็งเต�านม .................................... 21 

ตารางท่ี 4.2  รายละเอียดแอททริบิวต�ของข�อมูลผู�ป|วยโรคหัวใจ ................................................ 22 

ตารางท่ี 4.3  กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุน 
                 ข้ันตํ่า 0.1 .............................................................................................................. 26 

ตารางท่ี 4.4  กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุน 
                 ข้ันตํ่า 0.2 .............................................................................................................. 27 

ตารางท่ี 4.5  กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุน 
                 ข้ันตํ่า 0.3-0.5 ....................................................................................................... 28 

ตารางท่ี 4.6  กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุน 
                 ข้ันตํ่า 0.6 .............................................................................................................. 28 

ตารางท่ี 4.7  เปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิม 
                 และการหากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ป|วยโรคมะเร็งเต�านม  30 

ตารางท่ี 4.8  เปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิม 
                 และการหากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ป|วยโรคหัวใจ ..........  31 

ตารางท่ี 4.9  เปรียบเทียบความถูกต�องระหว(างกฎความสัมพันธ�แบบด้ังเดิมและ 
                 กฎความสัมพันธ�จากข�อมูลหลายแหล(งด�วยค(าสนับสนุน 0.4 ในข�อมูลผู�ป|วย 
                 โรคมะเร็งเต�านม .................................................................................................... 32 

ตารางท่ี 4.10 เปรียบเทียบความถูกต�องระหว(างกฎความสัมพันธ�แบบด้ังเดิมและ 
                 กฎความสัมพันธ�จากข�อมูลหลายแหล(งด�วยค(าสนับสนุน 0.4 ในข�อมูลผู�ป|วย 
                 โรคมะเร็งหัวใจ ....................................................................................................... 34 

 
 
 

 
 
 
 
 



 ช

สารบัญภาพ 
หน)า 

รูปท่ี 2.1  กฎความสัมพันธ�ท่ีได�จากข�อมูล CRYPT ......................................................................  5 
รูปท่ี 2.2  กฎความสัมพันธ�ท่ีได�จากข�อมูล EUROCRYPT ............................................................  5 
รูปท่ี 2.3  กฎความสัมพันธ�ท่ีได�จากข�อมูล COMPGEOM ............................................................  5 
รูปท่ี 2.4  กฎความสัมพันธ�ท่ีได�จากเรียนรู�แบบกระจายจากสองกลุ(มข�อมูล  
             CRYPT- EUROCRYPT และข�อมูล COMPGEOM ......................................................  6 
รูปท่ี 3.1  กรอบการวิจัยการสังเคราะห�แบบรูปความสัมพันธ�ครอบคลุมจากข�อมูลหลายแหล(ง 
             เพ่ือสนับสนุนสนเทศศาสตร�สุขภาพแบบกระจาย .......................................................  11 
รูปท่ี 3.2  ข้ันตอนการพัฒนากลไกการค�นหาและรวมกฎความสัมพันธ�ท่ีเป7นแบบรูปเฉพาะท่ี .... 13 
รูปท่ี 3.3  ผลลัพธ�ของการรวมกฎความสัมพันธ�ด�วยการทําอินเตอร�เซกชัน ................................. 15 
รูปท่ี 3.4  ข้ันตอนการแปลงรูปแบบกฎความสัมพันธ�ท่ัวไปให�อยู(ในรูปแบบภาษาธรรมขาติ ….... 17 
รูปท่ี 3.5  ตัวอย(างออนโทโลยีท่ีสร�างจากกฎความสัมพันธ� .......................................................... 18 
รูปท่ี 3.6  ข้ันตอนการตรวจสอบความขัดแย�งของกฎความสัมพันธ�ท่ีรวบรวมจากหลายแหล(ง .... 19 
รูปท่ี 4.1  วิธีการทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง  24 

รูปท่ี 4.2  กราฟปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิม 
             และการหากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ป|วยโรคมะเร็งเต�านม .... 30 
รูปท่ี 4.3  กราฟปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิม 
             และการหากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ป|วยโรคหัวใจ ................ 31 
รูปท่ี 5.1  แนวคิดการทําเหมืองข�อมูลแบบรวมฐานเปรียบเทียบกับแบบกระจาย ........................ 36 
 



บทท่ี  1  
บทนํา  

            

1.1  ความสําคัญและท่ีมาของป�ญหาการวิจัย  

ในป�จจุบันข�อมูลสุขภาพของประชาชนท่ีมารับบริการจากหน�วยงานสาธารณสุขท้ังของรัฐ
และเอกชนมักจะถูกบันทึกไว�ในฐานข�อมูล ลักษณะของข�อมูลอิเล็กทรอนิกส,เหล�านี้ประกอบด�วยไฟล,
หลายประเภท ได�แก� ไฟล,ข�อความท่ีเป0นข�อมูลพ้ืนฐานของคนไข�เก่ียวกับ ชื่อ ท่ีอยู� อายุ เพศ อาชีพ 
และอ่ืน ๆ  ไฟล,ภาพท่ีเป0นภาพถ�ายเอ็กซเรย,หรือภาพถ�ายประเภทอ่ืน ๆ เช�น ภาพอุลตราซาวด, 
ภาพเอ็มอาร,ไอ ไฟล,ข�อมูลท่ีเป0นตัวเลขและสัญญาณ เช�น ค�าทางเคมีท่ีได�จากการตรวจทาง
ห�องปฏิบัติการ ค�าท่ีอ�านจากเซ็นเซอร,และเครื่องมือวัด เช�น คลื่นไฟฟ8าหัวใจ (electrocardiogram, 
ECG)  

ไฟล,ข�อมูลต�างลักษณะเหล�านี้ประกอบกันข้ึนเป0นระเบียนสุขภาพอิเล็กทรอนิกส, 
(electronic health record, EHR) แนวคิดเก่ียวกับระเบียนสุขภาพอิเล็กทรอนิกส,นี้ ได�รับการพัฒนา
ต�อเนื่องมาจากเวชระเบียนอิเล็กทรอนิกส, (electronic medical record, EMR) โดยเพ่ิมขอบเขตให�
บันทึกข�อมูลด�านอ่ืน ๆ ของผู�รับการรักษาหลายด�านมากข้ึน นอกเหนือจากด�านการตรวจรักษาของ
แพทย,เท�านั้น การพัฒนาระบบระเบียนสุขภาพอิเล็กทรอนิกส, มีวัตถุประสงค,หลักเพ่ือช�วยเพ่ิม
ประสิทธิภาพการให�บริการ และการส�งต�อการรักษาผู�ปRวย รวมถึงลดโอกาสการเกิดข�อผิดพลาดในการ
ดูแลรักษาผู�ปRวย (Theera-Ampornpunt, 2010)  

ระบบระเบียนสุขภาพอิเล็กทรอนิกส,ท่ีจะสามารถบรรลุวัตถุประสงค,ดังกล�าวได� จะต�องมี
คุณสมบัติพ้ืนฐานของฐานข�อมูล คือ การบันทึกข�อมูลท่ีต�างแบบกัน (heterogeneous data) ทําได�
อย�างถูกต�อง การเรียกดูข�อมูลทําได�รวดเร็วทันต�อการใช�งาน และการเก็บข�อมูลเป0นป�จจุบัน 
นอกจากนี้ระบบยังจะต�องมีคุณสมบัติพิเศษอ่ืนเพ่ิมเติมข้ึน เพ่ือช�วยสนับสนุนขีดความสามารถด�าน
การลดโอกาสเกิดข�อผิดพลาด และช�วยการตัดสินใจของบุคลากรท้ังทางคลินิกและทางการดูแล
สุขภาพในเชิงป8องกัน 

การเพ่ิมคุณสมบัติพิเศษดังกล�าวของระบบระเบียนสุขภาพอิเล็กทรอนิกส, จะต�องอาศัย
เทคโนโลยีป�ญญาประดิษฐ,ด�านการเรียนรู�ของเครื่อง และการวิเคราะห,ข�อมูลอัตโนมัติในลักษณะการ
ทําเหมืองข�อมูล เทคนิคการทําเหมืองข�อมูลในป�จจุบัน มักจะถูกออกแบบมาให�วิเคราะห,ข�อมูลท่ีถูก
รวบรวมไว�ในแหล�งเดียว การประยุกต,ใช�เทคนิคเหมืองข�อมูลกับข�อมูลสุขภาพให�ใช�งานได�จริง จะต�อง
มีการพัฒนารูปแบบการวิเคราะห,ให�รองรับข�อมูลแบบกระจาย เนื่องจากในสถานการณ,จริงข�อมูล
สุขภาพของผู�ปRวยรวมถึงข�อมูลการตรวจเช็คสุขภาพของประชาชนท่ัวไป กระจายอยู�ในฐานข�อมูลของ



 2 

โรงพยาบาลและสถานบริการสาธารณสุขท่ัวประเทศ การรวบรวมข�อมูลจากแหล�งข�อมูลท่ีกระจาย
และใช�รูปแบบการบันทึกข�อมูลท่ียังไม�เป0นมาตรฐานเดียวกันเป0นสิ่งท่ีทําได�ยาก และใช�เวลานานมาก
ในการรวบรวมข�อมูลรวมและแปลงรูปแบบข�อมูลให�ตรงกัน เวลาท่ีต�องใช�ในการรวบรวมและแปลง
ข�อมูล อาจทําให�ไม�ได�ผลการวิเคราะห,ข�อมูลทันต�อการใช�งาน 

โครงการวิจัยนี้จึงเสนอแนวทางใหม�สําหรับแก�ป�ญหาของการวิเคราะห,ข�อมูลอัตโนมัติ ใน
ลักษณะการทําเหมืองข�อมูลจากแหล�งข�อมูลท่ีอยู�กระจายกัน โดยไม�ต�องใช�ข้ันตอนการรวมข�อมูล แต�
จะใช�วิธีการวิเคราะห,ข�อมูล ณ แหล�งกําเนิดของข�อมูลนั้น (on-site analysis) ผลลัพธ,ท่ีได�จะเป0นแบบ
รูปของข�อมูลเฉพาะแหล�งนั้น เรียกว�า แบบรูปเฉพาะท่ี (local patterns) แบบรูปเฉพาะท่ีท่ีวิเคราะห,
ได�จากแต�ละฐานข�อมูล จะถูกส�งมาท่ีคอมพิวเตอร,ส�วนกลางเพ่ือรวบรวมผลวิเคราะห,ให�เป0นแบบรูป
กลุ�มเดียว เรียกว�า แบบรูปครอบคลุม (global patterns) 

ในงานวิจัยนี้เน�นการวิเคราะห,แบบรูปท่ีแสดงความสัมพันธ,เชื่อมโยงอย�างเด�นชัดของ
ลักษณะประจํา หรือแอททริบิวต,ท่ีเป0นฟ̀ลด,ข�อมูลในระเบียนข�อมูลสุขภาพ แบบรูปประเภทนี้เรียกว�า 
แบบรูปความสัมพันธ, (association patterns) ในการวิเคราะห,แบบรูปความสัมพันธ,ครอบคลุมจะใช�
วิธีการอนุมาน (inference) จากแบบรูปเฉพาะท่ีหลายกลุ�มท่ีถูกส�งมาจากฐานข�อมูลแบบกระจาย โดย
จะแปลงแบบรูปเฉพาะท่ีเหล�านั้นให�อยู�ในลักษณะของภาษาธรรมชาติ (natural language) เพ่ือให�
สามารถใช�กลไกอนุมานช�วยในกระบวนการสังเคราะห,เป0นแบบรูปครอบคลุมได� นอกจากนั้นการ
ตรวจสอบความหมายของแบบรูปเฉพาะท่ีจากแต�ละฐานข�อมูล เพ่ือเปรียบเทียบกับแบบรูปครอบคลุม
ท่ีได�เป0นผลลัพธ,สุดท�ายจะใช�วิธีสร�างออนโทโลยี (ontology) เพ่ือตรวจสอบการคงตัวของความหมาย
ของแบบรูปครอบคลุมท่ีสังเคราะห,ข้ึน  

 

1.2  วัตถุประสงค#ของโครงการวิจัย 

โครงการวิจัยนี้เน�นการสร�างองค,ความรู�ใหม� โดยมีวัตถุประสงค,หลักเพ่ือพัฒนากลไก
การรวมแบบรูปความสัมพันธ,เฉพาะท่ี (local association patterns) ท่ีวิเคราะห,ได�จากฐานข�อมูล
สุขภาพแบบกระจาย การรวมแบบรูปหรือแพทเทิร,นเป0นการรวมแบบรูปความสัมพันธ,เฉพาะท่ีหลาย
กลุ�มให�เป0นแบบรูปความสัมพันธ,ครอบคลุม (global association patterns) เพียงกลุ�มเดียว  

นอกจากการสร�างกลไกในการรวมแบบรูปเฉพาะท่ี งานวิจัยนี้ยังมีการพัฒนากลไกใน
การปรับปรุงแบบรูปความสัมพันธ,ท่ีสังเคราะห,และรวบรวมจากข�อมูลหลายแหล�ง โดยในข้ันตอนการ
สังเคราะห,แบบรูปความสัมพันธ,ครอบคลุมจะใช�กลไกอนุมาน (inference engine) และกลไกการให�
เหตุผล (reasoning mechanism) ช�วยในการสังเคราะห,แบบรูปท่ีปราศจากการซํ้าซ�อนหรือการ
ขัดแย�งของความหมาย 
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1.3  ขอบเขตของการวิจัย 

ข�อมูลท่ีใช�ทดสอบกลไกการสังเคราะห,แบบรูปความสัมพันธ,ครอบคลุมท่ีพัฒนาข้ึนใหม�ใน
โครงการวิจัยนี้  จะใช�ข�อมูลท่ีเป0นข�อมูลระเบียนสุขภาพอิเล็กทรอนิกส,ท่ีเป0นข�อมูลสังเคราะห, 

(www.emrbots.org) และข�อมูลจากฐานข�อมูลมาตรฐาน UCI Machine Learning Repository 

(https://archive.ics.uci.edu/ml/datasets.html) 

ในส�วนเทคนิคการทําเหมืองข�อมูลเพ่ือเรียนรู�ความสัมพันธ, (association mining) 

งานวิจัยนี้ใช�อัลกอริทึม Apriori (Agrawal & Srikant, 1994) เป0นพ้ืนฐานในการทํางาน 
 

1.4  ประโยชน#ท่ีได+รับ 

งานวิจัยนี้ได�รับประโยชน,จากการดําเนินงานโครงการ ในหลายด�านได�แก� 

(1) แบบรูปความสัมพันธ, (association patterns) ท่ีเรียนรู�จากระเบียนข�อมูลสุขภาพ

อิเล็กทรอนิกส, จะช�วยเป`ดเผยความเชื่อมโยงของลักษณะประจํา (attributes, 

features) ท่ีมักจะปรากฏร�วมกัน การเรียนรู�ความสัมพันธ,นี้จะเป0นประโยชน,ต�อการ
วิเคราะห,แบบรูปท่ีนําไปสู�ภาวะท่ีก�อให�เกิดโรค ทําให�การวางแผนการรักษามีโอกาส
ประสบความสําเร็จสูงข้ึนและการเรียนรู�แบบรูปท่ีอาจเป0นจุดเริ่มต�นของการนําไปสู�
การเกิดโรคหรือพยาธิสภาพ จะเป0นประโยชน,ต�องานสาธารณสุขเชิงป8องกัน 

(2) งานวิจัยนี้เป0นการศึกษา ค�นคว�า ออกแบบ และพัฒนาข้ันตอนวิธีการ ท้ังในเชิง
ทฤษฎีและเชิงทดลองเพ่ือให�ได�องค,ความรู�ใหม�ในด�านการรวมและวิเคราะห,กฎจาก
การทําเหมืองข�อมูลความสัมพันธ, จากฐานข�อมูลแบบกระจาย ประโยชน,ท่ีได�รับ
โดยตรงคือเทคนิคและอัลกอริทึมใหม�ท่ีสามารถตีพิมพ,ผลงานวิจัยในวารสารวิชาการ
ระดับนานาชาติได�จํานวน 3 บทความ และยังช�วยพัฒนานักวิจัยรุ�นใหม�ท่ีเป0น
นักศึกษาในระดับปริญยาโทและเอก ให�สามารถทํางานวิจัยในระดับสูงได� 

(3) การพัฒนากลไกการสังเคราะห,แบบรูปความสัมพันธ,ครอบคลุมจากข�อมูลท่ีกระจาย
อยู�ในหลายแหล�ง ในลักษณะของโปรแกรมต�นแบบหรือ prototype ทําให�ได�
โปรแกรมต�นแบบท่ีสามารถจดลิขสิทธิ์ได�จํานวน 1 โปรแกรม ได�แก� โปรแกรมรวม
กฎความสัมพันธ,ด�วยกลไกการให�เหตุผลเชิงตรรกะ (program to integrate 
association rules with reasoning mechanism) ลิขสิทธ์ิเลขท่ี ว1. 5360 ออก
ให� ณ วันท่ี 8 เมษายน 2558  



บทท่ี  2  
เอกสารและงานวิจัยที่เกี่ยวข�อง  

            

2.1  การเรียนรู�กฎความสัมพันธ!จากข�อมูลหลายแหล#ง  

เทคนิคการทําเหมืองข�อมูลเพ่ือเรียนรู�กฎความสัมพันธ� (association rule mining) 
โดยท่ัวไปสามารถเรียนรู�ได�จากข�อมูลในแหล5งเดียว แต5ในการทํางานจริงข�อมูลบางประเภทไม5ได�มีการ
จัดเก็บข�อมูลไว�ในแหล5งข�อมูลเพียงแหล5งเดียว ทําให�การนําข�อมูลเหล5านี้มาเรียนรู�เ พ่ือหากฎ
ความสัมพันธ�จําเป<นต�องรวมข�อมูลท่ีถูกกระจายกันอยู5ให�เป<นข�อมูลเพียงชุดเดียว เพ่ือสามารถนําไปหา
กฎความสัมพันธ�ได� แต5เนื่องจากข�อมูลท่ีกระจายกันอยู5นั้นมีการจัดเก็บข�อมูลท่ีมีลักษณะแตกต5างกัน
ออกไป ซ่ึงอาจทําให�การนําข�อมูลเหล5านี้มารวมกันแล�วนําไปหากฎความสัมพันธ�นั้นได�ประสิทธิภาพท่ี
ไม5ดีพอสําหรับการนําไปใช�งาน ดังนั้นนักวิจัย (Li et al., 2003) ได�เสนอแนวคิดของการประเมินความ
คล�ายคลึงของข�อมูลก5อนท่ีจะรวมข�อมูลท่ีกระจายกันอยู5ตามแหล5งต5าง ๆ โดยสามารถวัดความ
คล�ายคลึงกันของข�อมูลได�จากมาตรวัดความคล�ายคลึง (Similarity Measure) ซ่ึงคํานวณได�จาก
สมการท่ี 2-1 (Li et al., 2003) ซ่ึงเป<นการวัดความคล�ายคลึงของข�อมูลสองชุดคือ ข�อมูล A และ B 
โดยค5าความคล�ายคลึงจะมีค5าอยู5ระหว5าง 0 ถึง 1 ค5าท่ีเข�าใกล� 1 แสดงว5าข�อมูล A และ B มีความ
คล�ายคลึงกันมาก แต5ถ�าค5าเข�าใกล� 0 แสดงว5าข�อมูล A และ B มีความคล�ายคลึงกันน�อย 
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เม่ือ |Ai ∩ Aj| แทนจํานวนข�อมูลใน Ai ∩ Aj โดย Ai หมายถึง เซตของแอททริบิวต�ท่ีปรากฏ

บ5อยในข�อมูลกลุ5มย5อยท่ี i ของชุดข�อมูล A 
      2/(I1 + I2) ทําหน�าท่ีเป<น normalization factor 
     |Ai ∩ Bj| / |Ai ∪ Bj| ใช�ตรวจสอบความคล�ายของเซตย5อย Ai และ Bj 
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    min{CAi, CBj} คือค5าสนับสนุนข้ันตํ่าของเซตย5อย Ai และ Bj และค5านี้ทําหน�าท่ีเป<น 
weight factor 

ตัวอย5างการนํามาตรวัดความคล�ายคลึงกันไปใช�สําหรับการเรียนรู�กฎความสัมพันธ� โดย
ข�อ มูล ท่ีนํ ามาใช� ได�แก5  ฐานข�อมูล ท่ีรวมบทความจากการประชุมวิชาการ  3  แหล5 ง  คือ 
Computational Geometry (COMPGEOM), Conference on Cryptography (CRYPT) และ 
European Conference on Cryptography (EUROCRYPT) ท้ังสามฐานข�อมูลนี้มีโครงสร�างตาราง
ในฐานข�อมูลเป<นแบบเดียวกัน  

การค�นหากฎความสัมพันธ�จากแต5ละฐานข�อมูลด�วยค5า Minimum support = 1% และ 
Minimum confidence = 80% ได�ผลลัพธ�เป<นชุดของกฎความสัมพันธ� โดยแต5ละกฎเขียนอยู5ใน
รูปแบบ a,b --> c(x%, y%) เม่ือ a, b, c คือ item หรือแอททริบิวต�ท่ีปรากฏในฐานข�อมูล x คือ ค5า 
support ของกฎ และ y คือค5า confidence ของกฎ รูปท่ี 2.1 2.2 และ 2.3 แสดงกฎความสัมพันธ�
ท่ีได�จากข�อมูล CRYPT ข�อมูล EUROCRYPT และข�อมูล COMPGEOM ตามลําดับ 

 
รูปท่ี 2.1 กฎความสัมพันธ�ท่ีได�จากข�อมูล CRYPT (Li et al., 2003) 

 

 
รูปท่ี 2.2 กฎความสัมพันธ�ท่ีได�จากข�อมูล EUROCRYPT (Li et al., 2003) 

 

 
รูปท่ี 2.3 กฎความสัมพันธ�ท่ีได�จากข�อมูล COMPGEOM (Li et al., 2003) 
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รูปท่ี 2.1-2.3 แสดงกฎความสัมพันธ�ท่ีได�จากการเรียนรู�ในแต5ละฐานข�อมูล ในกรณีท่ีเป<น
การเรียนรู�ความสัมพันธ�ในแบบกระจายโดยเรียนรู�จากแต5ละแหล5งข�อมูล เทคนิคการเรียนรู�แบบ
กระจายท่ีใช�วิธีการวัดความคล�ายคลึงของความสัมพันธ�ในฐานข�อมูล (Li et al., 2003) จะวัดความ
คล�ายของฐานข�อมูลแต5ละคู5 คือ คู5ของข�อมูล CRYPT-EUROCRYPT คู5ของข�อมูล CRYPT-
COMPGEOM และคู5ของข�อมูล EUROCRYPT-COMPGEOM จะสังเกตได�ว5าบางกฎความสัมพันธ�ท่ี
เรียนรู�ได�จากข�อมูล CRYPT และข�อมูล EUROCRYPT มีลักษณะเหมือนกัน และเม่ือคํานวณค5าความ
คล�ายคลึง ผลลัพธ�ท่ีได�คือคู5ของข�อมูล CRYPT-EUROCRYPT ให�ค5ามากท่ีสุด ในขณะท่ีคู5ของข�อมูล 
CRYPT-COMPGEOM และ EUROCRYPT-COMPGEOM มีค5าความคล�ายคลึงตํ่า ดังนั้นการหากฎ
ความสัมพันธ�แบบกระจายจากสามฐานข�อมูลจึงสามารถแบ5งออกได�เป<น 2 กลุ5ม คือในกลุ5มแรกเป<น
การหากฎความสัมพันธ�ระหว5างข�อมูล CRYPT และ EUROCRYPT ในกลุ5มท่ีสองเป<นการหากฎ
ความสัมพันธ�จากข�อมูล COMPGEOM ผลลัพธ�ท่ีได�แสดงดังรูปท่ี 2.4  

 

กลุ5ม CRYPT-EUROCRYPT 

กลุ5ม COMPGEOM 

รูปท่ี 2.4 กฎความสัมพันธ�ท่ีได�จากเรียนรู�แบบกระจายจากสองกลุ5มข�อมูล CRYPT- EUROCRYPT 
และข�อมูล COMPGEOM (Li et al., 2003) 

 
 

จากตัวอย5างข�างต�นของการเรียนรู�กฎความสัมพันธ�แบบกระจาย จะเห็นได�ว5าการเรียนรู�
กฎความสัมพันธ�จะต�องมีการจัดลําดับความคล�ายของเนื้อหาในฐานข�อมูลก5อนท่ีจะสร�างกฎ
ความสัมพันธ�จากฐานข�อมูลแบบกระจาย โครงการวิจัยนี้เสนอแนวทางท่ีแตกต5างจากรูปแบบตาม
ตัวอย5างข5างต�น โดยในงานวิจัยนี้คณะผู�วิจัยเสนอแนวคิดของการเรียนรู�กฎความสัมพันธ�จากแต5ละ
แหล5งฐานข�อมูลโดยอิสระโดยไม5ต�องคํานวณค5าความคล�าย การลดทอนกฎท่ีซํ้าซ�อนจะเกิดข้ึนใน
ข้ันตอนหลังจากท่ีรวมผลลัพธ�ท่ีเรียนรู�ได�จากแต5ละแหล5งโดยอาศัยกลไกการอนุมานเชิงตรรกะซ่ึงให�
ประสิทธิภาพท่ีดี 

 



 7 

2.2  งานวิจัยท่ีเก่ียวข�อง 

ระเบียนสุขภาพอิเล็กทรอนิกส� หรือ EHR ถูกออกแบบมาให�อํานวยประโยชน�ต5อคนไข�
มากท่ีสุด ในด�านการได�รับการวางแผนรักษา การดูแลสุขภาพ และการส5งต5อการดูแลรักษาอย5าง
รวดเร็วและมีประสิทธิภาพ โดยมีพ้ืนฐานของแนวคิดคือ ในการดูแลรักษาผู�ปwวยจะต�องมีหลาย
หน5วยงานร5วมมือกัน ดังนั้นการกําหนดรูปแบบมาตรฐานกลางของระเบียนข�อมูลอิเล็กทรอนิกส�ท่ี
จะต�องถูกส5งต5อจากหน5วยงานหนึ่งไปยังอีกหน5วยงานหนึ่ง จะมีประโยชน�และก5อให�เกิดประสิทธิผลดี
ท่ีสุดต5อการรักษาผู�ปwวย มาตรฐานกลางท่ีกําหนดโดยหน5วยงานไอเอสโอ (ISO/TR 20514, 2005) 
เป<นเกณฑ�พ้ืนฐานท่ีจะช5วยให�ข�อมูลอิเล็กทรอนิกส�มีฟzงก�ชันและความหมายท่ีแลกเปลี่ยนกันได�
ระหว5างหน5วยงาน รายละเอียดอ่ืน ๆ ท่ีเพ่ิมเติมจากมาตรฐานไอเอสโอ จะข้ึนอยู5กับหน5วยงานกลาง
ของแต5ละประเทศหรือแต5ละภูมิภาค (Hayrinen et al., 2008) 

การมีระบบ EHR ท่ีช5วยให�การเข�าถึงข�อมูลผู�ปwวยทําได�รวดเร็วและเป<นระบบ สร�างความ
ต่ืนตัวอย5างมากให�กับนักวิจัยท่ีทํางานเก่ียวข�องกับข�อมูลสุขภาพ ให�หันมาพิจารณาใช�ประโยชน�จาก
ข�อมูลอิเล็กทรอนิกส�เหล5านี้ รวมถึงให�ความสนใจในการประเมินความคุ�มค5าของระบบ (Peterson et 
al., 2011; Coorevits et al., 2013; Ravel at al., 2015)  

แต5ถึงแม�จะมีระบบ EHR ท่ีช5วยให�การเก็บข�อมูลท้ังท่ีมีโครงสร�างและไม5มีโครงสร�าง ทํา
ได�อย5างสมบูรณ� แต5การใช�ประโยชน�จากข�อมูลเหล5านั้นยังเป<นเรื่องท่ีต�องได�รับการพัฒนาอีกมาก แนว
ทางการพัฒนาความเร็วและความสะดวกในการวิเคราะห�ข�อมูลจากฐานข�อมูลสุขภาพ ด�วยการใช�
เทคนิคเหมืองข�อมูลเป<นแนวทางหนึ่งท่ีได�รับความสนใจอย5างกว�างขวางมาเป<นระยะเวลานาน ดัง
ปรากฏในงานวิจัยของดีเลนและคณะ (Delen at al., 2005) ท่ีประยุกต�ใช�เทคนิคโครงข5ายประสาท
เทียม ต�นไม�ตัดสินใจ และการวิเคราะห�การถดถอยโลจิสติก สร�างโมเดลเพ่ือทํานายการอยู5รอดของ
คนไข�จากโรคมะเร็งเต�านมโดยใช�การเรียนรู�โมเดลจากข�อมูลคนไข� 200,000 ราย  

ทีมงานของฟ�ลลิป-เรน (Phillips-Wren et al., 2008) วิเคราะห�การใช�ประโยชน�จาก
ทรัพยากรสาธารณสุขเพ่ือการดูแลรักษาคนไข�โรคมะเร็งปอด ด�วยการใช�เทคนิคต�นไม�ตัดสินใจร5วมกับ
โครงข5ายประสาทเทียม ท้ังสองงานวิจัยนี้เป<นการทําเหมืองข�อมูลในลักษณะการจําแนกประเภท 
(classification) 

งานวิจัยของชิโนะซะวะและคณะ (Shinozawa et al., 2009) เสนอการใช�เทคนิค
เหมืองข�อมูลประเภทการค�นหาความสัมพันธ� (association) เพ่ือแสดงความเชื่อมโยงของข�อมูลท่ี
ปรากฏในผลตรวจเลือดและปzสสาวะจากการตรวจสุขภาพประจําป� และในช5วงเวลาสี่ป�หลังจากนั้น 
(Sakata et al., 2013) ทีมงานนี้ได�พัฒนาแนวคิดเพ่ิมข้ึนให�นําไปสู5การออกแบบระบบผู�เชี่ยวชาญ 
เพ่ือสนับสนุนการตัดสินใจทางคลินิก  
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ทีมงานวิจัยจากตุรกี (Yuregir et al., 2010) ได�เสนอแนวคิดของระบบสนับสนุนการ
ตัดสินใจทางการแพทย�เช5นเดียวกัน โดยได�เสนอการรวมโมดูล self organizing map (SOM) ไว�ใน
ระบบเพ่ือเชื่อมโยงแบบรูปสําหรับแจ�งเตือนการระบาดของโรคท่ีเกิดจากเชื้อแบคทีเรีย Ligionella 

pneumophila 

การทําเหมืองข�อมูลกับระบบระเบียนสุขภาพอิเล็กทรอนิกส� ซ่ึงมีขนาดใหญ5กว5า
ฐานข�อมูลสุขภาพเฉพาะด�าน เริ่มปรากฏในงานวิจัยท่ีเป<นความร5วมมือระหว5างนักวิจัยจากบริษัท
ไอบีเอ็มและทีมวิจัยจากมหาวิทยาลับโคลัมเบีย ประเทศสหรัฐอเมริกา (Lee et al., 2011) ทีมวิจัย
ขนาดใหญ5นี้วิเคราะห�แบบรูปท่ีซ5อนอยู5 เพ่ือค�นหาความเชื่อมโยงของเหตุการณ�ท่ีเก่ียวข�องกับเวลาจาก
ฐานข�อมูล EHR ขนาดใหญ5  

ในป� 2013 ทีมวิจัยจากประเทศสวีเดน (Banaee et al., 2013) ได�ศึกษาการใช�เทคนิค
เหมืองข�อมูลสําหรับเฝ�าติดตามกระบวนการทํางานของอวัยวะต5าง ๆ ผ5านอุปกรณ�ส5งสัญญาณซ่ึงเป<น
ตัวเซ็นเซอร�ท่ีใช�ติดท่ีส5วนต5าง ๆ ของร5างกาย (wearable sensors) 

ถึงแม�การประยุกต�เทคนิคเหมืองข�อมูลกับฐานข�อมูลสุขภาพ จะประสบความสําเร็จใน
เบื้องต�นดังท่ีปรากฏในงานวิจัยจํานวนมาก โดยสามารถค�นพบโมเดลหรือแบบรูปท่ีเป<นประโยชน�ต5อ
การทํานายการเกิดโรค ค�นพบความเชื่อมโยงของเหตุแห5งการนําไปสู5ภาวะเสี่ยงของการเกิดโรคซ่ึงจะ
ช5วยให�การป�องกันทําได�ทันเวลา แต5ข�อมูลสุขภาพในปzจจุบันท่ีส5วนใหญ5ได�รับการบันทึกอยู5ในรูปแบบ
อิเล็กทรอนิกส�มีปริมาณเพ่ิมข้ึนอย5างก�าวกระโดด ทําให�การวิเคราะห�ข�อมูลกับข�อมูลขนาดใหญ5ต�องใช�
เทคนิคและวิธีการท่ีมีประสิทธิภาพมากข้ึน (Herland et al., 2014)  

นอกจากนี้อีกสาเหตุหนึ่งท่ีทําให�การวิเคราะห�ข�อมูลจากฐานข�อมูล EHR ทําได�ยากคือ 
ลักษณะของแหล5งข�อมูลท่ีเป<นฐานข�อมูลแบบกระจาย (Atilgan & Dogan, 2008) การวิเคราะห�ข�อมูล
จึงมักกระทําท่ีแหล5งข�อมูล (on-site analysis) เช5น งานวิจัยท่ีเสนอโดยทีมงานนานาชาติท่ีเป<น
ผู�เชี่ยวชาญด�านออร�โทพีดิกส� (Banerjee et al., 2014) ได�ใช�วิธีการวิเคราะห�อัตราการรอดชีวิตของ
คนไข�ท่ีฐานข�อมูลแต5ละแหล5ง จากนั้นรวบรวมเฉพาะผลการวิเคราะห�นํามาสร�างเป<นการวิเคราะห�รวบ
ยอด (meta-analysis) ท่ีคอมพิวเตอร�ส5วนกลาง บางทีมวิจัยใช�การพัฒนาด�วยการใช�เอเจนต�เพ่ือทํา
เหมืองข�อมูลแบบกระจาย (Zaidi et al., 2002) รวมไปถึงการนําเสนอสถาปzตยกรรมระบบสนับสนุน
การตัดสินใจทางคลินิกแบบกระจาย (El-Sappgh & El-Masri, 2014) 

การพัฒนาเทคนิคการทําเหมืองข�อมูลให�ทํางานได�ดีกับฐานข�อมูลสุขภาพ ท่ีมีลักษณะ
การจัดเก็บข�อมูลแบบกระจาย นอกจากการออกแบบเฟรมเวิร�คและสถาปzตยกรรมแล�ว จําเป<นต�องมี
การพัฒนาในระดับข้ันตอนวิธีของกระบวนการทําเหมืองข�อมูล การจัดการกับข�อมูลแบบกระจายด�วย
วิธีการค�นหาแบบรูปเฉพาะท่ีเพ่ือรวมเป<นแบบรูปครอบคลุม เริ่มได�รับความสนใจจากนักวิจัยในสาขา
การเรียนรู�ของเครื่องและการทําเหมืองข�อมูล (Yin et al., 2010; Lin et al., 2013) แต5การรวมแบบ
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รูปเฉพาะท่ีหลายกลุ5มให�เป<นแบบรูปครอบคลุมเพียงกลุ5มเดียวยังมีแนวทางท่ีค5อนข�างจํากัด 
(Sulzmann & Furnkranz, 2008) 

โครงการวิจัยนี้จึงมีแนวคิดในการการรวมแบบรูปเฉพาะท่ี ซ่ึงเรียนรู�ได�จากแต5ละ
ฐานข�อมูล ผ5านกระบวนการอนุมานและกลไกการรวมกฎ เพ่ือให�ได�แบบรูปครอบคลุมท่ีปรากฏบ5อย
อย5างครบถ�วน และไม5มีความขัดแย�งในความหมายของแบบรูปท่ีเรียนรู�ได� 



บทท่ี  3  
การออกแบบและพัฒนาวิธีการสังเคราะห�แบบรูปความสัมพันธ�จากข อมูลหลายแหล"ง 

 
3.1  กรอบแนวคิดของงานวิจัย 

โครงการวิจัยนี้ต�องการหาแนวทางเรียนรู�จากข�อมูลแบบกระจาย เพ่ือให�ได�ผลลัพธ%เป'น
แบบรูปความสัมพันธ%ท่ีแสดงในลักษณะของกฎความสัมพันธ% “ถ�าเกิดลักษณะ X แล�วจะเกิดลักษณะ 
Y ร0วมด�วย” หรือเขียนในรูปแบบย0อได�เป'น X -> Y การพัฒนางานวิจัยจะไม0ได�เน�นท่ีเทคนิคการทํา
เหมืองข�อมูลแบบหาความสัมพันธ% (association mining) เนื่องจากเทคนิคท่ีใช�อยู0ท่ัวไปในปBจจุบัน มี
ประสิทธิภาพสูงเพียงพอสําหรับการค�นหาความสัมพันธ%จากฐานข�อมูลแหล0งเดียว แต0ในกรณีท่ีเป'น
ฐานข�อมูลแบบกระจาย จําเป'นต�องพัฒนาเทคนิคใหม0มาช0วยในกระบวนการค�นหาและรวมกฎ
ความสัมพันธ% ซ่ึงงานวิจัยในลักษณะนี้ยังปรากฏไม0มากนักและยังต�องการการค�นคว�าแนวทางต0าง ๆ ท่ี
จะช0วยเพ่ิมประสิทธิภาพการรวมความรู�ท่ีเรียนรู�ได�จากแต0ละฐานข�อมูล 

จุดเน�นของโครงการวิจัยนี้ จึงมุ0งท่ีการออกแบบข้ันตอนต0อจากการค�นหาความสัมพันธ%ท่ี
ได�จากแต0ละแหล0งข�อมูลในลักษณะของแบบรูปเฉพาะท่ี (local patterns) ซ่ึงหมายถึงกฎ
ความสัมพันธ%ท่ีเรียนรู�ได�จากฐานข�อมูลย0อย เม่ือต�องการได�กฎความสัมพันธ%รวมจากทุกฐานข�อมูลย0อย
จึงต�องมีการรวมแบบรูปเฉพาะท่ีแต0ละกลุ0มเข�าด�วยกันให�เป'นแบบรูปครอบคลุม (global patterns) 
กลุ0มเดียว ในข้ันตอนการรวมกฎความสัมพันธ%ท่ีเป'นแบบรูปเฉพาะท่ี จําเป'นต�องมีเทคนิคในการ
วิเคราะห%และจัดการกับแต0ละกลุ0มของแบบรูปเฉพาะท่ี ในโครงการวิจัยนี้เสนอแนวทางเชิงตรรกะ 
ด�วยการใช�กลไกการอนุมานเพ่ือวิเคราะห%ความซํ้าซ�อนหรือการขาดหายไปของความรู�ท่ีได�จากแต0ละ
ฐานข�อมูล รวมถึงออกแบบแนวทางวิเคราะห%และจัดการกับความขัดแย�งท่ีอาจปรากฏในแบบรูป
เฉพาะท่ีท่ีได�จากฐานข�อมูลต0างแหล0ง ผลลัพธ%สุดท�ายจะเป'นแบบรูปครอบคลุมเพียงกลุ0มเดียวท่ีอยู0ใน
ลักษณะกฎความสัมพันธ% ท่ีจะสามารถส0งต0อไปเป'นฐานความรู�ของระบบสนับสนุนการตัดสินใจด�าน
สุขภาพได� 

นอกจากนี้ในกระบวนการวิเคราะห%แบบรูปเฉพาะท่ีท่ีได�จากแต0ละฐานข�อมูล จะใช�ออน
โทโลยีช0วยในการพิจารณาความหมายท่ีเหมือนหรือต0างกันในความรู�ท่ีเรียนรู�ได�จากแต0ละฐานข�อมูล 
ข้ันตอนหลักของงานวิจัยนี้แสดงได�ดังแผนภาพในรูปท่ี 3.1 
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รูปท่ี  3.1 กรอบการวิจัยการสังเคราะห%แบบรูปความสัมพันธ%ครอบคลุมจากข�อมูลหลายแหล0งเพ่ือ
สนับสนุนสนเทศศาสตร%สุขภาพแบบกระจาย 

 
3.2  ข้ันตอนการดําเนินงานวิจัย 

การดําเนินงานหลักของงานวิจัยนี้คือ การพัฒนากลไกการค�นหาและรวมแบบรูปเฉพาะท่ี 
ซ่ึงได�แก0ข้ันตอน Mechanism to integrate patterns, remove redundancy, check for 
inconsistency ในรูปท่ี 2.1 ท้ังนี้ในการอธิบายรายละเอียดของข้ันตอนการพัฒนากลไกการค�นหา
และรวมแบบรูปเฉพาะท่ี จะเรียกแบบรูปเฉพาะท่ีว0ากฎความสัมพันธ%เพ่ือความเข�าใจท่ีต0อเนื่องจาก
ข้ันตอนการค�นหากฎความสัมพันธ%ด�วยอัลกอริทึม APRIORI จากฐานข�อมูลท่ีกระจายอยู0ในหลาย
แหล0ง ข้ันตอนการดําเนินงานแบ0งออกเป'น 5 ข้ันตอน ดังนี้  

ข้ันตอนท่ี 1 การหากฎความสัมพันธ%แบบกระจายจากฐานข�อมูลในหลายแหล0ง  
การทํางานในข้ันตอนนี้มีจุดมุ0งหมายเพ่ือหากฎความสัมพันธ%จากข�อมูลท่ี

กระจายกันอยู0 โดยในข้ันตอนนี้กระบวนการหากฎความสัมพันธ%ในแต0ละชุดข�อมูลนั้นจะ
ไม0ข้ึนต0อกัน ผลลัพธ%ท่ีได�จากข้ันตอนนี้ คือฐานความรู�ท่ีเก็บกฎความสัมพันธ%จากข�อมูลท่ี
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กระจายกันอยู0 ซ่ึงจํานวนของฐานความรู�ท่ีจะได�นั้นจะข้ึนอยู0กับจํานวนของชุดข�อมูลท่ี
กระจายกันอยู0 

ข้ันตอนท่ี 2 การรวมกฎความสัมพันธ%  
การทํางานในข้ันตอนนี้ต0อเนื่องจากข้ันตอนท่ี 1 โดยจะดึงกฎความสัมพันธ%

ท่ีมีลักษณะเหมือนกันออกมาจากฐานความรู�ท่ีกระจายกันอยู0เพ่ือให�ได�ฐานความรู�เพียง
ชุดเดียว 

ข้ันตอนท่ี 3 การแปลงกฎความสัมพันธ%ให�เป'นภาษาธรรมชาติ  
เนื่องจากกฎความสัมพันธ%ท่ีได�จากข้ันตอนท่ี 2 เป'นกฎความสัมพันธ%แบบ

กระจายท่ีได�จากฐานข�อมูลหลายแหล0ง ปBญหาท่ีอาจจะเกิดข้ึนคืออาจเกิดความขัดแย�ง
กันเองของกฎความสัมพันธ% และอาจเกิดการขาดหายไปของกฎความสัมพันธ%เม่ือเทียบ
กับการหากฎความสัมพันธ%แบบฐานข�อมูลรวม ดังนั้นข้ันตอนน้ีจะเป'นการแปลงรูปแบบ
ของกฎความสัมพันธ%จากรูปแบบท่ัวไปให�อยู0ในรูปแบบของภาษาธรรมชาติเพ่ือนําไปใช�
ในข้ันตอนต0อไป 

ข้ันตอนท่ี 4 การตรวจสอบความขัดแย�งของกฎความสัมพันธ%  
กฎความสัมพันธ%ท่ีอยู0ในรูปแบบของภาษาธรรมชาติท่ีได�จากข้ันตอนท่ี 3 จะ

ถูกนําไปตรวจสอบความขัดแย�ง โดยผลลัพธ%ท่ีได�จากข้ันตอนนี้คือผลการตรวจสอบท่ี
สามารถบอกได�ว0ากฎความสัมพันธ%ท่ีได�จากกระบวนการก0อนหน�านี้มีความขัดแย�งกัน
หรือไม0 ถ�าเกิดความขัดแย�งข้ึนจริงจะทําการลบกฎความสัมพันธ%นั้นท้ิงไปและทําการ
ตรวจสอบความขัดแย�งใหม0 ในข้ันตอนนี้ยังได�ความรู�ใหม0จากกฎความสัมพันธ%ท่ีมีอยู0เดิม 

ข้ันตอนท่ี 5 การสร�างกฎความสัมพันธ%ท่ีขาดหายไป  
จากความรู�ใหม0ท่ีได�จากกระบวนการของข้ันตอนท่ี 4 สามารถนําไปสร�าง

เป'นกฎความสัมพันธ%แล�วนําไปเพ่ิมเติมจากกฎความสัมพันธ%ของเดิมท่ีมีอยู0แล�วได� ซ่ึงใน
ส0วนนี้สามารถชดเชยกฎความสัมพันธ%ท่ีขาดหายไปจากการเรียนรู�ในฐานข�อมูลแบบ
กระจายได� สุดท�ายจะได�ฐานความรู�ของกฎความสัมพันธ%เพียงชุดเดียวท่ีมาจากการหากฎ
ความสัมพันธ%แบบกระจายท่ีมีประสิทธิภาพใกล�เคียงกับการหากฎความสัมพันธ%แบบท่ีใช�
ฐานข�อมูลรวมเพียงแหล0งเดียว 

 
ข้ันตอนท้ัง 5 ข้ันตอนนี้แสดงเป'นผังงานได�ดังรูปท่ี 3.2 
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รูปท่ี  3.2 ข้ันตอนการพัฒนากลไกการค�นหาและรวมกฎความสัมพันธ%ท่ีเป'นแบบรูปเฉพาะท่ี 
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3.3  การออกแบบข้ันตอนวิธีการ 

3.3.1 วิธีการรวมกฎความสัมพันธ� 

การรวมกฎความสัมพันธ%ท่ีได�จากฐานข�อมูลแบบกระจายนั้น จะรวมโดยนํามาเฉพาะกฎ
ความสัมพันธ%ท่ีปรากฏข้ึนในทุกแหล0ง เนื่องจากกฎความสัมพันธ%ท่ีปรากฏในทุกแหล0งนั้นหมายถึงกฎ
ความสัมพันธ%นั้น ๆ มีความสําคัญและมีประสิทธิภาพในการนําไปใช�งานในอนาคต แต0ในทางตรงข�าม
การนําทุกกฎความสัมพันธ%มารวมกัน อาจได�กฎความสัมพันธ%ท่ีมากเกินไปและบางกฎความสัมพันธ%ท่ี
ได�อาจไม0มีประสิทธิภาพเพียงพอสําหรับการนําไปใช�ประโยชน%เพ่ือการทํานายข�อมูลในอนาคต ดังนั้น
การรวมกฎความสัมพันธ%จะทําการดึงมาเฉพาะกฎความสัมพันธ%ท่ีปรากฏในทุก ๆ แหล0งฐานข�อมูล 

ข�อมูลตัวอย0างในตารางท่ี 3.1 เป'นข�อมูลผู�ปgวยโรคมะเร็งเต�านม การจําลองข�อมูลนี้ให�
เป'นลักษณะฐานข�อมูลแบบกระจาย จะใช�การแบ0งข�อมูลออกเป'น 3 ชุด ข�อมูลย0อยแต0ละชุดจะถูก
นําไปหากฎความสัมพันธ% ได�กฎความสัมพันธ%จํานวน 3 เซตคือ R1, R2, R3  จากนั้นนํากฎ
ความสัมพันธ%ท่ีได�ไปสู0ข้ันตอนของการรวมกฎความสัมพันธ%ด�วยวิธีการอินเตอร%เซกชัน (intersection) 
จะได�ผลลัพธ%ดังรูปท่ี 3.3  

 
ตารางท่ี 3.1 ข�อมูลตัวอย0างผู�ปgวยโรคมะเร็ง 

age menopause tumor-size inv-nodes node-caps Class 
40-49 premeno 15-19 0-2 yes recurrence-events 
50-59 ge40 15-19 0-2 no no-recurrence-events 
50-59 ge40 35-39 0-2 no recurrence-events 
50-59 ge40 15-19 0-2 no no-recurrence-events 
40-49 premeno 15-19 0-2 yes recurrence-events 
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R1 R2 R3 
{Class=no-recurrence-

events}=>{inv-nodes=0-2} 
- - 

{inv-nodes=0-2}=>{irradiat=no} {inv-nodes=0-2}=>{irradiat=no} {inv-nodes=0-2}=>{irradiat=no} 
{irradiat=no}=>{node-caps=no} {irradiat=no}=>{node-caps=no} {irradiat=no}=>{node-caps=no} 

 
 
R 

{inv-nodes=0-2}=>{irradiat=no} 
{irradiat=no}=>{node-caps=no} 

 
รูปท่ี  3.3 ผลลัพธ%ของการรวมกฎความสัมพันธ%ด�วยการทําอินเตอร%เซกชัน 
 

3.3.2 วิธีการแปลงรูปแบบกฎความสัมพันธ�ให�เป�นภาษาธรรมชาติ 

การหากฎความสัมพันธ%จากฐานข�อมูลแบบกระจายนั้น ไม0สามารถหากฎความสัมพันธ%ได�
แบบตรงไปตรงมา เนื่องจากกฎความสัมพันธ%แบบกระจายท่ีหามาได�จากฐานข�อมูลย0อยแต0ละชุดโดย
อิสระ อาจทําให�ได�กฎความสัมพันธ%ท่ีเกิดความขัดแย�งกันเอง ตัวอย0างเช0น 

Rule 1: If X is a man, then X is a human. 
Rule 2: If X is John, then X is a man. 
Rule 3: If X is John, then X is not a human. 

จากตัวอย0างกฎความสัมพันธ%ท่ีได� จะเห็นว0าเกิดความขัดแย�งของกฎความสัมพันธ%ท่ี 2 
และ 3 เนื่องจากท้ังสามกฎนี้เรียนรู�มาจากต0างฐานข�อมูล ดังนั้นจึงจําเป'นต�องมีเครื่องมือสําหรับการ
ตรวจสอบความขัดแย�งซ่ึงในงานวิจัยนี้ใช� Attempto Controlled English หรือ ACE (Kuhn, 2014) 
เป'นครื่องมือช0วยในการตรวจสอบ แต0ก0อนท่ีจะตรวจสอบความขัดแย�งได� จะต�องแปลงกฎ
ความสัมพันธ%ให�อยู0ในรูปแบบของภาษาธรรมชาติ โดยใช�เทคนิคการค�นหาและแทนท่ีข�อความเพ่ือทํา
ให�กฎความสัมพันธ%ในรูปแบบท่ัวไป เช0น ‘{A=B} => {B=C}’ อยู0ในรูปแบบภาษาธรรมชาติ เช0น ‘if X 
is a n:A_equal_B then X is a n:B_equal_C’ เป'นต�น ซ่ึงข�อความหรือตัวอักษรท่ีจะต�องถูกแปลง
มีดังต0อไปนี้ 

‘{’   แทนท่ีด�วย ‘if X is a n:’ 
‘=>’ แทนท่ีด�วย ‘then X is a’ 
‘=’  แทนท่ีด�วย ‘_equal_’ 
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‘,’  แทนท่ีด�วย ‘and X is a n:’ 
‘{’  แทนท่ีด�วย ‘n:’ 
‘}’  แทนท่ีด�วย empty string 
 
โดยภาษาธรรมชาติในท่ีนี้คือประโยคภาษาอังกฤษท่ัวไป แต0จะเขียนโดยมีข�อกําหนดของ

ภาษา ACE ซ่ึงเป'นภาษาธรรวมชาติชนิดหนึ่งท่ีสามารถแทนความรู�แล�วนําไปสร�างเป'นออนโทโลยีได� 
ดังตารางท่ี 3.2 แสดงตัวอย0างการแปลงรูปแบบกฎความสัมพันธ%ท่ัวไปให�อยู0ในรูปแบบภาษาธรรมชาติ 
จากรูปท่ี 3.4 แสดงคําสั่งเทียมข้ันตอนการแปลงรูปแบบกฎความสัมพันธ%ท่ัวไปให�อยู0ในรูปแบบ
ภาษาธรรมชาติ โดยจะรับข�อมูลเป'นกฎความสัมพันธ%ท่ีได�จากการรวมกฎความสัมพันธ%จากแหล0ง
ความรู�ต0าง ๆ ซ่ึงการแปลงรูปแบบกฎความสัมพันธ%นี้จะใช�เทคนิคของการค�นหาและแทนท่ีในการ
ค�นหารูปแบบของประโยคหรือสัญลักณ%ท่ีต�องการแทนท่ีด�วยประโยคหรือสัญลักณ%ท่ีต�องแทนท่ีลงไป 
ผลลัพธ%ท่ีได�คือกฎความสัมพันธ%ท่ีอยู0ในรูปแบบของภาษาธรรมชาติท่ีสามารถนําไปแทนความรู�เพ่ือ
นําไปสร�างเป'นออนโทโลยีได� 

 
ตารางท่ี 3.2 รูปแบบกฎความสัมพันธ%ท่ีถูกแปลงเป'นภาษาธรรมชาติ 

Original association rules Association rules in ACE format 
{Class=no-recurrence-

events}=>{inv-nodes=0-2} 
If X is a n: Class_equal_no-recurrence-events  
then X is a n:inv-nodes_equal_0-2. 

{inv-nodes=0-2}=>{irradiat=no} 
If X is a n:inv-nodes_equal_0-2  
then X is a n:irradiat_equal_no. 

{irradiat=no}=>{node-caps=no} 
If X is a n:irradiat_equal_no  
then X is a n: node-caps_equal_no. 
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Algorithm Transform_to_Natural_Language 
//Input: C, an association rule set. 
//Output: CACE, an association rule set in the form of natural language. 
 
1.   Create CACE as empty list; 
2.   Create D as dictionary = { '\A{' :'if X is a n:' 
3.    '=>' : 'then X is a', 
4.    '=' : '_equal_', 
5.    ',' : ' and X is a n:', 
6.    '{' : 'n:', 
7.    '}' : '', 
8.   } 

9.   For i =1  to length(C) do 
10.      RN = multiple_replace(D, Ci); 
11.      add RN to CACE; 
12.  End for 
13.  Return CACE 

 

รูปท่ี  3.4 ข้ันตอนการแปลงรูปแบบกฎความสัมพันธ%ท่ัวไปให�อยู0ในรูปแบบภาษาธรรมขาติ 
 

3.3.3 วิธีการตรวจสอบความขัดแย�งของกฎความสัมพันธ� 

ข้ันตอนวิธีในรูปท่ี 3.4 เป'นข้ันตอนการแปลงรูปแบบกฎความสัมพันธ%ท่ัวไปให�อยู0ใน
รูปแบบภาษาธรรมชาติ เพ่ือใช�สําหรับการนํากฎความสัมพันธ%ไปสร�างเป'นออนโทโลยีหรือฐานข�อมูลท่ี
มีการระบุความสัมพันธ%ของข�อมูล ดังแสดงในรูปท่ี 3.5 ข้ันตอนต0อจากแปลงรูปแบบกฎความสัมพันธ%
ให�เป'นรูปแบบภาษาธรรมชาติคือข้ันตอนการตรวจสอบความขัดแย�งของกฎ และนอกเหนือจาก
ผลลัพธ%ท่ีได�ว0ากฎความสัมพันธ%เกิดความขัดแย�งกันหรือไม0 ยังสามารถสร�างความรู�ใหม0หรือกฎ
ความสัมพันธ%ใหม0จากกฎความสัมพันธ%ท่ีมีอยู0เดิมได� ดังตารางท่ี 3.3 แสดงตัวอย0างความรู�ใหม0ท่ีได�จาก
การตรวจสอบความขัดแย�งของกฎความสัมพันธ%ท่ีได�จากแหล0งต0าง ๆ 
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If X is a n: Class_equal_no-recurrence-events  
      then X is a n:inv-nodes_equal_0-2. 
If X is a n:inv-nodes_equal_0-2  
      then X is a n:irradiat_equal_no. 
If X is a n:irradiat_equal_no  
      then X is a n: node-caps_equal_no. 

 

รูปท่ี  3.5 ตัวอย0างออนโทโลยีท่ีสร�างจากกฎความสัมพันธ% 
 

ตารางท่ี 3.3 ตัวอย0างของความรู�ใหม0ท่ีได�จากการให�เหตุผลเชิงตรรกะจากภาษาธรรมชาติ 

Entailment New  rules in ACE format 

Every inv_nodes_equal_0-2 is a no-
irradiat that is a no-node-caps. 

If X is a n:inv_nodes_equal_0-2 and X is a 
n:no-irradiat  

then X is a n:no-node-caps . 
Every no-irradiat is an 
inv_nodes_equal_0-2 that is a no-
node-caps. 

If X is a n:no-irradiat and X is a 
n:inv_nodes_equal_0-2  

then X is a n:no-node-caps . 
Every no-node-caps is an 
inv_nodes_equal_0-2 that is a no-
irradiat. 

If X is a n:no-node-caps and X is a 
n:inv_nodes_equal_0-2  

then X is a n:no-irradiat . 
 
 
ข้ันตอนการตรวจสอบความขัดแย�งของกฎความสัมพันธ%ท่ีได�จากแหล0งความรู�ต0าง ๆ  

แสดงได�เป'นคําสั่งเทียมได�ดังรูปท่ี 3.6 โดยจะรับข�อมูลเข�าเป'นกฎความสัมพันธ%ท่ีอยู0ในรูปแบบของ
ภาษาธรรมชาติ แล�วนําแต0ละกฎความสัมพันธ%ไปสร�างเป'นออนโทโลยีสําหรับการนําไปใช�กับเครื่องมือ
ตรวจสอบความขัดแย�ง หลังจากได�กฎความสัมพันธ%ท่ีอยู0ในรูปแบบของออนโทโลยีแล�วจะนําไป
ตรวจสอบความขัดแย�งด�วย FaCT++ Reasoner (Tsarkov and Ian, 2006) ซ่ึงถ�าเกิดความขัดแย�ง
จะทําการลบกฎความสัมพันธ%นั้น ๆ โดยผลลัพธ%ท่ีได�คือสามารถบอกได�ว0ากฎความสัมพันธ%ท่ีได�จาก
การรวมกฎความสัมพันธ%จากแหล0งความรู�ต0าง ๆ นั้นขัดแย�งกันหรือไม0 และกฎความสัมพันธ%ใหม0ท่ีได�



 19 

จากกฎความสัมพันธ%เดิมเพ่ือนําไปเพ่ิมเติมในส0วนของกฎความสัมพันธ%ท่ีขาดหายไป สุดท�ายจะได�
ฐานความรู�ของกฎความสัมพันธ%เพียงชุดเดียวท่ีมาจากการหากฎความสัมพันธ%แบบกระจายท่ีมี
ประสิทธิภาพใกล�เคียงกับการหากฎความแบบด้ังเดิม 

 
Algorithm Check_Inconsistency_with_Reasoner 
//Input: CACE, an association rule set in the form of natural language. 
//Output:  I, Inconsistency of Association Rules as true or false. 
               E, Association rules entailed from reasoner. 
 

1.   I = true 
2.   Ontology = ACE_views (CACE); 
2.   While I = true{ 
3.         (I, E) = Reasoner (Ontology) 
4.   If I = true 
5.   Ontology = Remove_rules_inconsistent (CACE) 
6.    } 
7.   Return (I, E) 

 

รูปท่ี  3.6 ข้ันตอนการตรวจสอบความขัดแย�งของกฎความสัมพันธ%ท่ีรวบรวมจากหลายแหล0ง 
 

 



บทท่ี  4 
การทดสอบกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล�ง 

 
โครงการวิจัยนี้นําเสนอวิธีการทําเหมืองความสัมพันธ�แบบกระจาย ด�วยการออกแบบ

และพัฒนากลไกเชิงตรรกะเพ่ือรวมกฎความสัมพันธ�ท่ีกระจายอยู(ในหลายฐานข�อมูล รวมถึงตรวจสอบ
ความขัดแย�งของกฎและอนุมานกฎท่ีอาจจะขาดหายไป การทดสอบประสิทธิภาพของวิธีการท่ีเสนอ
ข้ึนใหม(นั้น จะทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง
เปรียบเทียบกับการหากฎความสัมพันธ�แบบด้ังเดิมท่ีข�อมูลท้ังหมดต�องถูกรวบรวมไว�ในแหล(งเดียว 
โดยจะพิจารณาจากจํานวนกฎความสัมพันธ�ท่ีได�เป2นเกณฑ�ในการเปรียบเทียบ  

 
4.1  ข�อมูลท่ีใช�ในการทดสอบ 

การทดสอบกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง จะใช�ข�อมูล
มาตรฐานจาก UCI Machine Learning Repository ซ่ึงเป2นข�อมูลผู�ปIวยโรคมะเร็งเต�านม (Breast 
Cancer) และข�อมูลผู�ปIวยโรคหัวใจ (Heart Disease) ค(าในทุกแอททริบิวต�ของข�อมูลท้ังสองชุดนี้ถูก
แปลงให�เป2นประเภทข�อมูลเชิงกลุ(ม (categorical data type) เนื่องจากการทําเหมืองข�อมูลประเภท
การค�นหาความสัมพันธ� ใช�หลักการนับความถ่ีของแต(ละค(าข�อมูลในทุกแอททริบิวต� ประเภทของ
ข�อมูลจึงต�องเป2นชนิดท่ีสามารถแจงนับได� 

ข�อมูลผู�ปIวยโรคมะเร็งเต�านม เป2นข�อมูลการวินิจฉัยการเกิดซํ้าของมะเร็ง มีข�อมูลท้ังหมด 
286 เรคคอร�ด แต(ละเรคคอร�ดประกอบด�วย  9 แอททริบิวต� สามารถดาวน�โหลดได�จาก 
https://archive.ics.uci.edu/ml/datasets/Breast+Cancer รายละเอียดและความหมายของแต(
ละแอททริบิวต�ในข�อมูลผู�ปIวยโรคมะเร็งเต�านมแสดงได�ดังตารางท่ี 4.1  

ข�อมูลผู�ปIวยโรคหัวใจ เป2นข�อมูลเก่ียวกับคนไข�ท่ีมีความเสี่ยงเป2นโรคหัวใจ มีข�อมูล
ท้ังหมด 303 เรคคอร�ด แต(ละเรคคอร�ดมี 14 แอททริบิวต� สามารถดาวน�โหลดข�อมูลได�จาก 
https://archive.ics.uci.edu/ml/datasets/heart+Disease  รายละเอียดและความหมายของแต(
ละแอททริบิวต�ในข�อมูลผู�ปIวยโรคหัวใจแสดงได�ดังตารางท่ี 4.2  
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ตารางท่ี 4.1 รายละเอียดแอททริบิวต�ของข�อมูลผู�ปIวยโรคมะเร็งเต�านม  
ชื่อแอททริบิวต� ความหมายของแอททริบิวต� ค(าท่ีเป2นไปได� 

age Age of patient (in the range 29-77) {10-19, 20-29, 30-39, 40-49, 
50-59, 60-69, 70-79, 80-89, 
90-99} 

menopause Age of a woman at menopause {lt40, ge40, premeno} 
tumor-size Size of the tumor in millimeters {0-4, 5-9, 10-14, 15-19, 20-24, 

25-29, 30-34, 35-39, 40-44, 
45-49, 50-54, 55-59} 

inv-nodes The number (range 0 - 39) of 
axillary lymph nodes that contain 
metastatic breast cancer visible on 
histological examination 

{0-2, 3-5, 6-8, 9-11, 12-14, 15-
17, 18-20, 21-23, 24-26, 27-
29, 30-32, 33-35, 36-39} 

node-caps Does the cancer metastasize to a 
lymph node? 

{yes, no} 

deg-malig Degree of malignant tumor {1, 2, 3} 

breast Position of breast that cancer 
occurs 

{left, right} 

breast-quad Quadrant on the cancerous breast {left-up, left-low, right-up, 
right-low, central} 

irradiat Does the patient underwent the 
radiation treatment? 

{yes, no} 

Class Does this cancer a recurrent one? {no-recurrence-events, 
recurrence-events} 
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ตารางท่ี 4.2 รายละเอียดแอททริบิวต�ของข�อมูลผู�ปIวยโรคหัวใจ  
ชื่อแอททริบิวต� ความหมายของแอททริบิวต� ค(าท่ีเป2นไปได� 

age Age of patient (in the range 29-77) {29-45, 46-60, 61-77} 
sex Sex of patient {male, female} 
cp Chest pain type (4 types):  

1 = typical angina, 2 = atypical angina,  
3 = non-anginal pain , 4 =asymptom 

{typ_angina, 
atyp_angina, 
non_anginal, asympt} 

trestbps Blood pressure when resting (in mm Hg), 
values are in the range 94-200 

{94-129, 130-164, 
165-200} 

chol Serum cholesterol in mg/dl, values are in the 
range 126-564 

{126-272, 273-418, 
419-564} 

fbs Blood sugar when fasting (> 120 mg/dl) {t, f} 
restecg Electrocardiographic results when resting: 

0 = normal, 1 = having ST-T wave 
abnormality, 2 = showing probable or definite 
left ventricular hypertrophy by Estes' criteria  

{left_vent_hyper, 
normal, abnormal} 

thalach Maximum heart rate achieved (in the range 
71-202) 

{71-114, 115-158, 
159-202} 

exang Exercise induced angina {yes, no} 
oldpeak ST depression induced by exercise relative to 

rest (values are in the range 0-62) 
{1, 2, 3} 

slope The slope of the peak exercise for the ST 
depression segment 

{down, flat, up} 

ca Number of major vessels (0-3) colored by 
fluoroscopy 

{0, 1, 2, 3} 

thal Thalassemia (3 = normal; 6 = fixed defect; 7 
= reversible defect) 

{normal, fixed_defect, 
reversible_defect } 

num Risk factor of heart disease: 
<50 = no disease,  
>50_1 = presence of heart disease 

{<50, >50_1} 
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4.2  วิธีการทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ� 

การทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(งจะ
เป2นการจําลองการหากฎความสัมพันธ�แบบกระจาย โดยแบ(งข�อมูลออกเป2นชุดย(อย ๆ หลายชุดเพ่ือ
นําไปหากฎความสัมพันธ� โดยท่ีกระบวนการของการทํางานบนข�อมูลแต(ละชุดย(อยจะไม(ข้ึนต(อกัน 
เกณฑ�การประเมินประสิทธิภาพ จะใช�จํานวนกฎความสัมพันธ�ท่ีให�ผลลัพธ�ตรงกันกับการหากฎ
ความสัมพันธ�แบบด้ังเดิมท่ีข�อมูลท้ังหมดรวมอยู(ในแหล(งเดียวเป2นตัววัดประสิทธิภาพ 

รูปท่ี 4.1 แสดงแผนภาพท่ีเป2นแนวคิดของวิธีการทดสอบประสิทธิภาพกลไกการค�นหา
และรวมกฎความสัมพันธ�จากหลายแหล(ง โดยในภาพจะแบ(งข�อมูลออกเป2น 3 ชุด คือ Data1 Data2 
และ Data 3 แล�วนําข�อมูลท้ัง 3 ชุดไปหากฎความสัมพันธ� ซ่ึงในส(วนนี้การหากฎความสัมพันธ�ของ
ข�อมูลแต(ละชุดจะไม(ข้ึนต(อกัน ผลลัพธ�ท่ีได�คือชุดกฎความสัมพันธ�ของข�อมูลแต(ละชุด หลังจากนั้นจะ
ดึงกฎความสัมพันธ�ท่ีได�จากข�อมูลแต(ละชุดมารวมให�เป2นกฎความสัมพันธ�เพียงชุดเดียวด�วยกลไกการ
ค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง ผลลัพธ�สุดท�ายท่ีได�คือชุดกฎความสัมพันธ�เพียงชุด
เดียวท่ีได�จากการรวมกฎความสัมพันธ�จากหลายแหล(ง ในการวัดประสิทธิภาพของกฎความสัมพันธ�ท่ี
ได�นั้นจะเปรียบเทียบจากกฎความสัมพันธ�ท่ีได�จากการหากฎความสัมพันธ�ด�วยข�อมูลด้ังเดิมท่ีไม(ได�ถูก
แบ(งออกเป2นชุด ๆ ซ่ึงจะพิจารณาจากจํานวนกฎความสัมพันธ�ท่ีเหมือนกันระหว(างกฎความสัมพันธ�ท่ี
ได�จากกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง เปรียบเทียบกับการหากฎ
ความสัมพันธ�แบบด้ังเดิม 

การทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง 
นอกจากจะใช�จํานวนกฎความสัมพันธ�ท่ีเหมือนกันกับการหากฎความสัมพันธ�แบบด้ังเดิมเป2นตัววัด
ประสิทธิภาพแล�ว ในข้ันตอนของการหากฎความสัมพันธ�นั้นจะเลือกใช�ค(าสนับสนุนท่ีแตกต(างกัน
ออกไป เพ่ือต�องการทดสอบว(าเม่ือใช�ค(าสนับสนุนท่ีแตกต(างกัน จะได�จํานวนกฎความสัมพันธ�ท่ี
เหมือนกันกับการหากฎความสัมพันธ�แบบด้ังเดิมหรือไม( โดยค(าสนับสนุนท่ีเลือกใช�ในการทดสอบ
ได�แก( ค(าสนับสนุนท่ี 0.1 0.2 0.3 0.4 0.5 และ 0.6 ในกรณีท่ีค(าสนับสนุนมีค(าต้ังแต( 0.7 ข้ึนไปจะไม(
ปรากฏกฎความสัมพันธ�  
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รูปท่ี 4.1 วิธีการทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(ง 
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4.3  ผลการทดสอบกลไกการค�นหากฎความสัมพันธ�ใหม�ด�วยวิธีการเชิงตรรกะ 

ในการกําหนดค(าสนับสนุนข้ันตํ่าเพ่ือค�นหากฎความสัมพันธ�เป2น 0.1 กลไกไกการค�นหา
กฎความสัมพันธ�ใหม(ด�วยการให�เหตุผลเชิงตรรกะ สามารถค�นพบกฎความสัมพันธ�ใหม(จากข�อมูล
ผู�ปIวยโรคมะเร็งเต�านมจํานวน 8 กฎ และค�นพบกฎความสัมพันธ�ใหม(จากข�อมูลผู�ปIวยโรคหัวใจจํานวน 
2 กฎ แสดงได�ดังตารางท่ี 4.3 

เม่ือเพ่ิมเกณฑ�การกําหนดค(าสนับสนุนข้ันตํ่าเพ่ือค�นหากฎความสัมพันธ�เป2น 0.2 กลไกไก
การค�นหากฎความสัมพันธ�ใหม(ด�วยการให�เหตุผลเชิงตรรกะ ค�นพบกฎความสัมพันธ�ใหม(ได�ลดลง โดย
ในข�อมูลผู�ปIวยโรคมะเร็งเต�านมได�กฎใหม(จํานวน 7 กฎ และค�นพบกฎใหม(จากข�อมูลผู�ปIวยโรคหัวใจได�
จํานวน 1 กฎ แสดงได�ดังตารางท่ี 4.4 

เม่ือกําหนดค(าสนับสนุนข้ันตํ่าเพ่ือค�นหากฎความสัมพันธ�เป2น 0.3 กลไกไกการค�นหากฎ
ความสัมพันธ�ใหม(ด�วยการให�เหตุผลเชิงตรรกะ ค�นพบกฎความสัมพันธ�ใหม(ได�ลดลง โดยในข�อมูลผู�ปIวย
โรคมะเร็งเต�านมได�กฎใหม(จํานวน 5 กฎ และไม(สามารถค�นพบกฎใหม(จากข�อมูลผู�ปIวยโรคหัวใจได� ซ่ึง
ผลลัพธ�นี้จะเป2นเช(นเดียวกับกรณีกําหนดค(าสนับสนุนข้ันตํ่าเป2น 0.4 และ 0.5 แสดงรายละเอียดของ
กฎใหม(ท่ีค�นพบได�ดังตารางท่ี 4.5 

ในกรณีท่ีกําหนดค(าสนับสนุนข้ันตํ่าเป2น 0.6 กลไกไกการค�นหากฎความสัมพันธ�ใหม(ด�วย
การให�เหตุผลเชิงตรรกะค�นพบกฎความสัมพันธ�ใหม(ได�ลดลง โดยในข�อมูลผู�ปIวยโรคมะเร็งเต�านมได�กฎ
ใหม(จํานวน 3 กฎ และไม(สามารถค�นพบกฎใหม(จากข�อมูลผู�ปIวยโรคหัวใจได� แสดงรายละเอียดของกฎ
ใหม(ท่ีค�นพบได�ดังตารางท่ี 4.6 
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ตารางท่ี 4.3 กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุนข้ันตํ่า 0.1 

Result 
Dataset 

Entailment If-Then Rules 

Breast 
Cancer 

Every age_equal_50-59 is an inv-
nodes_equal_0-2 . 

If age=50-59  
Then inv-nodes=0-2 

Every inv-nodes_equal_0-2 is an 
irradiat_equal_no that is a node-
caps_equal_no . 

If inv-nodes=0-2 and irradiat=no  
Then node-caps=no 

Every irradiat_equal_no is an inv-
nodes_equal_0-2 that is a node-
caps_equal_no . 

If  irradiat=no and inv-nodes=0-2  
Then node-caps=no 

Every node-caps_equal_no is an inv-
nodes_equal_0-2 that is an 
irradiat_equal_no . 

If node-caps=no and inv-nodes=0-2  
Then irradiat=no 

Every deg-malig_equal_1 is a 
Class_equal_no-recurrence-events . 

If deg-malig=1  
Then Class=no-recurrence-events 

Every Class_equal_no-recurrence-events 
is an inv-nodes_equal_0-2 . 

If Class=no-recurrence-events  
Then inv-nodes=0-2 

Every age_equal_50-59 is a node-
caps_equal_no . 

If age=50-59  
Then node-caps=no 

Every Class_equal_no-recurrence-events 
is an irradiat_equal_no . 

If Class=no-recurrence-events  
Then irradiat=no 

Heart Disease Every sex_equal_female is a 
thal_equal_normal. 

If sex=female  
Then thal=normal 

Every cp_equal_atyp_angina is a 
fbs_equal_f . 

If cp=atyp_angina  
Then fbs=f 
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ตารางท่ี 4.4 กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุนข้ันตํ่า 0.2 

Result 
Dataset 

Entailment If-Then Rules 

Breast 
Cancer 

Every age_equal_50-59 is an inv-
nodes_equal_0-2 . 

If age=50-59  
Then inv-nodes=0-2 

Every inv-nodes_equal_0-2 is an 
irradiat_equal_no that is a node-
caps_equal_no . 

If inv-nodes=0-2 and irradiat=no  
Then node-caps=no 

Every irradiat_equal_no is an inv-
nodes_equal_0-2 that is a node-
caps_equal_no . 

If  irradiat=no and inv-nodes=0-2  
Then node-caps=no 

Every node-caps_equal_no is an inv-
nodes_equal_0-2 that is an 
irradiat_equal_no . 

If node-caps=no and inv-nodes=0-2  
Then irradiat=no 

Every Class_equal_no-recurrence-events 
is an inv-nodes_equal_0-2 . 

If Class=no-recurrence-events  
Then inv-nodes=0-2 

Every age_equal_50-59 is a node-
caps_equal_no . 

If age=50-59  
Then node-caps=no 

Every Class_equal_no-recurrence-events 
is an irradiat_equal_no . 

If Class=no-recurrence-events  
Then irradiat=no 

Heart 
Disease 

Every num_equal_less_than_50 is a 
thal_equal_normal . 

If  num=< 50  
Then thal=normal 

 



 28 

ตารางท่ี 4.5 กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุนข้ันตํ่า 0.3-0.5 

Result 
Dataset 

Entailment If-Then Rules 

Breast 
Cancer 

Every inv-nodes_equal_0-2 is an 
irradiat_equal_no that is a node-
caps_equal_no . 

If inv-nodes=0-2 and irradiat=no  
Then node-caps=no 

Every irradiat_equal_no is an inv-
nodes_equal_0-2 that is a node-
caps_equal_no . 

If  irradiat=no and inv-nodes=0-2  
Then node-caps=no 

Every node-caps_equal_no is an inv-
nodes_equal_0-2 that is an 
irradiat_equal_no . 

If node-caps=no and inv-nodes=0-2  
Then irradiat=no 

Every Class_equal_no-recurrence-events 
is an inv-nodes_equal_0-2 . 

If Class=no-recurrence-events  
Then inv-nodes=0-2 

Every Class_equal_no-recurrence-events 
is an irradiat_equal_no . 

If Class=no-recurrence-events  
Then irradiat=no 

Heart 
Disease 

- - 

 

 

ตารางท่ี 4.6 กฎความสัมพันธ�ท่ีค�นพบได�ใหม(จากวิธีการเชิงตรรกะและใช�ค(าสนับสนุนข้ันตํ่า 0.6 

Result 
Dataset 

Entailment If-Then Rules 

Breast 
Cancer 

Every inv-nodes_equal_0-2 is an 
irradiat_equal_no that is a node-
caps_equal_no . 

If inv-nodes=0-2 and irradiat=no  
Then node-caps=no 

Every irradiat_equal_no is an inv-
nodes_equal_0-2 that is a node-
caps_equal_no . 

If  irradiat=no and inv-nodes=0-2  
Then node-caps=no 

Every node-caps_equal_no is an inv-
nodes_equal_0-2 that is an 
irradiat_equal_no . 

If node-caps=no and inv-nodes=0-2  
Then irradiat=no 

Heart Disease - - 
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4.4  ผลการทดสอบกลไกการค�นหาและรวมกฎความสัมพันธ�ด�วยค�าสนับสนุนท่ีแตกต�างกัน 

การทดสอบการหากฎความสัมพันธ�แบบกระจายนั้นจะเลือกใช�ค(าสนับสนุนท่ีแตกต(างกัน 
เพ่ือต�องการทดสอบจํานวนกฎความสัมพันธ�ท่ีได�ว(าจะตรงกันหรือใกล�เคียงกับการหากฎความสัมพันธ�
แบบด้ังเดิมท่ีข�อมูลรวมอยู(ในแหล(งเดียวหรือไม(  

ผลการทดสอบกับข�อมูลผู�ปIวยโรคมะเร็งเต�านมสรุปได�ดังตารางท่ี 4.7 ซ่ึงจากผลการ
ทดสอบจะสังเกตได�ว(าเปอร�เซ็นต�จํานวนกฎความสัมพันธ�ท่ีถูกปรับปรุงด�วยการอนุมานความรู�ใหม(นั้น 
สามารถช(วยเพ่ิมประสิทธิภาพให�กับการหากฎความสัมพันธ�จากข�อมูลหลายแหล(งได�อย(างชัดเจนเม่ือมี
ค(าสนับสนุนท่ีมาก (ดังรูปท่ี 4.2).  

ในผลการทดสอบการหากฎความสัมพันธ�จากข�อมูลผู�ปIวยโรคหัวใจ จะสังเกตได�ว(า
เปอร�เซ็นต�จํานวนกฎความสัมพันธ�ท่ีถูกปรับปรุงด�วยการอนุมานความรู�ใหม(ท่ีค(าสนับสนุนท่ีน�อยนั้น 
สามารถช(วยเพ่ิมประสิทธิภาพได�ในระดับหนึ่ง แต(เม่ือเพ่ิมค(าสนับสนุนจํานวนของกฎความสัมพันธ�ท่ี
ได�มีจํานวนใกล�เคียงกับการหากฎความสัมพันธ�แบบด้ังเดิม ทําให�เปอร�เซ็นต�จํานวนกฎความสัมพันธ�ท่ี
ถูกปรับปรุงด�วยการค�นหากฎความสัมพันธ�ใหม(มีค(าเป2น 0.00 % ดังปรากฏในตารางท่ี 4.8 และแสดง
ภาพกราฟเปรียบเทียบได�ดังรูปท่ี 4.3 
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ตารางท่ี 4.7 เปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิมและการ
หากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ปIวยโรคมะเร็งเต�านม 

Support 
value 

# Original 
Association 

rules 

# Association rules 
from multiple 

sources without 
reasoner 

# Association 
Rules from 
Reasoner 

% Improvement 
by Reasoner 

0.1 883 372 380 2.15% 
0.2 203 119 126 5.88% 
0.3 62 30 35 16.67% 
0.4 24 19 24 26.32% 
0.5 24 10 15 50.00% 
0.6 9 6 9 50.00% 

 
 
 

 

 

รูปท่ี 4.2 กราฟปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิมและ
การหากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ปIวยโรคมะเร็งเต�านม 
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ตารางท่ี 4.8 เปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิมและการ
หากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ปIวยโรคหัวใจ 

Support 
value 

# Original 
Association 

rules 

# Association rules 
from multiple 

sources without 
reasoner 

# Association 
Rules from 
Reasoner 

% Improvement 
by Reasoner 

0.1 7245 2158 2160 0.09% 
0.2 726 282 283 0.35% 
0.3 118 42 42 0.00% 
0.4 18 10 10 0.00% 
0.5 4 4 4 0.00% 
0.6 1 0 0 0.00% 

 

 

 

 

รูปท่ี 4.3 กราฟปรียบเทียบจํานวนกฎความสัมพันธ�ระหว(างการหากฎความสัมพันธ�แบบด้ังเดิมและ
การหากฎความสัมพันธ�จากข�อมูลหลายแหล(งในข�อมูลผู�ปIวยโรคหัวใจ 
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4.5  ผลการทดสอบความถูกต�องของการค�นหากฎความสัมพันธ�จากหลายแหล�ง 

การทดสอบวิธีการค�นหากฎความสัมพันธ�จากฐานข�อมูลแบบกระจาย นอกจากจะ
พิจารณาท่ีจํานวนของกฎความสัมพันธ�ท่ีค�นพบ จําเป2นต�องพิจารณาในด�านความถูกต�องของกฎ
ความสัมพันธ� โดยใช�เกณฑ�เปรียบเทียบกับวิธีการค�นหากฎความสัมพันธ�แบบด้ังเดิมท่ีข�อมูลรวมอยู(ใน
ฐานข�อมูลเดียว ผลการทดสอบกับข�อมูลข�อมูลผู�ปIวยโรคมะเร็งเต�านมท่ีค(าสนับสนุนข้ันตํ่า 0.4 แสดง
ได�ดังตารางท่ี 4.9 และผลการทดสอบกับข�อมูลผู�ปIวยโรคหัวใจด�วยค(าสนับสนุนท่ี 0.4 แสดงได�ดัง
ตารางท่ี 4.10 จากผลการทดสอบจะเห็นว(าในข�อมูลผู�ปIวยโรคมะเร็งเต�านมให�ความถูกต�องของกฎ
ความสัมพันธ�คิดเป2น 87.50% และข�อมูลผู�ปIวยโรคหัวใจให�ความถูกต�องของกฎความสัมพันธ�คิดเป2น 
100% 
 
ตารางท่ี 4.9 เปรียบเทียบความถูกต�องระหว(างกฎความสัมพันธ�แบบด้ังเดิมและกฎความสัมพันธ�จาก

ข�อมูลหลายแหล(งด�วยค(าสนับสนุน 0.4 ในข�อมูลผู�ปIวยโรคมะเร็งเต�านม 

กฎความสัมพันธ�แบบดั้งเดิม กฎความสัมพันธ�จากหลายแหล�ง 
{Class=no-recurrence-events}=>{inv-
nodes=0-2} 

{Class=no-recurrence-events}=>{inv-
nodes=0-2} 

{Class=no-recurrence-
events}=>{irradiat=no} 

{Class=no-recurrence-
events}=>{irradiat=no} 

{Class=no-recurrence-events}=>{node-
caps=no} 

{Class=no-recurrence-events}=>{node-
caps=no} 

{inv-nodes=0-2}=>{irradiat=no} {inv-nodes=0-2}=>{irradiat=no} 
{irradiat=no}=>{inv-nodes=0-2} {irradiat=no}=>{inv-nodes=0-2} 
{inv-nodes=0-2}=>{node-caps=no} {inv-nodes=0-2}=>{node-caps=no} 
{node-caps=no}=>{inv-nodes=0-2} {node-caps=no}=>{inv-nodes=0-2} 
{irradiat=no}=>{node-caps=no} {irradiat=no}=>{node-caps=no} 
{node-caps=no}=>{irradiat=no} {node-caps=no}=>{irradiat=no} 
{inv-nodes=0-2,Class=no-recurrence-
events}=>{irradiat=no} 

{inv-nodes=0-2,Class=no-recurrence-
events}=>{irradiat=no} 

{irradiat=no,Class=no-recurrence-
events}=>{inv-nodes=0-2} 

{irradiat=no,Class=no-recurrence-
events}=>{inv-nodes=0-2} 

{inv-nodes=0-2,irradiat=no}=>{Class=no-
recurrence-events} 

- 
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ตารางท่ี 4.9 เปรียบเทียบความถูกต�องระหว(างกฎความสัมพันธ�แบบด้ังเดิมและกฎความสัมพันธ�จาก
ข�อมูลหลายแหล(งด�วยค(าสนับสนุน 0.4 ในข�อมูลผู�ปIวยโรคหัวใจ (ต(อ) 

กฎความสัมพันธ�แบบดั้งเดิม กฎความสัมพันธ�จากหลายแหล�ง 
{inv-nodes=0-2,Class=no-recurrence-
events}=>{node-caps=no} 

{inv-nodes=0-2,Class=no-recurrence-
events}=>{node-caps=no} 

{node-caps=no,Class=no-recurrence-
events}=>{inv-nodes=0-2} 

{node-caps=no,Class=no-recurrence-
events}=>{inv-nodes=0-2} 

{irradiat=no,Class=no-recurrence-
events}=>{node-caps=no} 

{irradiat=no,Class=no-recurrence-
events}=>{node-caps=no} 

{node-caps=no,Class=no-recurrence-
events}=>{irradiat=no} 

{node-caps=no,Class=no-recurrence-
events}=>{irradiat=no} 

{node-caps=no,irradiat=no}=>{Class=no-
recurrence-events} 

- 

{inv-nodes=0-2,irradiat=no}=>{node-
caps=no} 

{inv-nodes=0-2,irradiat=no}=>{node-
caps=no} 

{inv-nodes=0-2,node-
caps=no}=>{irradiat=no} 

{inv-nodes=0-2,node-
caps=no}=>{irradiat=no} 

{node-caps=no,irradiat=no}=>{inv-nodes=0-
2} 

{node-caps=no,irradiat=no}=>{inv-nodes=0-
2} 

{inv-nodes=0-2,irradiat=no,Class=no-
recurrence-events}=>{node-caps=no} 

{inv-nodes=0-2,irradiat=no,Class=no-
recurrence-events}=>{node-caps=no} 

{inv-nodes=0-2,node-caps=no,Class=no-
recurrence-events}=>{irradiat=no} 

{inv-nodes=0-2,node-caps=no,Class=no-
recurrence-events}=>{irradiat=no} 

{node-caps=no,irradiat=no,Class=no-
recurrence-events}=>{inv-nodes=0-2} 

{node-caps=no,irradiat=no,Class=no-
recurrence-events}=>{inv-nodes=0-2} 

{inv-nodes=0-2,node-
caps=no,irradiat=no}=>{Class=no-
recurrence-events} 

- 
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ตารางท่ี 4.10 เปรียบเทียบความถูกต�องระหว(างกฎความสัมพันธ�แบบด้ังเดิมและกฎความสัมพันธ�
จากข�อมูลหลายแหล(งด�วยค(าสนับสนุน 0.4 ในข�อมูลผู�ปIวยโรคหัวใจ 

กฎความสัมพันธ�แบบดั้งเดิม กฎความสัมพันธ�จากหลายแหล�ง 
{slope=up}=>{fbs=f} - 
{cp=asympt}=>{fbs=f} - 
{restecg=normal}=>{fbs=f} - 
{thalach=115-158}=>{fbs=f} - 
{trestbps=129-164}=>{fbs=f} {trestbps=129-164}=>{fbs=f} 
{num=<50}=>{exang=no} {num=<50}=>{exang=no} 
{num=<50}=>{fbs=f} {num=<50}=>{fbs=f} 
{oldpeak=0}=>{fbs=f} {oldpeak=0}=>{fbs=f} 
{thal=normal}=>{exang=no} - 
{thal=normal}=>{fbs=f} {thal=normal}=>{fbs=f} 
{age=46-60}=>{fbs=f} - 
{ca=0.0}=>{fbs=f} {ca=0.0}=>{fbs=f} 
{exang=no}=>{fbs=f} {exang=no}=>{fbs=f} 
{sex=male}=>{fbs=f} {sex=male}=>{fbs=f} 
{chol=126-272}=>{fbs=f} {chol=126-272}=>{fbs=f} 
{chol=126-272,ca=0.0}=>{fbs=f} - 
{chol=126-272,exang=no}=>{fbs=f} {chol=126-272,exang=no}=>{fbs=f} 
{sex=male,chol=126-272}=>{fbs=f} - 

 
 

4.6  อภิปรายผล 

จากผลการทดสอบประสิทธิภาพการหากฎความสัมพันธ�จากข�อมูลผู�ปIวยโรคมะเร็งเต�า
นม และข�อมูลผู�ปIวยโรคหัวใจด�วยกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(งด�วยค(า
สนับสนุนท่ีแตกต(างกัน ได�แก( ค(าสนับสนุนท่ี 0.1 0.2 0.3 0.4 0.5 และ 0.6 สามารถสรุปผลการ
ทดสอบได�ดังนี้ 

1. การเปรียบเทียบจํานวนกฎความสัมพันธ�จากค(าสนับสนุนท่ีแตกต(างกัน จะเห็นได�ว(า
เม่ือหากฎความสัมพันธ�ด�วยเกณฑ�ค(าสนับสนุนท่ีตํ่า จะให�กฎความสัมพันธ�จากกลไกการค�นหาและ
รวมกฎความสัมพันธ�จากหลายแหล(งมีจํานวนท่ีน�อยเม่ือเทียบกับการหากฎความสัมพันธ�แบบด้ังเดิมท่ี
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ข�อมูลอยู(ในแหล(งเดียว แต(เม่ือหากฎความสัมพันธ�ด�วยค(าสนับสนุนท่ีมากข้ึน จะให�จํานวนกฎ
ความสัมพันธ�ท่ีใกล�เคียงกับการหากฎความสัมพันธ�แบบด้ังเดิม ดังรูปท่ี 4.2 และ 4.3  

2. กฎความสัมพันธ�ใหม(ท่ีได�จากกฎความสัมพันธ�เดิมเม่ือใช�ค(าสนับสนุนท่ีแตกต(างกัน จะ
เห็นได�ว(าในข�อมูลผู�ปIวยโรคมะเร็งเต�านมและข�อมูลผู�ปIวยโรคหัวใจ สามารถอนุมานกฎความสัมพันธ�
ใหม(จากกฎความสัมพันธ�เดิมนั้นได� ซ่ึงเม่ือพิจารณาจากค(าสนับสนุนท่ีแตกต(างกันพบว(าจํานวนกฎ
ความสัมพันธ�ใหม(ท่ีได�ลดลงเม่ือใช�ค(าสนับสนุนท่ีมากข้ึน 

3. จากผลการทดสอบวิธีการค�นหากฎความสัมพันธ�ใหม(ท่ีใช�กลไกการอนุมานได�จากกฎ
ความสัมพันธ�เดิม สามารถนํากฎความสัมพันธ�ใหม(ท่ีได�นั้นไปเพ่ิมเติมในส(วนของกฎความสัมพันธ�ท่ี
ขาดหายไปได� ดังนั้นความสามารถในส(วนนี้สามารถช(วยเพ่ิมประสิทธิภาพให�กับการหากฎ
ความสัมพันธ�ด�วยกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล(งให�มีจํานวนท่ีเหมือนหรือ
ใกล�เคียงกับการการหากฎความสัมพันธ�แบบด้ังเดิมมากท่ีสุด 

4. การทดสอบความถูกต�องของการค�นหากฎความสัมพันธ�จากข�อมูลหลายแหล(ง เม่ือ
เปรียบเทียบกับวิธีการค�นหากฎความสัมพันธ�แบบด้ังเดิมท่ีข�อมูลอยู(ในแหล(งเดียว จะเห็นได�ว(ากฎ
ความสัมพันธ�จากข�อมูลหลายแหล(งให�ความถูกต�องของกฎความสัมพันธ�ท่ีสูง แต(ความถูกต�องยังไม(ถึง 
100% เนื่องจากเป2นกฎความสัมพันธ�ท่ีได�จากการอนุมานความรู�ใหม( ซ่ึงมีบางกฎท่ีไม(เหมือนกับกฎ
ความสัมพันธ�แบบด้ังเดิม 

 
 



บทท่ี  5  
บทสรุป 

 
5.1  สรุปผลการวิจัย 

ป�จจุบันการจัดเก็บข�อมูลในรูปแบบอิเล็กทรอนิกส�มีความสําคัญต!อองค�กรและหน!วยงาน
ในยุคใหม! เนื่องจากสามารถท่ีจะสกัดความรู�จากข�อมูลเหล!านั้นเพ่ือนําความรู�ท่ีได�ไปวางแผนพัฒนา
องค�กรได�อย!างมีประสิทธิภาพ การสกัดความรู�ด�วยเทคนิคการทําเหมืองข�อมูลถูกนํามาใช�อย!าง
แพร!หลายโดยเฉพาะในองค�กรภาคธุรกิจ โดยกระบวนการสกัดความรู�มักจะกระทํากับฐานข�อมูลท่ีมี
ขนาดใหญ!เพียงแหล!งเดียวเพ่ือค�นหาความรู�ใหม!ในลักษณะต!าง ๆ เช!น รูปแบบโดยรวมของข�อมูล 
แนวโน�มของข�อมูล หรือความสัมพันธ�ภายในกลุ!มข�อมูล เป7นต�น ความรู�ท่ีได�จะถูกนําไปประยุกต�ใช�
เพ่ือวิเคราะห�ข�อมูลหลากหลายด�าน เช!น ใช�วิเคราะห�ข�อมูลการตลาดเพ่ือคาดการณ�แนวโน�มการ
เติบโตของยอดขายสินค�า เป7นต�น แต!การประยุกต�เทคโนโลยีเหมืองข�อมูลกับหน!วยงานสาธารณสุข
เป7นสิ่งท่ีทําได�ยาก เนื่องจากการจะรวมข�อมูลจากสถานพยาบาลท่ีกระจายอยู!ท่ัวประเทศเพ่ือให�ได�
ฐานข�อมูลขนาดใหญ!เพียงแหล!งเดียวไม!สามารถปฏิบัติได�จริง ทําให�การทําเหมืองข�อมูลสําหรับงาน
ด�านสาธารณสุขท่ีเป7นลักษณะฐานข�อมูลแบบกระจาย จําเป7นต�องมีการเปลี่ยนรูปแบบการวิเคราะห�
ข�อมูลจากเดิมท่ีเป7นลักษณะรวมฐานให�เป7นลักษณะกระจาย แสดงภาพเปรียบเทียบได�ดังรูปท่ี 5.1 ท่ี
ภาพบนเป7นลักษณะการรวมฐานข�อมูลและภาพล!างเป7นการทําเหมืองข�อมูลแบบกระจาย 

 
รูปท่ี 5.1 แนวคิดการทําเหมืองข�อมูลแบบรวมฐานเปรียบเทียบกับแบบกระจาย 

 



 37 

งานวิจัยนี้ เน�นการทําเหมืองข�อมูลประเภทการค�นหาความสัมพันธ� (association 
mining) โดยปรับปรุงกระบวนการค�นหาความสัมพันธ�ให�เป7นแบบกระจายด�วยการออกแบบ
อัลกอริทึมและพัฒนาโปรแกรมเพ่ือค�นหาและรวมกฎความสัมพันธ�จากหลายแหล!ง ซ่ึงจะทําให�ได�กฎ
ความสัมพันธ�ท่ีมีประสิทธิภาพใกล�เคียงกับการหากฎความสัมพันธ�แบบด้ังเดิมท่ีข�อมูลรวมฐานอยู!ใน
แหล!งเดียว การประเมินประสิทธิภาพพิจารณาจากจํานวนกฎความสัมพันธ�ท่ีเหมือนกันกับกฎ
ความสัมพันธ�ท่ีได�จากการหากฎความสัมพันธ�แบบด้ังเดิม ดังนั้นงานวิจัยนี้ได�พัฒนาและออกแบบ
อัลกอริทึมใหม!ในส!วนต!าง ๆ ดังนี้ 

(1)  ส!วนของการรวมกฎความสัมพันธ� โดยจะค�นหากฎความสัมพันธ�ที่ปรากฏในทุก ๆ 
แหล!งความรู�เพ่ือนํามาเก็บไว�ในแหล!งความรู�เพียงแหล!งเดียว 

(2)  ส!วนของการแปลงกฎความสัมพันธ�ท่ีอยู!ในรูปแบบท่ัวไป ให�อยู!ในรูปแบบของ
ภาษาธรรมชาติ เพ่ือนํากฎความสัมพันธ�ไปแทนความรู�สําหรับการนําไปสร�างเป7น
ออนโทโลยี 

(3)  ส!วนของการสร�างกฎใหม!และการตรวจสอบความขัดแย�งของกฎ ด�วยการนํากฎ
ความสัมพันธ�ท่ีถูกแทนความรู�แล�วนําไปสร�างเป7นออนโทโลยีสําหรับนําไปตรวจสอบ
ความขัดแย�ง และอนุมานกฎความสัมพันธ�ใหม!จากกฎความสัมพันธ�เดิม โดยความรู�
ใหม!ท่ีได�สามารถนําไปเพ่ิมเติมในส!วนของกฎความสัมพันธ�ท่ีขาดหายไปได� 

 
ผลการทดสอบประสิทธิภาพกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล!ง

โดยใช�ข�อมูลผู�ปNวยโรคมะเร็งเต�านมและข�อมูลผู�ปNวยโรคหัวใจด�วยค!าสนับสนุนท่ีแตกต!างกัน พบว!าเม่ือ
ใช�ค!าสนับสนุนท่ีมีค!าตํ่า ข�อมูลท้ังสองชุดจะให�จํานวนกฎความสัมพันธ�ท่ีแตกต!างจากการหากฎ
ความสัมพันธ�แบบด้ังเดิม แต!เม่ือเพ่ิมเกณฑ�ค!าสนับสนุนให�สูงข้ึนพบว!าข�อมูลท้ังสองชุดจะให�จํานวนกฎ
ความสัมพันธ�ท่ีใกล�เคียงหรือเทียบเท!ากับการหากฎความสัมพันธ�แบบด้ังเดิม  

ในข้ันตอนของการตรวจสอบความขัดแย�งและอนุมานความรู�ใหม!ท่ีได�จากความรู�เดิมนั้น 
การหากฎความสัมพันธ�ด�วยกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล!งด�วยข�อมูลผู�ปNวย
โรคมะเร็งเต�านมและข�อมูลผู�ปNวยโรคหัวใจ พบว!าสามารถนํากฎความสัมพันธ�ใหม!ท่ีได�ไปเพ่ิมเติมใน
ส!วนของกฎความสัมพันธ�ท่ีขาดหายไปได�  

ดังนั้นจึงสามารถสรุปได�ว!างานวิจัยท่ีได�เสนอกลไกการค�นหาและรวมกฎความสัมพันธ�
จากหลายแหล!ง เม่ือกําหนดเกณฑ�สนับสนุนให�มีค!าค!อนข�างสูงสามารถช!วยค�นหาและรวมกฎ
ความสัมพันธ�ท่ีได�จากข�อมูลท่ีกระจายตัวกันอยู!หรือข�อมูลท่ีมีขนาดใหญ!ได� ผลลัพธ�ท่ีได�เป7นเซตของกฎ
ความสัมพันธ�ท่ีมีจํานวนและรายละเอียดในแต!ละกฎใกล�เคียงกับการหากฎความสัมพันธ�แบบด้ังเดิม 
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5.2  ข�อจํากัดและข�อเสนอแนะ 

กลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล!งนั้นเป7นการทํางานแบบ
ก่ึงอัตโนมัติ ซ่ึงในข้ันตอนของการแทนความรู�ด�วยภาษาธรรมชาติสําหรับใช�ในข้ันตอนการตรวจสอบ
ความขัดแย�งของกฎความสัมพันธ�นั้นผู�ใช�จะต�องเป7นผู�ดําเนินการเอง โปรแกรมท่ีพัฒนาข้ึนยังไม!
สามารถทํางานในส!วนนี้ได� และเม่ือใช�ค!าสนับสนุนระดับตํ่าในการหากฎความสัมพันธ� กลไกการค�นหา
และรวมกฎความสัมพันธ�จากหลายแหล!งท่ีพัฒนาข้ึนนี้ยังให�จํานวนของกฎความสัมพันธ�ท่ีน�อยเม่ือ
เทียบกับการหากฎความสัมพันธ�แบบด้ังเดิม 

อย!างไรก็ตามกลไกการค�นหาและรวมกฎความสัมพันธ�จากหลายแหล!ง ให�ประสิทธิภาพ
ท่ีใกล�เคียงกับการหากฎความสัมพันธ�จากข�อมูลเพียงแหล!งเดียว จึงสามารถใช�เ พ่ือรวมกฎ
ความสัมพันธ�ท่ีได�จากการหากฎความสัมพันธ�ในแต!ละแหล!งข�อมูล โดยไม!จําเป7นต�องรวมข�อมูลจาก
แหล!งต!าง ๆ ให�อยู!ในแหล!งข�อมูลเพียงแหล!งเดียว ซ่ึงในกรณีของการรวมแหล!งข�อมูลจําเป7นต�องใช�
คอมพิวเตอร�ท่ีมีประสิทธิภาพสูงสําหรับการนํามาประมวลผล แต!ด�วยกลไกท่ีพัฒนาข้ึนนี้สามารถนําไป
ประยุกต�ใช�กับงานหากฎความสัมพันธ�จากข�อมูลทางการแพทย�ท่ีกระจายอยู!ตามคลินิก หรือ
โรงพยาบาลต!าง ๆ เป7นต�น 

ข�อเสนอแนะสําหรับการพัฒนาต!อยอดกระบวนการค�นหาและรวมกฎความสัมพันธ�จาก
หลายแหล!ง ควรมีการปรับปรุงอัลกอริทึมให�สามารถทํางานแบบอัตโนมัติเพ่ือลดความผิดพลาดของ
ผู�ใช�และช!วยลดเวลาการทํางาน ในด�านการเพ่ิมความถูกต�องของจํานวนกฎท่ีรวบรวมจากหลายแหล!ง 
อาจปรับปรุงด�วยการใช�เครื่องมือหรืออัลกอริทึมอ่ืนท่ีสามารถอนุมานความรู�ได�ดีกว!าเครื่องมือท่ีใช�ใน
งานวิจัยนี้  
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Abstract— This research aims at studying the method for 
association rule mining on multiple datasets. Current with 
technology and information systems enabling agencies or 
organization has a data-storage system, but the problem is 
that those with a larger data set, which is difficult in the 
association rule mining, because it requires a computer with 
a high-performance to process, which was followed by a cost 
increase. How it can help solve this problem is to distribute 
data process according to multiple computers, then 
combined rules of each machine using Fact + + Reasoner for 
check conflicts of rules, and will therefore have powerful 
association rules similar to the method for association rule 
mining on one dataset. We thus propose a technique for 
association rule mining on multiple datasets. 
 
Index Terms—Association rule mining, Controlled language, 
Attempto Controlled English 
 

I.  INTRODUCTION 

Current, with the rapid development of technology 
allows agencies and organizations have adopted various 
technologies applied to the agency or the organization 
even more. These technologies make it possible to easily 
and systematically, but what follows is data that is stored 
large, which is difficult in association rule mining. As it 
required a computer with high-performance to processing 
and high cost, which the large organizations to have the 
financial resources to association rule mining from large 
data set. There is a technique to help fix this problem is to 
distribute the data set to be processed by multiple 
computers, by the computer, it does not require a high-
performance to processing in association rule mining. 
However, it may have a conflict with the association rules 
in the process of combining association rules from each 
machine, and association rules from multiple datasets 
may be inefficient compared to the association rules from 
only data set. So in the process of combining association 
rules requires a technique to help fix the problems 
mentioned above. 

Step in the combine association rules from distributed 
data is essential as well, as association rules from 
multiple datasets must be close to the most powerful 
association rules from one datasets and association rules 
must be inconsistency. Examination of conflict in 
association rules is used Fact + + Reasoner [7] and need 
to write rules in the form of Attempto Controlled English 
(ACE) [2], which is a Controlled Natural Language (CNL) 
on the Protégé.  

Researches related to association rule mining on 
multiple datasets have to appear very little. Probably, due 
to the association rule mining on multiple dataset that is 
difficult process of combined association rules from 
distributed data, association rules with efficient close to 
that of association rule mining from one datasets. The 
researchers appeared, there was an inefficient comparison 
clearly. [1, 3, 8] 

From the above it can be seen that association rule 
mining relations from large dataset it is difficult, there is 
a need to distribute data processing according to multiple 
computers. Combining association rule from each of 
computers may be a problem in the conflict of association 
rules and the efficiency of association rules. We thus 
propose a technique to association rule mining on 
multiple datasets. 

II.  BACKGROUND 

A.  Association Rule Mining 
Association Rule Mining is a process that has been 

popular in the relationship between the data that is how 
most association rule mining in a variety of ways. In this 
paper, the algorithm Apriori [6] of the association rule 
mining. 

 
TABLE 1  

PURCHASE TRANSACTIONS OF ALL CUSTOMERS 
Order Milk Water Candy Sausage 

1 1 1 0 0 
2 0 1 1 0 
3 0 0 0 1 
4 1 1 1 0 
5 0 1 0 0 
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Table 1 is show a purchase transaction of all customers 
and then fined the frequency pattern of purchases of 
customers in each piece, to find the relationship of each 
product which is shown in Table 2, after which it will be 
used with high frequency items set to generate 
association rules, which is in the form of IF condition 
Then result by the criteria used in the present are the 
following: 

 
• Support is the frequency of the event occurring  
• Confidence is the frequency of the incident with 

other events occurring together. 
 

TABLE 2  
THE FREQUENCY OF CUSTOMER PURCHASES. 

Milk Water Candy Sausage 

Milk 2* 2 1 0 

Water 2 4* 2 0 

Candy 1 1 2* 0 

Sausage 0 0 0 1* 
 

B.  Attempto Controlled English 
ACE is a controlled natural language that is based on 

first-order logic language, which combines the 
advantages of natural languages ��� formal language to 
want to make the writing language in the form of human 
and machine can understand, can be written in the form 
of simple English sentences [2], as shown by Figure 1 is 
an example of comparison between FOL, DL, OWL, 
UML, and ACE. ACE is a plugin of Protégé editor, in 
this research association rules are written in the form of 
ACE because will lead association rules to check 
conflicts with Fact++ Reasoner in Protégé editor. Table 3 
shows an example of converting association rules in the 
form of ACE. 

 

 
Figure 1  Example of comparison between FOL, DL, OWL, UML, and 

ACE 
 

TABLE 3  
EXAMPLE OF CONVERTING ASSOCIATION RULES IN THE FORM OF ACE 
Original association rules Association rules in ACE 

{CLASS=crew} => {SEX=male} If X is a crew then X is a male. 

{CLASS=crew, AGE=adult} => 
{SEX=male} 

If X is a crew and X is an adult then 
X is a male. 

{CLASS=crew, AGE=adult, 
SURVIVED=no} => {SEX=male} 

If X is a crew and X is an adult and X 
is a n: not-survivor then X is a male. 

 

C.  FaCT++ Reasoner 
FaCT + + is reasoner was developed from FaCT 

algorithm using C + + language development, which is 
based on Description Logics (DL), to be used for 
checking the inconsistency of Ontology [7], for example 
following: 

 

 
 
For example, it can be seen that the conflict in the 

sentence “John is not a human”, because two sentences 
have previously said that “John is a human” and could 
not use sentences in an example to created ontology. In 
this research, association rule mining from distribute data, 
may be association rules is a conflict, so it need FaCT++ 
Reasoner to checking the conflict of the association rules 
from multiple datasets 

III.  METHODOLOGY 

This research proposed a technique for association rule 
mining on multiple datasets, the data is divided according 
to multiple computers to help in the association rule 
mining, replace association rule mining from large 
dataset, which require a computer with high-performance 
to process. But in the process of combined association 
rules from multiple datasets is difficult, because to the 
association rules with performance close to the 
association rule mining from large dataset and association 
rules that may conflict. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Every man is a human. 
John is a man. 
John is not a human. 

R1 R2 Ri 

Combined rules R1 - Ri 

… 

Query 

Reasoner association rules 

Association rules 

Convert rules to ACE 
format

D1 D2 Di … 

Association rule 

Figure 2 Conceptual framework of the research
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Figure 3 Example combined association rules 
 

Figure 1 shows conceptual framework of the research. 
First, association rule mining from multiple datasets by 

 with . Second, combined 
association rules from first step by 

 with  which is 
shown in figure 3. Third, converting association rules in 
the form of ACE. Forth, checking the conflict of the 
association rules with FaCT++ Reasoner. Finally, the 
association rules from multiple datasets with similar 
efficient to the association rules from one dataset, this can 
be checked from the ontology created from Protégé editor. 

IV.  EXPERIMENT RESULT 

This research experimented to compare the results from 
the association rule mining on multiple datasets and the 
association rule mining on one dataset used Breast-cancer 
dataset from the UCI Machine Learning Repository. 
Breast-cancer dataset has 10 attributes and 286 data 
instances, figure 4 is an example of Breast-cancer dataset 
are 5 instants. 

The experiment will divided breast-cancer dataset for 
association rule mining to three datasets, which use 
minimum support for association rule mining at 0.3 and 
0.5. Table 4 show comparative results of association rule 
mining on multiple dataset and association rule mining on 
one dataset with minimum support 0.3, it can be seen that 
the association rules from multiple dataset missing a lot, 
and when considering ontology Figure 5 shows that 
association rules from multiple dataset and association 
rules from one dataset are clearly different. Table 6 show 
comparative results of association rule mining on 
multiple dataset and association rule mining on one 
dataset with minimum support 0.5, it can be seen that 
there are some association rules from multiple dataset 
still missing, and when considering Ontology of Figure 6 
shows that association rules from multiple dataset 
effectively close association rules from one dataset. 

Association rule mining with minimum support 0.3 and 
0.5, table 8 show association rule mining from multiple 
dataset with minimum support 0.5 it provides the number 
of rules closely to association rule mining from one 
dataset more than minimum support 0.3. Association rule 
mining from multiple dataset there is a missing, can be 
certain association rules of table 5 and table 7 to fill in 
some missing association rules. 

 

 
 

Figure 4 Example of Breast-cancer dataset 
 

TABLE 4  
COMPARATIVE RESULTS OF ASSOCIATION RULE MINING ON MULTIPLE 

DATASET AND ASSOCIATION RULE MINING ON ONE DATASET WITH 
MINIMUM SUPPORT 0.3 

Original association rules Combined association rules 
if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast then X is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast then X is a n:no-node-caps. 

if X is a n:no-node-caps and X is a n:left-
breast then X is a n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps and X is a n:left-
breast then X is a n:inv_nodes_equal_0-2. 

if X is a n:premeno-menopasue and X is a 
n:inv_nodes_equal_0-2 then X is a n:no-
node-caps. 

if X is a n:premeno-menopasue and X is a 
n:inv_nodes_equal_0-2 then X is a n:no-
node-caps. 

if X is a n:premeno-menopasue and X is a 
n:no-node-caps then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:premeno-menopasue and X is a 
n:no-node-caps then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:left-breast and X is a n:no-irradiat 
then X is a n:no-node-caps. 

if X is a n:left-breast and X is a n:no-
irradiat then X is a n:no-node-caps. 

if X is a n:no-node-caps and X is a n:left-
breast then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:left-
breast then X is a n:no-irradiat. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast then X is a n:no-irradiat. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast then X is a n:no-irradiat. 

if X is a n:left-breast and X is a n:no-irradiat 
then X is a n:inv_nodes_equal_0-2. 

if X is a n:left-breast and X is a n:no-
irradiat then X is a n:inv_nodes_equal_0-
2. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast and X is a n:no-irradiat then X 
is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast and X is a n:no-irradiat then X 
is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps and X is a n:left-breast then 
X is a n:no-irradiat. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps and X is a n:left-breast 
then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:left-
breast and X is a n:no-irradiat then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps and X is a n:left-
breast and X is a n:no-irradiat then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:premeno-menopasue and X is a 
n:no-irradiat then X is a n:no-node-caps. 

if X is a n:premeno-menopasue and X is a 
n:no-irradiat then X is a n:no-node-caps. 

if X is a n:premeno-menopasue and X is a 
n:no-node-caps then X is a n:no-irradiat. 

if X is a n:premeno-menopasue and X is a 
n:no-node-caps then X is a n:no-irradiat. 

if X is a n:premeno-menopasue and X is a 
n:inv_nodes_equal_0-2 then X is a n:no-
irradiat.  

if X is a n:premeno-menopasue and X is a 
n:no-irradiat then X is a 
n:inv_nodes_equal_0-2.  

if X is a n:inv_nodes_equal_0-2 and X is a 
n:deg-malig-2 then X is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:deg-malig-2 then X is a n:no-node-caps. 

if X is a n:no-node-caps and X is a n:deg-
malig-2 then X is a n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps and X is a n:deg-
malig-2 then X is a n:inv_nodes_equal_0-
2. 

if X is a n:left-breast and X is a n:no-
recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:left-breast and X is a n:no-
recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast then X is a n:no-recurrence-
events.  

if X is a n:menopasue-ge40 and X is a 
n:inv_nodes_equal_0-2 then X is a n:no-
node-caps.  

if X is a n:menopasue-ge40 and X is a n:no-
node-caps then X is a n:inv_nodes_equal_0-
2.  

if X is a n:inv_nodes_equal_0-2 and X is a 
n:right-breast then X is a n:no-node-caps.  
if X is a n:no-node-caps and X is a n:right-
breast then X is a n:inv_nodes_equal_0-2.  
if X is a n:left-breast and X is a n:no-
recurrence-events then X is a n:no-node-
caps.  

if X is a n:premeno-menopasue and X is a 
n:inv_nodes_equal_0-2 and X is a n:no-
irradiat then X is a n:no-node-caps.  

if X is a n:premeno-menopasue and X is a 
n:inv_nodes_equal_0-2 and X is a n:no-
node-caps then X is a n:no-irradiat.  

if X is a n:premeno-menopasue and X is a 
n:no-node-caps and X is a n:no-irradiat then 
X is a n:inv_nodes_equal_0-2.  

if X is a n:left-breast and X is a n:no-
recurrence-events then X is a n:no-irradiat.  
if X is a n:inv_nodes_equal_0-2 and X is a 
n:left-breast and X is a n:no-recurrence-
events then X is a n:no-node-caps.  

if X is a n:no-node-caps and X is a n:left-
breast and X is a n:no-recurrence-events 
then X is a n:inv_nodes_equal_0-2.  
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if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps and X is a n:left-breast then 
X is a n:no-recurrence-events.  

if X is a n:menopasue-ge40 and X is a n:no-
irradiat then X is a n:no-node-caps.  
if X is a n:menopasue-ge40 and X is a n:no-
node-caps then X is a n:no-irradiat.  
if X is a n:premeno-menopasue and X is a 
n:no-recurrence-events then X is a n:no-
node-caps.  

if X is a n:deg-malig-2 and X is a n:no-
irradiat then X is a n:no-node-caps. 

if X is a n:deg-malig-2 and X is a n:no-
irradiat then X is a n:no-node-caps. 

if X is a n:no-node-caps and X is a n:deg-
malig-2 then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:deg-
malig-2 then X is a n:no-irradiat. 

if X is a n:right-breast and X is a n:no-
irradiat then X is a n:no-node-caps.  
if X is a n:no-node-caps and X is a n:right-
breast then X is a n:no-irradiat.  

 
TABLE 5  

ENTAILMENT FROM REASONER ASSOCIATION RULES WITH MINIMUM 
SUPPORT 0.3 

Entailment ACE If-then 
Every inv_nodes_equal_0-2 is a 
no-irradiat 
    that is a no-node-caps . 

If X is a n:inv_nodes_equal_0-2 
and X is a n:no-irradiat then X is 
a n:no-node-caps . 

Every no-irradiat is an 
inv_nodes_equal_0-2 
    that is a no-node-caps . 

If X is a n:no-irradiat and X is a 
n:inv_nodes_equal_0-2 then X is 
a n:no-node-caps . 

Every no-node-caps is an 
inv_nodes_equal_0-2 
    that is a no-irradiat . 

If X is a n:no-node-caps and X is 
a n:inv_nodes_equal_0-2 then X 
is a n:no-irradiat . 

 

 
(a) (b) 

Figure 5 Ontology from association rule mining on one dataset (a) and 
association rule mining on multiple dataset (b) with minimum support 

0.3 
 

TABLE 6  
COMPARATIVE RESULTS OF ASSOCIATION RULE MINING ON MULTIPLE 

DATASET AND ASSOCIATION RULE MINING ON ONE DATASET WITH 
MINIMUM SUPPORT 0.5 

Original association rules Combined association rules 
if X is a n:inv_nodes_equal_0-2 then X is a 
n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 then X is a 
n:no-node-caps. 

if X is a n:no-node-caps then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-irradiat then X is a n:no-node-
caps. 

if X is a n:no-irradiat then X is a n:no-node-
caps. 

if X is a n:no-node-caps then X is a n:no-
irradiat. 

if X is a n:no-node-caps then X is a n:no-
irradiat. 

if X is a n:inv_nodes_equal_0-2 then X is a 
n:no-irradiat.  
if X is a n:no-irradiat then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-irradiat then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-irradiat then X is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-irradiat then X is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps then X is a n:no-irradiat. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:no-
irradiat then X is a n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps and X is a n:no-
irradiat then X is a n:inv_nodes_equal_0-2. 

if X is a n:no-recurrence-events then X is a 
n:no-node-caps. 

if X is a n:no-recurrence-events then X is a 
n:no-node-caps. 

if X is a n:no-recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-recurrence-events then X is a 
n:no-irradiat.  
if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-recurrence-events then X is a n:no-
node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-recurrence-events then X is a n:no-
node-caps. 

if X is a n:no-node-caps and X is a n:no-
recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps and X is a n:no-
recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-irradiat and X is a n:no-
recurrence-events then X is a n:no-node-
caps. 

if X is a n:no-irradiat and X is a n:no-
recurrence-events then X is a n:no-node-
caps. 

if X is a n:no-node-caps and X is a n:no-
recurrence-events then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:no-
recurrence-events then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:no-
irradiat then X is a n:no-recurrence-events.  
if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-recurrence-events then X is a n:no-
irradiat. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-recurrence-events then X is a n:no-
irradiat. 

if X is a n:no-irradiat and X is a n:no-
recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:no-irradiat and X is a n:no-
recurrence-events then X is a 
n:inv_nodes_equal_0-2. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-irradiat then X is a n:no-recurrence-
events.  

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-irradiat and X is a n:no-recurrence-
events then X is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-irradiat and X is a n:no-recurrence-
events then X is a n:no-node-caps. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps and X is a n:no-recurrence-
events then X is a n:no-irradiat. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps and X is a n:no-recurrence-
events then X is a n:no-irradiat. 

if X is a n:no-node-caps and X is a n:no-
irradiat and X is a n:no-recurrence-events 
then X is a n:inv_nodes_equal_0-2. 

if X is a n:no-node-caps and X is a n:no-
irradiat and X is a n:no-recurrence-events 
then X is a n:inv_nodes_equal_0-2. 

if X is a n:inv_nodes_equal_0-2 and X is a 
n:no-node-caps and X is a n:no-irradiat then 
X is a n:no-recurrence-events.  

 
TABLE 7  

ENTAILMENT FROM REASONER ASSOCIATION RULES WITH MINIMUM 
SUPPORT 0.5 

Entailment ACE If-then 
Every no-recurrence-events is a 
no-irradiat . 

If X is a n:no-recurrence-events 
then X is a n:no-irradiat . 

Every inv_nodes_equal_0-2 is a 
no-irradiat 
    that is a no-node-caps . 

If X is a n: inv_nodes_equal_0-2 
and X is a n: no-irradiat then X is 
a n:no-node-caps . 

Every no-irradiat is an 
inv_nodes_equal_0-2 
    that is a no-node-caps . 

If X is a n:no-irradiat and X is a 
n:inv_nodes_equal_0-2 then X is 
a n:no-node-caps . 

Every no-node-caps is an 
inv_nodes_equal_0-2 
    that is a no-irradiat . 

If X is a n:no-node-caps and X is 
a n:inv_nodes_equal_0-2 then X 
is a n:no-irradiat . 

 

(a) (b) 
Figure 6 Ontology from association rule mining on one dataset (a) and 
association rule mining on multiple dataset (b) with minimum support 

0.5 
 

TABLE 8  
COMPERATIVE RESULTS OF NUMBER OF RULES FROM ONE DATASET AND 

NUMBER OF RULES FROM MULTIPLE DATASET 

Minimum support 
Number of rules 
from one dataset 

Number of rules 
from multiple dataset

0.3 65 37 
0.5 24 19 
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V.  CONCLUSION 

Association rule mining from large dataset, need a 
computer with high-performance to process and high cost. 
There is a technique to help fix this problem is to 
distribute datasets to be processed by multiple computers. 
The process combined association rules from distribute 
datasets take the same association rules and checking the 
conflict of the association rules. 

From such experiments can be seen that association 
rule mining from multiple dataset with minimum support 
that many have a closely efficient the association rule 
mining from one dataset. This consider from ontology 
and inconsistency association rules, but association rule 
mining from multiple dataset there is a missing, can be 
result of reasoned process to fill missing association rules. 
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Abstract—The aim of this paper is to improve the predictive 

performance of the classification process by means of building 

multiple data classification models based on the output from 

feature selection methods that use ensemble strategy to find the 

optimal set of features. Currently, the data volume has grown at 

an extreme rate causing a variety of problems. The big data 

situation has made automatic analysis tasks such as data 

classification facing low performance and high computational 

time problems when dealing with big data that are huge in both 

volume and dimensions. In this research work, we tackle the big 

data problem in the high dimensionality aspect. We propose an 

ensemble method to reduce data dimension by means of feature 

clustering to rank the potential features and also return suitable 

subset of features for further classifying the training data. The 

two paradigms of feature selection based on ensemble strategy 

are proposed and evaluated. Experimental results confirm the 

efficacy of our proposed feature ensemble method. 

 
Index Terms—Feature selection, ensemble learning, 

clustering, classification.  

 

I. INTRODUCTION 

Traditional data classification seems to be an easy and 

straightforward task when applying a single classification 

model to predict future data. Currently, electronic 

equipments are ubiquitous and extensively used, thus, 

causing a variety of data forms such as numeric, categorical, 

time series, images, and so on. It is difficult to build a single 

model from these data to make a high performance classifier 

for accurately predicting future or unseen data. The basic 

solution idea is to build multiple models from the same 

dataset and then combine the predicted results from those 

multiple models to output a final prediction. This technique is 

called an ensemble learning.   

Ensemble learning is basically a technique to use multiple 

models or multiple learning algorithms to predicted future 

data with the major purpose of better classification in terms 

of accuracy. Which combining results from multiple models 

built from various methods, the popular result combining 

 
Manuscript received February 15, 2017; revised April 10, 2017. This 

work was supported in part by grants from Suranaree University of 

Technology through the funding of Knowledge and Data Engineering 

Research Units.  

N. Kaoungku is with the School of Computer Engineering, Suranaree 

University of Technology, Nakhon Ratchasima 30000, Thailand (e-mail: 

nuntawut@sut.ac.th).  

K. Kerdprasop is with the School of Computer Engineering. He is also 

with Knowledge Engineering Research Unit, Suranaree University of 

Technology, Nakhon Ratchasima 30000, Thailand (e-mail: 

kerdpras@sut.ac.th). 

N. Kerdprasop is with the School of Computer Engineering. She is also 

with Data Engineering Research Unit, Suranaree University of Technology, 

Nakhon Ratchasima 30000, Thailand (e-mail: nittaya@sut.ac.th). 

method is a simple voting [1]. Typically, ensemble learning 

can be achieved from a wide range of methods, but the 

popular methods are bagging [2] and booting [3]. The two 

ensemble methods have long applied by many researchers, 

and they have been proven to provide better classification 

performance. 

From the continuous and increasing advancement of 

software and hardware technologies, new structured and 

unstructured data have been generated every day. It is 

difficult to analyze and build a model from these mixed type 

data, even with the aid of ensemble learning method, because 

these data are high in dimensionality. The technique to solve 

this problem is the use of filter of find and extract only the 

optimal set of features for building classification model. The 

filtering techniques can be generally divided into 2 groups: 

feature selection and feature extraction. The research 

focusing on feature selection method uses some measures to 

calculate weight and then choosing a subset of features 

ordered by the weight [4], [5]. The feature selection methods 

can be further divided into 2 sub-groups: those that 

automatically return optimal set of features, and those that 

return weight of features. It is, however, difficult to choose 

the optimal weight of features for data classification. 

Therefore, many researchers try to solve the optimal 

feature selection problem by proposing the ensemble feature 

selection method. Bolón-Canedo et al. [6] have shown that 

data classification using an ensemble of filters by using five 

groups of different feature selection methods for building 

instance-based learning (IB1) model [7] and support vector 

machine (SVM) model [8]. Seijo-Pardo et al. [9] propose 

technique to select optimal set of features by using several 

different threshold values, such as fisher discriminant ratio, 

log2(n), and top percent of features, for ensemble feature 

selection. These research works [6]-[9] report a promising 

performance of ensemble feature selection strategy to 

increase classification accuracy. 

This research, thus, aims at proposing a method to improve 

data classification accuracy by means of an ensemble feature 

selection. We propose a hybrid ensemble feature selection 

method by both automatically return optimal set of features 

and return weight of features. Our proposed method selects 

the optimal set of the feature from the return weight of 

features reported by the clustering method using k-Means 

algorithm [10], [11]. 

The contributions of this paper are as follows: 

 With the proposed method, k-Means clustering can be 

applied as feature selection tool to select the optimal 

subset of the features. 

 The proposed method can be applied to ensemble 

learning using a variety of learning algorithms and can 
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increase the predictive accuracy. 

 

II. MATERIALS AND METHODS 

A. Ensemble Learning 

Ensemble learning is a technique to build multiple models 

from training data. The main purpose of this technique is to 

increase the model accuracy. Fig. 1 shows the main concept 

of ensemble learning. The ensemble process starts by taking 

the training data to build multiple models using either the 

same algorithm, or different algorithms. Then, combine the 

results from all the models to generate a single output. There 

are various strategies to combine results, but the most 

applicable one is a majority vote.  
 

 
Fig. 1. The concept of ensemble learning. 

 

Ensemble learning can be divided further into three classes 

of techniques [1]: 

 Vote ensemble. It performs ensemble learning by 

building multiple models from one training dataset. To 

classify new data, it uses a majority vote to predict class 

of the new data. 

 Bagging. It starts ensemble learning by dividing data, 

using random sampling technique, into several equal 

subsets. Each data subset is used to build the model. All 

built models are then used for classifying new data 

based on a majority vote.  

 Random forest. It is ensemble learning method that is 

similar to bagging technique but it selects some of the 

features to each data subset. 

B. Feature Selection Method 

Feature selection is a method to handle high dimensional 

data by reducing the data features based on some selection 

criteria. This method can reduce data dimensions and at the 

same time can increase the model accuracy. The examples of 

criteria for selecting feature subsets and returning the feature 

ranking score are as follows: 
 Association rule mining-based feature selection (AFS) 

[12]. It is a method based on association analysis for 

analyzing features that are most influencing the class 

attribute. The calculation of frequent features from 

association rules is shown in equation (1). If the feature 

has the highest FrequentFeature score, that feature is 

the most influencing factor to the class attribute. 

Rules

AuencyAppearFreq
AatureFrequentFe

#

)(
)(                (1) 

 Information Gain (IG) [13]. It selects features by 

measuring entropy, which is the measurement for purity 

of data with the same class. The computation of IG is 

shown in equations (2) and (3). The feature with high 

value of IG means the high potential of that feature on 

classifying data into class c1 to cn.   
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C. k-Means Clustering 

k-Means clustering [10], [11] is an unsupervised learning 

algorithm for partitioning data into groups such that data 

subsets sharing similar attributes are assigned to be in the 

same group. This algorithm groups data into clusters by 

measuring the distance between data points. The most 

popular measure is Euclidean distance [14], as shown in 

equation (4).  
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i
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,                         (4) 

 

Fig. 2 presents the detail of the k-Means algorithm, which 

consists of five steps. 

Step 1: at line 1, define the number of clusters (K) and the 

initial centroid, or central point, of each cluster.   

Step 2: from lines 2 to 3, assign all data points to the 

closest centroid by measuring the distance between a data 

point to each centroid. 

Step 3: at line 4, recompute the centroid of each cluster by 

calculating the average attribute value among all the points in 

each cluster.  

Step 4: repeat steps 2 and 3 until the centroid does not 

change. 

 

Algorithm k-Means 

1. Select K point as the initial K centroids. 

2. Repeat 

3. Form K clusters by assigning all points to the closet 

centroid. 

4. Recomputed the centroid of each cluster. 

5. Until the centroid does not change 

Fig. 2. k-Means algorithm. 

 

III. PROPOSED WORK 

In this section, we present the proposed process of 

clustering the feature ranking on data classification using an 

ensemble feature selection. The idea is that we use the 

k-Means algorithm to find the best cluster of the features 

from feature ranking scores and use these results to build the 

model for data classification. The objectives are to reduce the 

data dimensions and to increases the predictive accuracy. 

Model 1 Output 1 

Trainin

g 

Data 

Model 1 Output 1 

Model N Output N 

Output 

Combiner 

… … 
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The method of clustering the feature ranking on data 

classification using an ensemble feature selection is 

graphically shown in Fig. 3 and 4.  

 

 
Fig. 3. The concept of ensemble 1. 

 

 
Fig. 4. The concept of ensemble 2. 

 

 
Fig. 5. The concept of cluster the feature ranking score. 

 

Our method consists of two parts: ensemble 1 and 

ensemble 2. Fig. 3 shows the steps in ensemble 1, which 

consists of three phases. The first phase of ensemble 1 feature 

selection method is reducing dimensions of the training data 

by using 5 feature selection methods including the 

correlation-based feature selection (CFS) [15], the 

consistency-based filter (Cons.) [16], the association rule 

mining-based feature selection (AFS), the correlation-based 

filter (Corr.), and the information gain (IG). 

Ensemble 1 phase 2 is the clustering of feature ranking 

scores with the k-Means algorithm. The three ranking score 

methods used for clustering are the scores from the AFS, 

Corr, and IG methods. Fig. 5 shows running example for 

phase 2 of ensemble 1. The feature weight in Attr.1 to Attr.10 

are clustered by k-Means (set k=2, user can increase k when 

the optimal set of feature is needed to be small size). The 

optimal set of the feature is cluster 0, which contains a set of 

features to be used for building a classification model. 

Ensemble 1 phase 3, build the model with an optimal set of 

the feature from phase 2 with any data classification 

algorithm. The final step of ensemble 1 is the combining of 

the outputs from multiple models using a majority vote 

scheme to predicted class of data. 

Fig. 4 shows concept of ensemble 2, which shares similar 

main idea to ensemble 1, but the ensemble 2 build a single 

classifier. At phase 3 of the ensemble 2 method, a majority 

vote of the feature from several feature selection methods 

generate a single set of optimal features. Then the optimal set 

of features is used for classification model building. The 

classification algorithm can be any one such as SVM and 

C4.5.  
 

IV. EXPERIMENTAL RESULTS 

The proposed ensemble feature selection methods have 

been experimented with data taken from the UCI Machine 

Learning Repository (http://archive.ics.uci.edu/ml/). Table I 

shows details of the five data sets used in our experimentation. 

Each of these datasets has been divided into training dataset 

(70%) and test dataset (30%). We use the C4.5 and SVM 

algorithms for classification and use five feature selection 

methods, which are correlation-based feature selection (CFS), 

consistency-based (Cons.), association rule mining-based 

feature selection (AFS), correlation-based (Corr.), and 

information gain-based (IG). 

Table Ⅱ shows comparative results of classification 

accuracy and error. It can be seen that the ensemble 1 on C4.5 
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algorithm can improve the performance of accuracy on 

Spambase (92.72%) and Arrhythmia (66.91%) data sets. The 

proposed ensemble 1 and 2 on SVM algorithm can improve 

the performance of accuracy on Splice (96.68%) data set 

when compared to raw data set with no feature selection 

method and other feature selection algorithms.  

Table III shows comparative results of average 

classification accuracy and error. It can be seen that the 

ensemble 1 performs well on the C4.5 algorithm (87.66%) 

when compared to ensemble 2 that is good on SVM 

algorithm (88.43%). When compared against other feature 

selection algorithms, it can be seen that our proposed 

ensemble feature selection algorithms using k-Means to 

cluster feature ranking can improve the performance of 

accuracy on C4.5 (IG = 86.63%) and SVM (Corr. = 88.39%). 

Table IV shows comparative results of the number of features 

selected by five feature selection algorithms. It can be seen 

the all five feature selection methods can reduce data 

dimensions. 
 

 TABLE I: DETAILS OF DATASETS 

Datasets # Instances # Features 

Spambase 4601 58 

Splice 3190 62 

Opt digits 5620 65 

Ozone 2534 74 

Arrhythmia 452 280 

 

TABLE II: COMPARATIVE RESULTS OF CLASSIFICATION ACCURACY AND ERROR 

Methods 
Spambase Ozone Splice Arrhythmia Opt digits 

Acc. Err. Acc. Err. Acc. Err. Acc. Err. Acc. Err. 

Raw Data           

 Raw + SVM 92.65% 7.35% 94.00% 6.00% 66.35% 33.65% 60.29% 39.71% 98.92% 1.08% 

 Raw + C4.5 92.13% 7.87% 92.09% 7.91% 93.57% 6.43% 62.50% 37.50% 89.70% 10.30% 

SVM           

 CFS + SVM 88.75% 11.25% 92.36% 7.64% 96.57% 3.43% 63.97% 36.03% 98.73% 1.27% 

 Cons. + SVM 89.71% 10.29% 93.86% 6.14% 93.03% 6.97% 60.29% 39.71% 86.33% 13.67% 

 AFS + SVM 89.63% 10.37% 93.45% 6.55% 94.75% 5.25% 63.77% 36.23% 98.98% 1.02% 

 Corr. + SVM 90.59% 9.41% 94.00% 6.00% 96.14% 3.86% 62.50% 37.50% 98.73% 1.27% 

 IG + SVM 88.60% 11.40% 93.45% 6.55% 96.46% 3.54% 62.50% 37.50% 98.61% 1.39% 

C4.5           

 CFS + C4.5 91.91% 8.09% 91.27% 8.73% 93.57% 6.43% 66.18% 33.82% 89.88% 10.12% 

 Cons. + C4.5 92.06% 7.94% 91.95% 8.05% 93.25% 6.75% 61.76% 38.24% 80.48% 19.52% 

 AFS. + C4.5 92.06% 7.94% 93.04% 6.96% 93.68% 6.32% 62.50% 37.50% 90.42% 9.58% 

 Corr. + C4.5 91.47% 8.53% 94.13% 5.87% 94.00% 6.00% 60.29% 39.71% 90.48% 9.52% 

 IG + C4.5 91.91% 8.09% 93.18% 6.82% 94.00% 6.00% 65.44% 34.56% 88.61% 11.39% 

Ensembles           

 Emsemble1 + SVM 90.07% 9.93% 93.45% 6.55% 95.61% 4.39% 63.24% 36.76% 98.67% 1.33% 

 Emsemble1+ C4.5 92.72% 7.28% 93.86% 6.14% 93.68% 6.32% 66.91% 33.09% 91.14% 8.86% 

 Emsemble2 + SVM 89.78% 10.22% 93.04% 6.96% 96.68% 3.32% 63.97% 36.03% 98.67% 1.33% 

 Emsemble2 + C4.5 91.54% 8.46% 92.77% 7.23% 94.00% 6.00% 65.44% 34.56% 89.28% 10.72% 

 
TABLE III: COMPARATIVE RESULTS OF NUMBER OF FEATURES BY FIVE 

FEATURE SELECTION ALGORITHMS 

Datasets Raw A B C D E 

Spambase 58 16 18 15 21 13 

Splice 62 20 11 8 24 23 

Opt digits 65 36 10 42 40 33 

Ozone 74 15 23 26 23 13 

Arrhythmia 280 32 19 50 46 25 

 

TABLE IV: COMPARATIVE RESULTS OF AVERAGE ACCURACY AND ERROR

Methods 
SVM C4.5 

Accuracy Error Accuracy Error 

Raw data 82.44 17.56 86.00 14.00 

Features Selection     

  CFS 88.08 11.92 86.56 13.44 

  Cons. 84.64 15.36 83.90 16.10 

  AFS 88.12 11.88 86.34 13.66 

  Corr.  88.39 11.61 86.07 13.93 

  IG 87.92 12.08 86.63 13.37 

Ensembles     

  Ensemble 1 88.21 11.79 87.66 12.34 

  Ensemble 2 88.43 11.57 86.61 13.39 

V. CONCLUSION 

This research aims at studying a method to clustering the 

feature ranking on data classification using an ensemble 

feature selection. The problem of learning efficient model 

from data with high dimensionality can cause trouble to most 

algorithms. Thus, we propose to use the ensemble method at 

the feature selection step prior to the application of learning 

algorithm in order to increase accuracy and reduce learning 

problem due to dimensionality. We present clustering 

method using the k-Means algorithm to cluster the feature 

ranking scores for choosing an optimal set from feature 

ranking score. 

From experimental results, it has been revealed that the 

proposed ensemble feature selection method can increase the 

accuracy of data classification, and can reduce high 

dimensional data problem by obtaining a small set of features. 

However, in some datasets our proposed ensemble method 

shows lower accuracy than the raw dataset with no feature 

selection applied. Even though the proposed method can 
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reduce data dimensions and hence expected to remedy the 

over-fitting problem, it still needs further improvement to 

perform well on every dataset. Such improvement is 

obviously planned as our future work.   
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Abstract—Image data are normally unstructured and high 

dimensional due to the photography technology advancement 

such that an image can be taken at a wide range of resolution 

levels. To overcome such problem, data miners may consider 

selecting only a minimal set of features that are really important 

for classifying their images. Feature selection is a popular 

method for reducing dimensions in data. However, most feature 

selection algorithms return results in form of score for each 

feature. It is still difficult for data miners to choose features 

based on such scoring scheme because they may not know which 

score range is the best for their data classification at hand. 

Therefore, in this research, we aim to assist data miners and 

novice data analysts on solving dimensionality problem by 

finding for them the best optimal set of features, instead of just 

reporting the scores of all features and leaving the selection step 

to be the burden of miners. We select optimal set of features by 

firstly apply clustering technique to group similar features 

based on their scores. We thus propose the silhouette width 

criterion for selecting the optimal number of clusters during the 

cluster analysis step. After that we perform association mining 

to analyze relationships that may exist among different subsets 

of features toward the target attribute. Our method finally 

reports user the best subset of features to be potentially used 

further for data classification. We demonstrate performance of 

our proposed method on the satellite forest image data in Japan.   

 
Index Terms—Image data, feature selection, clustering, 

silhouette criterion, forrest type classification.  

 

I. INTRODUCTION 

With the rapid development of current electronic devices 

such as sensors and cameras, the outputs from these devices 

are of high quality and also high dimensions. Unfortunately, 

high dimensionality is still an unsolvable issue for many 

existing data mining and machine learning algorithms. Data 

with overwhelming attributes or dimensions can be a major 

cause of low computational performance. It can be even 

worse when such data may cause a creation of classifying 

model with low predictive accuracy due to the search for 

discriminative set of features is obscured by so many 

irrelevant features. Most classification algorithms are not 

designed to efficiently handle such high dimensionality 

problem.  

Therefore, the numerous feature selection techniques have 
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been proposed as a pre-classification step for solving the high 

dimensionality problem. Several research teams introduce 

many ways to reduce the number of features. The reduced set 

of features has been proven experimentally increasing the 

performance of learning process and also being able to build 

an accurate classification model. Generally, feature selection 

techniques can be divided into three classes [1]. The first class 

is called filter method, such as CfsSubsetEval [2], 

Information Gain, and Chi-Square [3]. The second class is the 

wrapper method [4], [5]. The filter method introduces some 

form of scoring computation without actually building a 

model, whereas the wrapper approach scoring the selected set 

of features by observing the error made by the classifying 

model.  The last class is called the embedded method; it 

combines the advantages from both the filter and wrapper 

methods [5]. 

Xie et al. [6] proposed the association rule mining 

technique to calculate weight for find the optimal features that 

are closely correlative with the class attribute, but the 

proposed technique is quite complex and performance test 

with cross validation. Nuntawut et al. [7] proposed the filter 

method for feature selection based on association rule mining 

such that the specific set of association rules that the rules’ 

consequence is the target class. But this feature selection 

algorithm does not work automatically because human is the 

one who select the features one by one based on the feature 

scores reported from the algorithm. Therefore, Nuntawut et al. 

[8] improved the algorithm by proposing clustering technique 

to cluster the feature scores to assist users on finding an 

appropriate groups of features. The clustering process is 

supposed to be automatic in the sense that the number of 

clusters should be judged by the process itself. However, the 

clustering algorithm is still semi-automatic in the sense that 

users must specify the suitable number of feature clusters. 

This research, thus, aims at extending the previous work of 

Nuntawut et al. [7], [8] by proposing a silhouette width 

criterion for automatic setting of initial cluster numbers. We 

also add confidence criteria into feature selection based on 

association rule mining technique to increase performance. 

Experimental results confirm the efficacy of our proposed 

method that can extract only relevant set of image features 

from ASTER satellite resulting in better recognition for each 

forest type.  

 

II. MATERIALS AND METHODS 

A. Feature Selection Based on Association Rule Mining 

Association rule mining is finding the frequent patterns in 

The Silhouette Width Criterion for Clustering and 

Association Mining to Select Image Features 
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database and present them in the form of association rules [9]. 

Generally, there can be so many possible association rules 

from this technique. Therefore, some constraints are 

necessary for reducing such exponential growth. There are 

two popular criteria: support and confidence. Support is the 

frequency of the occurring event, as shown in (1). Confidence 

is the proportion of frequency of co-occurring events to the 

frequency of antecedent event, as shown in (2). 

 Support,Supp ( )X Y P X Y    (1) 

 

 
Supp( )

Confidence,Conf
Supp( )

X Y
X Y

X


   

(2) 

This technique had been successfully applied to multiple 

disciplines such as marketing to increase sales. Nuntawut et 

al. [7] applied this technique to find optimal feature set from 

high dimensional dataset by finding association rules that the 

target class appears in the consequence of the rule. Then, 

consider the features or attributes that are most influencing the 

target class. The algorithm consists of 4 steps: 

Step 1: define minimum frequency threshold, support, and 

confidence. Find frequent patterns and then generate 

association rules based on the Apriori algorithm [10]. 

Step 2: select only association rules that their consequence 

is target class. 

Step 3: count features that appear on association rules. 

Step 4: calculate frequent features in percentage, as in (3). 

Then, remove any feature having percentage of frequency 

appearance in the set of association rules lower than the 

specified minimum frequency threshold. 
 

AppearFrequency
FrequentFeature 100

#Rules
   (3) 

 

B. k-Means Clustering 

 

 
Fig. 1. Forming three clusters with minimized intra-cluster distance but 

maximized the inter-cluster distance. 

 

k-Means algorithm is unsupervised learning method to 

form data into clusters based on data similarity regardless of 

the target class information. Fig. 1 depicts the idea of 

clustering such that distance between data in the same cluster 

(intra-cluster) is low, whereas the distance between data in 

one cluster to data in another cluster (inter-cluster) is high 

[11], [12]. The k-means algorithm can be explained by the 

following 4 steps: 

Step 1: define the number of clusters (K) and randomly 

pick k instances as the initial cluster centroids.   

Step 2: assign all data points to the closest centroid by 

measuring the distance such as the Euclidean distance. 

Step 3: re-compute the centroid of each cluster by 

calculating mean value of all the data points in the cluster.  

Step 4: repeat steps 2 and 3 until the centroid does not 

change. 

C. Silhouette Coefficient  

The shortcoming of k-means clustering is the appropriate 

choice of k, which is the number of clusters. Silhouette 

coefficient is a popular measure for considering such 

parameter. The silhouette coefficient can be computed by 

using average distance between data points in the same cluster 

compared against average distances between data points in 

other clusters. Fig. 2 shows main concept of the silhouette 

coefficient to calculate the silhouette average of all cluster. 
 

 
Fig. 2. Concept of the silhouette coefficient. 

 
Fig. 3. The architecture of artificial neural networks. 

 

Define K to be cluster composing of data x(i) and ax(i) is 

average distance between x(i) to every data point in the cluster 

K. The notation bx is minimum average distance between x(i)  

and every data point in other clusters that are not a member in 

K. The calculation [13] of the silhouette coefficient of x(i), the 

silhouette average of each cluster, and the silhouette average 

of all cluster can be shown as in (4), (5), and (6), respectively. 

),max( )()(

)()(
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ixix
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                          (4) 

where  

x(i) = data point in the cluster, i = 1, 2, 3, …, n,  

ax(i) = average distance between xi and every data point in 

the same cluster, and 

bx(i) = minimum average distance between xi and every data 

point in other clusters. 
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where k = number of clusters, and 

n = number of data points in the same cluster. 
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where m is number of all clusters. 
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D. Artificial Neural Networks  

Artificial neural networks is a simulation of human brain 

with computer program that can self-adjusting from learning 

the input values. The remarkable feature of this technique is 

that it consists of many nodes in the hidden layer in which 

parallel connections are effective for data classification [14]. 

Fig. 3 shows general architecture of artificial neural networks 

consisting of nodes and edges between nodes. Form the figure, 

the network can be partitioned based on node layout into 3 

layers. The first layer is input layer; the second is hidden layer 

(this layer can have more than 1 layer), and the final layer is 

output layer. 

III. PROPOSED WORK 

In this section, we present the proposed process of 

silhouette width criterion consideration for automatic 

clustering of feature sets with the main focus of finding 

optimal feature to be discovered by association rule mining. 

The idea is that we use the silhouette coefficient to find the 

appropriate number of clusters for clustering the feature 

scores from feature selection obtained from the association 

rule mining. The objectives are to increase the predictive 

accuracy and to reduce the data dimensions of forest type 

dataset. 

 

 
Fig. 4. The concept of feature selection based on association rule mining. 

 

 
Fig. 5. Comparative graphs showing average silhouette widths of different cluster numbers. 

 

Fig 4 shows the steps of the proposed process, which 

consists of three phases: phase 1, read the dataset from file or 

database and then perform discretization with chi-square 

algorithm if the data type is numeric. This discretization step 

is necessary for association rule mining that can handle only 

categorical values. Phase 2 is the feature selection method that 
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consists of three steps:  

Step 1: find frequent patterns and generate from these 

patterns association rules in a format “IF condition THEN 

consequence.” This step is done through Apriori algorithm 

with initial 2 thresholds: support and confidence. We also 

constrain the algorithm to generate rules with target class 

appeared in the consequence part of the rule. The result from 

this step is a set of features with scores computed as feature 

frequency in association rules and average confidence of each 

feature. 

Step 2: cluster the features based on their scores with 

different number of clusters. For each number of clusters, 

calculate the silhouette coefficient to find the best number of 

clusters. The higher silhouette coefficient means the better 

formation of clusters. The result in this step is the optimal 

parameter k to be used in the k-means clustering on step 3. 

Step 3: perform k-means clustering with the initial number 

of cluster (k) according to the recommend value from step 2. 

We then select a set of features from a cluster showing mean 

confidence higher than other clusters. The result in this step is 

optimal feature set to be used for classification. 

Finally, phase 3 is the building of classifier using artificial 

neural networks. 
 

TABLE I: COMPARATIVE RESULTS OF CLASSIFICATION ACCURACY, 

NUMBER OF FEATURES, AND AVERAGE SILHOUETTE WIDTH 

Number of 

Clusters (k) 

Accuracy Number of 

Features 

Average 

Silhouette Width 

2 80.31% 20 0.59 

3 81.54% 14 0.61 

4 82.77% 11 0.61 

5 82.77% 11 0.78 

6 82.77% 11 0.84 

7 84.62% 10 0.85 

8 80.00% 7 0.84 

9 79.69% 5 0.78 

10 78.46% 3 0.70 

 

IV. EXPERIMENTAL RESULTS  

To test performance of the proposed method of feature 

selection based on the silhouette width criterion for clustering 

relevant featured discovered by association rule mining, we 

use the forest type with high-resolution imaging from ASTER 

satellite that has been publicly available at the UCI Machine 

Learning Repository (http://archive.ics.uci.edu/ml). The data 

are divided into training dataset (198 instances) and test 

dataset (325 instances). We initialize Apriori algorithm to 

discover feature sets with support = 0.1 and confidence = 0.1. 

We experiment with number of clusters (k) between 2 to 10 

clusters.  

Table I shows comparative results of classification 

accuracy, number of features, and average silhouette. Fig. 5 

shows comparative average silhouette widths of different 

clusters. It can be seen that when the number of cluster = 7, the 

average silhouette coefficient is maximized (0.85). At this 

maximum coefficient value, the predictive accuracy is as high 

as 84.62%. Moreover, the number of features can be reduced 

from 26 down to 10. Characteristic of number of features 

according to the changing number of clusters has been 

captured and shown in Fig. 6. 
 

 
Fig. 6. The effect of cluster numbers to the number of features. 

 

 
Fig. 7. The accuracy and average silhouette width characteristics. 

 

Fig. 7 shows the comparisons of predictive accuracy and 

average silhouette width as the number of clusters has been 

varied from 2 to 10. It can be seen that the average silhouette 

has direct and positive impact to the classification accuracy. 

This is observed from the graph that when the silhouette width 

is low, the accuracy is also low. When the silhouette width is 

high, the accuracy is high as well. 

 

V. CONCLUSION 

This research aims at studying a novel method to use 

silhouette width criterion for cluster analysis with the main 

focus of finding optimal feature set to be used for building 

classification model. Set of features are discovered with the 

association rule mining method. The proposed feature subset 

selection method is to be applied on classifying data with high 

dimensionality such as satellite image data. Our proposed 

method works with three main phases. Firstly, find and score 

relevant set of features based on association rule mining 

technique. Secondly, apply silhouette width criterion to find 

optimal parameter k for the next phase of feature clustering 

and add average confidence threshold of each cluster to 

feature score for increasing clustering performance. From the 

experimental results, we can conclude that the proposed 

method can select a discriminative set of features resulting in 

a highly accurate classification model.   
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ชื่อภาษาไทย โปรแกรมรวมกฎความสัมพันธ�ด�วยกลไกการให�เหตุผลเชิงตรรกะ 

ชื่อภาษาอังกฤษ Program to integrate association rules with reasoning mechanism 

ทะเบียนข�อมูลเลขที่ ว1. 5360  

ให�ไว� ณ วันท่ี 8 เมษายน พ.ศ. 2558 

คําอธิบายโปรแกรมโดยยKอ โปรแกรมรวมกฎความสัมพันธ�ด�วยกลไกให�เหตุผลเชิงตรรกะหรือ
การอนุมาน พัฒนาด�วยภาษาไพธอน (Python) ทํางานในสKวนการอนุมานและ
รวมกฎที่กระจายอยูKในหลายฐานข�อมูล การหากฎความสัมพันธ�แบบดั้งเดิมจะ
ทํากับข�อมูลที่ถูกรวบรวมไว�ในแหลKงข�อมูลเพียงแหลKงเดียว ซ่ึงสามารถหากฎ
ความสัมพันธ�ได�แบบตรงไปตรงมา แตKถ�าข�อมูลถูกกระจายตัวกันอยูKตามแหลKง
ตKาง ๆ และด�วยข�อจํากัดของทรัพยากรทางด�านคอมพิวเตอร� ไมKสามารถรวบรวม
ข�อมูลที่กระจายตัวกันอยูKไว�ในแหลKงข�อมูลเพียงแหลKงเดียวเพ่ือนําไปหากฎ
ความสัมพันธ�ได�เนื่องจากขนาดของข�อมูลจะใหญKกวKาขนาดของหนKวยความจํา  
จึงทําให�การหากฎความสัมพันธ�จะต�องใช�ลักษณะของการหากฎความสัมพันธ�
แบบกระจาย แตKการหากฎความสัมพันธ�ในลักษณะน้ีทําได�ยาก เน่ืองจาก
ขั้นตอนการรวมกฎความสัมพันธ�น้ันอาจทําให�ได�กฎความสัมพันธ�ที่ขัดแย�งกันเอง 
หรือได�จํานวนกฎความสัมพันธ�ท่ีมากจนเกินไป หรือเกิดการขาดไปของกฎ
ความสัมพันธ�ท่ีสําคัญ 

ดังน้ันการพัฒนาโปรแกรมนี้ได�เสนอแนวทางใหมKในการแก�ไขปVญหา
การหากฎความสัมพันธ�แบบกระจาย โดยในขั้นตอนการรวมกฎความสัมพันธ�จะ
นํามาเฉพาะกฎความสัมพันธ�ที่ปรากฏข้ึนบKอยในทุก ๆ แหลKงความรู� แล�วนํา
เฉพาะกฎความสัมพันธ�ที่ได�ไปตรวจสอบความขัดแย�งและในขั้นตอนน้ีสามารถ
สร�างกฎความสัมพันธ�ใหมKจากกฎความสัมพันธ�เดิมท่ีมีอยูKด�วยวิธีการอนุมานซึ่ง
เปYนการให�เหตุผลเชิงตรรกะ ซ่ึงสามารถเติมเต็มในสKวนของกฎความสัมพันธ�ท่ี
ขาดหายไปได� สุดท�ายจะได�กฎความสัมพันธ�ที่มีประสิทธิภาพเพียงพอสําหรับ
การนําไปทํานายผลข�อมูลในอนาคตและไมKเกิดความขัดแย�งกันเอง 
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ประวัติผู
วิจัย 
 

รองศาสตราจารย� ดร.นิตยา เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 
Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป<พุทธศักราช 2542 (ค.ศ. 1999)  ดIวยทุนการศึกษาของกระทรวงวิทยาศาสตร�
และเทคโนโลยี หลังสําเร็จการศึกษาไดIปฏิบัติราชการในตําแหนPงอาจารย� ประจําสาขาคอมพิวเตอร� 
ภาควิชาคณิตศาสตร� คณะวิทยาศาสตร� จุฬาลงกรณ�มหาวิทยาลัย  ตPอมาในป<พุทธศักราช 2543 ไดIมา
ปฏิบัติงานในตําแหนPงอาจารย�ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� มหาวิทยาลัยเทคโนโลยีสุรนาร ี
จนถึงปVจจุบัน  งานวิจัยท่ีทําในขณะนี้คือการประยุกต�เทคโนโลยีเหมืองขIอมูลกับงานดIานการแพทย� 
การสาธารณสุขและสิ่งแวดลIอม รวมถึงการพัฒนาเทคนิคเพ่ือเพ่ิมความสามารถในการจัดการความรูI
ของระบบเหมืองขIอมูล 
 

รองศาสตราจารย� ดร.กิตติศักด์ิ เกิดประสพ  สําเร็จการศึกษาในระดับปริญญาเอกสาขา 
Computer Science จาก Nova Southeastern University เมือง Fort Lauderdale รัฐฟลอริดา 
สหรัฐอเมริกา  เม่ือป<พุทธศักราช 2542 (ค.ศ. 1999)  ดIวยทุนการศึกษาของทบวงมหาวิทยาลัย (หรือ
สํานักงานคณะกรรมการอุดมศึกษาในปVจจุบัน)  หลังสําเร็จการศึกษาไดIปฏิบัติงานในตําแหนPงอาจารย� 
ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� สํานักวิชาวิศวกรรมศาสตร� มหาวิทยาลัยเทคโนโลยีสุรนาร ี
ปVจจุบันดํารงตําแหนPงหัวหนIาหนPวยวิจัยวิศวกรรมความรูI เนIนการวิจัยเก่ียวกับการพัฒนาระบบเหมือง
ขIอมูลประสิทธิภาพสูง การประยุกต�เหมืองขIอมูลกับงานวิศวกรรม และการวิเคราะห�ขIอมูลเชิงสถิติ 
รวมถึงการวิจัยพ้ืนฐานเก่ียวกับเทคนิคการวิเคราะห�ขIอมูลโดยวิธีอัตโนมัติ โดยมีผลงานวิจัยในดIาน
ฐานขIอมูล การวิเคราะห�ขIอมูล การทําเหมืองขIอมูล และการคIนหาความรูI ตีพิมพ�ในวารสารวิชาการ
และเอกสารการประชุมวิชาการท้ังระดับชาติและนานาชาติจํานวนมากกวPา 300 เรื่อง  

 
อาจารย� ดร.นันทวุฒิ คะอังกุ  สําเร็จการศึกษาในระดับปริญญาเอกสาขาวิชาวิศวกรรม

คอมพิวเตอร� จากมหาวิทยาลัยเทคโนโลยีสุรนารี เม่ือป<พุทธศักราช 2558  ดIวยทุนการศึกษาสําหรับผูI
มีศักยภาพเขIาศึกษาระดับบัณฑิตศึกษาของมหาวิทยาลัยเทคโนโลยีสุรนารี  หลังสําเร็จการศึกษาไดI
ปฏิบัติงานในตําแหนPงอาจารย� ประจําสาขาวิชาวิศวกรรมคอมพิวเตอร� สํานักวิชาวิศวกรรมศาสตร� 
มหาวิทยาลัยเทคโนโลยีสุรนารี เนIนการวิจัยเก่ียวกับเทคนิคการเพ่ิมประสิทธิภาพในการวิเคราะห�
ขIอมูลโดยวิธีอัตโนมัติ และการพัฒนาเว็บเชิงความหมาย โดยมีผลงานวิจัยตีพิมพ�ในวารสารวิชาการ
และเอกสารการประชุมวิชาการจํานวนมากกวPา 20 เรื่อง  
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