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 Imbalanced data area kind of data that can be found in real life, such as rare 

case in medical diagnosis. When used in machine learning and data mining,these data 

will affect the learning performance of algorithms.This is due to the amount of 

instances in the group of interest is much smaller than the other groups. In the field of 

machine learning, when data are balanced, a learning algorithm can be applied 

efficiently in terms ofoverall classification accuracy. For unbalanced data, the 

boundary of decision of most learning algorithms tend to bias toward the majority 

class andthe classification in the minority class will be misclassified. Therefore, we 

present a new technique called EnsDTV 

(Ensemble_Learning_with_DecisionTree_Visualization) for dealing with imbalanced 

classification problem: high imbalanced ratio and different overlapped ratio.To solve 

this problem,we apply the ensemble learningusing both bagging and boosting 

techniques to build models. We compensate themisclassification with cost sensitive 

learning and then use the value from cost matrix in the learning process to adjust the 

parameters of the ensemble learning. We adopt decision tree algorithm for data 

classification and reduce the number of decision trees by visualization.We prepared 
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optimal imbalanced dataset by reducing an overlapped region. The results showed that 

the proposed method work with datasets 
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thatreduction of the overlapped region then sends the EnsDTV method can solve the 

imbalanced data classification problem efficiently which high imbalance ratio and 

different overlapped ratio. Especially the ensemble learning using boosting techniques 

will enhance the classification minority classbetter than bagging. While the ensemble 

learning using bagging techniques cannot work in both case of high imbalance ratio 

and low overlapped ratio. 
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บทที ่1 
บทนํา 

 
สาํหรับบทน้ีจะกล่าวถึงปัญหาและท่ีมาของการวิจยั วตัถุประสงค ์ขอบเขต และประโยชน์

ท่ีไดรั้บจากการวิจยั 
 

1.1 ความสําคญัและทีม่าของปัญหาการวจิยั 
เทคโนโลยีสารสนเทศในปัจจุบันถือได้ว่าเป็นตัวขับเคล่ือนท่ีสําคัญท่ีจะช่วยให้ผูใ้ช้

สามารถเก็บรวบรวมขอ้มูล ประมวลผลเพื่อนาํไปใช ้แกไ้ขปรับปรุงให้ทนัสมยัคน้หาขอ้มูลตาม
ความตอ้งการ และวิเคราะห์ขอ้มูลซ่ึงการวิเคราะห์ขอ้มูลนั้นสามารถทาํไดง่้ายสะดวก และรวดเร็ว 
แต่การวิเคราะห์ขอ้มูลสารสนเทศจากฐานขอ้มูลเดียวนั้นบางคร้ังความรู้ท่ีไดอ้าจจะไม่เพียงพอต่อ
ความตอ้งการ จึงจาํเป็นจะตอ้งวิเคราะห์ขอ้มูลท่ีไดม้าจากการรวบรวมขอ้มูลหลาย ๆ ฐานขอ้มูลเขา้
ด้วยกันเพื่อให้มีประสิทธิภาพและประโยชน์สูงสุด ข้อมูลจากหลาย ๆ ฐานข้อมูลน้ีเรียกว่า 
คลงัขอ้มูล (Data Warehouse) ซ่ึงในการวิเคราะห์ขอ้มูลเหล่าน้ีจาํเป็นจะตอ้งใชเ้คร่ืองมือทางดา้น
การทาํเหมืองขอ้มูล (Data Mining) เขา้มาช่วยเพื่อพยากรณ์ความรู้ท่ีเรียนรู้มาจากขอ้มูลท่ีมีอยูใ่ห้
ทราบถึงส่ิงท่ีจะเกิดข้ึนในอนาคต และสามารถคน้พบความรู้ท่ีซ่อนอยูใ่นขอ้มูลได ้

การทาํเหมืองขอ้มูล (Han and Kamber, 2006) คือกระบวนการขดุคน้ความรู้จากขอ้มูลท่ีมี
ขนาดใหญ่เพื่อหารูปแบบและความสัมพนัธ์ท่ีซ่อนอยูใ่นขอ้มูลเหล่านั้นดว้ยวิธีการทางคณิตศาสตร์ 
สถิติ หรือคอมพิวเตอร์ การทาํเหมืองขอ้มูลนั้นมีหลายประเภทข้ึนอยูก่บัวตัถุประสงคท่ี์จะนาํไปใช้
งานเช่น การจาํแนกประเภทขอ้มูล (Data Classification) การหาความสัมพนัธ์ของขอ้มูล 
(Association Mining) และการจดักลุ่มขอ้มูล (Data Clustering) เป็นตน้ ปัจจุบนัการทาํเหมืองขอ้มูล
ได้รับความนิยมเกือบทุกวงการซ่ึงจะเห็นได้จากการแก้ปัญหาทางด้านวิทยาศาสตร์และ
อุตสาหกรรมท่ีนาํการจาํแนกประเภทขอ้มูลเขา้มาแกปั้ญหาดว้ยการนาํโมเดลหรือกฎท่ีไดจ้ากการ
จาํแนกประเภทขอ้มูล(Classification Rule) ไปทาํการพยากรณ์ขอ้มูลท่ีไม่เคยเห็นหรือทาํนายขอ้มูล
ท่ียงัไม่ทราบประเภท ซ่ึงผลลพัธ์ท่ีไดคื้อโมเดลท่ีมีค่าความถูกตอ้งสูง สาํหรับเทคนิคท่ีนิยมนาํมาใช้
ในการจาํแนกประเภทขอ้มูลนั้นมีหลายเทคนิค เช่น การใช้โครงข่ายประสาทเทียม (Artificial 
Neural Network: ANN) ซ่ึงเป็นเทคนิคท่ีมีพื้นฐานมาจากการจาํลองการทาํงานของมนุษยด์ว้ยการ
ทาํให้คอมพิวเตอร์สามารถเรียนรู้ไดเ้หมือนกบัท่ีมนุษยเ์รียนรู้ การใชเ้ทคนิควิธีนาอีฟเบย ์(Naïve 
Bayes) ซ่ึงเป็นการจาํแนกประเภทขอ้มูลโดยอาศยัค่าความน่าจะเป็นของขอ้มูลเรียนรู้ หรือการใช้
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ตน้ไมต้ดัสินใจ(Decision Tree) ซ่ึงเป็นเทคนิคการจาํแนกประเภทขอ้มูลให้อยู่ในลกัษณะคลา้ย
ตน้ไมจ้ริงกลบัหวัท่ีมีโหนดรากอยูบ่นสุดและโหนดใบอยูล่่างสุด โดยท่ีคุณลกัษณะ (Attribute) ซ่ึง
เป็นตวัเลือกทดสอบอยูท่ี่โหนดของตน้ไม ้ค่าท่ีเป็นไปไดข้องคุณลกัษณะ (Attributes Value) จะอยู่
ท่ีก่ิง และคลาสท่ีกาํหนดไวจ้ะอยูท่ี่โหนดใบเป็นตน้ ซ่ึงเทคนิคการเรียนรู้เหล่าน้ีจะมีประสิทธิภาพ
และความแม่นยาํของการจาํแนกประเภทขอ้มูลโดยรวม(Accuracy) ท่ีสูงเม่ือนาํไปใชใ้นการคน้หา
รูปแบบของขอ้มูลท่ีมีลกัษณะสมดุล (Balanced Data) ซ่ึงมีจาํนวนขอ้มูลตวัอยา่งของแต่ละคลาส
เป้าหมายท่ีใกลเ้คียงกนั แต่เทคนิคเหล่าน้ีจะประสบกบัปัญหาการเรียนรู้ก็ต่อเม่ือขอ้มูลท่ีนาํมาใชใ้น
การจาํแนกประเภทนั้นมีลกัษณะท่ีไม่สมดุล(Imbalanced Data) (Chawla, 2005) ซ่ึงปัญหาน้ีเป็น
ประเด็นปัญหาท่ีสาํคญัและไดรั้บการกล่าวถึงในงานวิจยัของ Chawla et al. (2004)He and Garcia 
(2009) และ Sun et al. (2009)สาํหรับขอ้มูลไม่สมดุลนั้นสามารถพบเห็นไดท้ัว่ไป เช่น ขอ้มูลการ
วินิจฉัยทางดา้นการแพทยท่ี์มีขอ้มูลผูป่้วยดว้ยโรคร้ายแรงน้อยกว่าขอ้มูลของผูท่ี้มีสุขภาพดีเป็น
จาํนวนมาก ขอ้มูลของบตัรเครดิตท่ีมีขอ้มูลลูกคา้ผดิปกตินอ้ยกว่าลูกคา้ท่ีปกติ ขอ้มูลการตรวจจบัผู ้
บุกรุกของเครือข่ายขอ้มูลซ่ึงมีขอ้มูลของผูบุ้กรุกในจาํนวนท่ีนอ้ยมากเม่ือเทียบกบัขอ้มูลของผูท่ี้ไม่
บุกรุกเครือข่าย เป็นตน้ ซ่ึงการเกิดความไม่สมดุลของขอ้มูลนั้นอาจจะมาจากหลายสาเหตุดว้ยกนั 
เช่น ขอ้มูลไม่สมดุลท่ีเกิดจากธรรมชาติของขอ้มูลเองหรือขอ้มูลไม่สมดุลอาจจะเกิดจากขอ้จาํกดัใน
การจดัเกบ็ เช่น ค่าใชจ่้ายท่ีสูงมาก อนัตรายท่ีเกิดจากการรวบรวมขอ้มลู เป็นตน้ 

ขอ้มูลท่ีมีลักษณะไม่สมดุลนั้ นจะมีจาํนวนข้อมูลตัวอย่างของแต่ละคลาสเป้าหมายท่ี
แตกต่างกนัมาก(Chawla et al., 2002) เช่น มีขอ้มูลตวัอยา่งจาํนวน 10 ตวัอยา่ง ขอ้มูลน้ีแบ่งออกเป็น 
2 กลุ่ม คือ กลุ่ม A และ B โดยกลุ่ม A มีจาํนวนขอ้มูล 9 ตวัอยา่ง และกลุ่ม B มี 1 ตวัอยา่ง ซ่ึงขอ้มูล
ท่ีอยู่ในกลุ่มA ซ่ึงเป็นกลุ่มท่ีมีจาํนวนขอ้มูลตวัอย่างมากจะถูกเรียกว่า คลาสส่วนมาก (Majority 
Class) และขอ้มูลท่ีอยูใ่นกลุ่มB ซ่ึงเป็นกลุ่มท่ีมีจาํนวนขอ้มูลตวัอยา่งนอ้ยจะถูกเรียกว่า คลาสส่วน
น้อย (Minority Class) เม่ือนาํขอ้มูลชุดน้ีไปทาํการจาํแนกประเภทขอ้มูลดว้ยอลักอริทึมท่ีเป็น
มาตรฐานของการเรียนรู้ของเคร่ืองจกัร จะส่งผลให้ขอบเขตของการตดัสินใจท่ีเป็นท่ียอมรับของ
อลักอริทึมนั้นมีความเอนเอียง (Biased) ไปทางกลุ่มขอ้มูลท่ีมีจาํนวนขอ้มูลตวัอยา่งมาก และกลุ่ม
ข้อมูลท่ีมีจ ํานวนข้อมูลตัวอย่างน้อยก็จะมีแนวโน้มสูงท่ีจะได้รับการจัดกลุ่มท่ีผิดประเภท 
(Misclassified) โดยผลท่ีไดจ้ากการจาํแนกประเภทขอ้มูลดว้ยอลักอริทึมท่ีเป็นมาตรฐานของการ
เรียนรู้ของเคร่ืองจกัรของขอ้มูลชุดน้ี คือ ไม่สามารถจาํแนกประเภทขอ้มูลท่ีอยูใ่นคลาสส่วนนอ้ยได้
แต่ในขณะเดียวกนัจะสามารถจาํแนกประเภทขอ้มูลท่ีอยู่ในคลาสส่วนมากไดอ้ย่างถูกตอ้งและมี
ประสิทธิภาพ 

ตวัอยา่งรูปท่ี 1.1 เป็นการเปรียบเทียบให้เห็นว่า เม่ือมีการนาํขอ้มูลสมดุลและขอ้มูลไม่
สมดุลซ่ึงมีลกัษณะการกระจายตวัดงัรูปท่ี 1.1 ก) และรูปท่ี 1.1 ข) ตามลาํดบั มาทาํการเรียนรู้แบบ
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0.900 ตามลาํดบั)  ในขณะท่ีขอ้มูลไม่สมดุลนั้นความแม่นยาํโดยรวมของการจาํแนกประเภทจะอยู่
ในระดบัสูงเช่นเดียวกบัขอ้มูลสมดุล คือ 0.947  แต่ความแม่นยาํของการจาํแนกประเภทของแต่ละ
คลาสนั้นจะแตกต่างกนั โดยการจาํแนกประเภทขอ้มูลของกลุ่มท่ีอยู่ในคลาสส่วนมากจะอยู่ใน
ระดบัสูง คือ 0.969 ในขณะท่ีความแม่นยาํในการจาํแนกประเภทขอ้มูลของกลุ่มท่ีอยูใ่นคลาสส่วน
นอ้ยจะอยูใ่นระดบัตํ่า คือ 0.462  

จากประสิทธิภาพของโมเดลที่ไดน้ั้นแสดงใหเ้ห็นว่า  เม่ือนาํขอ้มูลท่ีมีลกัษณะไม่สมดุลไป
เรียนรู้ดว้ยอลักอริทึมมาตรฐานของการจาํแนกประเภทขอ้มูลแลว้จะส่งผลให้กลุ่มขอ้มูลท่ีมีจาํนวน
มากมีค่าความถูกตอ้งและเกิดประสิทธิภาพสูงกว่ากลุ่มขอ้มูลท่ีมีจาํนวนนอ้ย ทาํให้โมเดลท่ีไดจ้าก
การจาํแนกประเภทขอ้มูลนั้นไม่เป็นกลาง 

จากปัญหาการจาํแนกประเภทขอ้มูลไม่สมดุลท่ีกล่าวมาขา้งตน้แลว้นั้นมีนกัวิจยัจาํนวนมาก
ไดใ้ห้ความสนใจและเสนอวิธีการต่าง ๆ เพื่อนาํมาใช้ในการแกปั้ญหาน้ีโดยให้ความสําคญักับ
ขอ้มูลท่ีอยู่ในคลาสส่วนน้อยให้มีการจาํแนกประเภทขอ้มูลถูกต้องแม่นยาํมากขึ้นซ่ึงงานวิจัย
เหล่านั้นไดพ้ยายามแกปั้ญหาทั้งในส่วนของขั้นตอนก่อนการประมวลผลท่ีมีการปรับจาํนวนขอ้มูล
ใหส้มดุลดว้ยการสุ่มขอ้มูล (Resampling)  ซ่ึงมีทั้งการเพิ่มหรือลดจาํนวนขอ้มูลตวัอยา่งหรือแบบ
ผสมผสานทั้ งสองวิธีเข้าด้วยกัน การแก้ปัญหาในขั้นตอนการประมวลผลโดยการปรับปรุง
พารามิเตอร์ท่ีนาํมาใชส้ําหรับอลักอริทึมทางดา้นการจาํแนกประเภทขอ้มูล หรือแบบผสมผสาน
ระหว่างการปรับให้ขอ้มูลสมดุลและการปรับพารามิเตอร์ของอลักอริทึมซ่ึงจะเห็นไดจ้ากงานวิจยั
ของBownandMues (2012)ท่ีไดล้ดจาํนวนขอ้มูลท่ีอยูใ่นคลาสส่วนมากให้มีจาํนวนท่ีใกลเ้คียงกบั
จาํนวนขอ้มูลท่ีอยูใ่นคลาสส่วนนอ้ยดว้ยเทคนิควิธีการสุ่มลด (Undersampling Method) โดยใช้
ขอ้มูลจริงของการประเมินเครดิต (Credit Scoring Data Sets) จาํนวน 5 ชุดขอ้มูลดว้ยกนังานวิจยั
ของ Cateni  et al. (2014) ท่ีเพิ่มจาํนวนขอ้มูลท่ีอยูใ่นคลาสส่วนนอ้ยให้มีจาํนวนท่ีใกลเ้คียงกบั
จาํนวนขอ้มูลท่ีอยู่ในคลาสส่วนมากดว้ยเทคนิควิธีการสุ่มเกิน (Oversampling Method) และลด
จาํนวนขอ้มูลท่ีอยูใ่นคลาสส่วนมากให้มีจาํนวนท่ีใกลเ้คียงกบัจาํนวนขอ้มูลท่ีอยูใ่นคลาสส่วนนอ้ย
ดว้ยเทคนิควิธีการสุ่มลด(Undersampling Method) มาทาํงานร่วมกนักบัชุดขอ้มูลจริงจาก
แหล่งขอ้มูลมาตรฐาน Keel  งานวิจยัของ Lopez et al. (2012) ท่ีไดน้าํเสนอวิธีการเรียนรู้แบบมี
ค่าใชจ่้าย (Cost Sensitive Leaning) ซ่ึงเป็นวิธีการชดเชยเม่ือมีการทาํนายผิดกลุ่มร่วมกบัการเพิ่ม
จาํนวนขอ้มูลตวัอยา่งของคลาสส่วนนอ้ยดว้ยเทคนิค SMOTE และ  SMOTE + ENN และลด
จาํนวนขอ้มูลตวัอยา่งของคลาสส่วนมากดว้ยวิธีการสุ่มลด เป็นตน้ ซ่ึงงานวิจยัเหล่าน้ีเม่ือไดข้อ้มูลท่ี
สมดุลแลว้ก็จะนาํขอ้มูลเหล่านั้นไปทาํการจาํแนกประเภทขอ้มูลดว้ยอลักอริทึมท่ีเหมาะสม เช่น 
ตน้ไมต้ดัสินใจ ซัพพอร์ตเวกเตอร์แมชชีน นิวรอลเน็ตเวอร์กแบบไม่มีผูส้อน (Labeled Self-
Organizing Map)และการจาํแนกประเภทแบบเบย ์เป็นตน้ซ่ึงการทาํงานของอลักอริทึมเหล่าน้ีจะอยู่
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ในลกัษณะของโมเดลเดียว (Single Model) มีนกัวิจยัจาํนวนหน่ึงท่ีให้ความเห็นว่าการจาํแนก
ประเภทขอ้มูลดว้ยโมเดลเดียวนั้นถึงแมว้่าจะมีประสิทธิภาพท่ีสูงแต่จะมีปัญหาในการกาํหนดกลุ่ม
ของขอ้มูลท่ีใชใ้นการเรียนรู้ท่ีคงท่ีแน่นอนมากเกินไป ส่งผลให้เกิดความเอนเอียงได ้ดงันั้นจึงได้
นาํเสนอวิธีการเรียนรู้ร่วมกนั (Ensemble Method) เขา้มาช่วยในการตดัสินใจแทนการจาํแนก
ประเภทขอ้มูลดว้ยโมเดลเดียว ซ่ึงจะเห็นไดจ้ากงานวิจยัของGalar et al. (2013) ท่ีไดน้าํเทคนิค
วิธีการเรียนรู้ร่วมกนั (Ensemble Learning) ดว้ยการนาํเสนอเทคนิคEUSBoostซ่ึงเป็นการนาํเทคนิค
การสุ่มลดมาทาํงานร่วมกบัเทคนิคบูสตติ์ง (Boosting)โดยใชอ้ลักอริทึม C4.5เป็นตวัจาํแนกประเภท
ขอ้มูลและงานวิจยัของWu et al. (2014) ท่ีนาํเทคนิควิธีการเรียนรู้ร่วมกนัดว้ยอลักอริทึมกลุ่มตน้ไม้
ตดัสินใจ (Random Forest) มาแกปั้ญหาการจาํแนกขอ้มูลขอ้ความท่ีไม่สมดุลโดยการนาํเสนอ
อลักอริทึมใหม่ท่ีช่ือว่า FORESTEXTER เป็นตน้ สาํหรับกรณีของขอ้มูลไม่สมดุลท่ีมีมิติสูง (High 
Dimensional) หรือมีจาํนวนคุณลกัษณะท่ีมากนั้นก่อนท่ีจะนาํไปทาํการจาํแนกประเภทขอ้มูลจะมี
การทาํในส่วนของการคดัเลือกคุณลกัษณะ (Feature Selection) ซ่ึงจะเห็นไดจ้ากงานวิจยัของ Yin et 
al. (2013) ท่ีไดน้าํเสนอเทคนิควิธีเก่ียวกบัการคดัเลือกคุณลกัษณะร่วมกบัการจาํแนกประเภทขอ้มูล
ดว้ยอลักอริทึมซพัพอร์ตเวกเตอร์แมชชีน ตน้ไมต้ดัสินใจ และการจาํแนกประเภทแบบเบย ์

จากท่ีกล่าวมาขา้งตน้ผูว้ิจยัจึงเลง็เห็นความสาํคญัท่ีจะแกปั้ญหาการจาํแนกประเภทขอ้มูลท่ี
ไม่สมดุลให้มีความถูกต้องและมีประสิทธิภาพสูงข้ึน ซ่ึงผูว้ิจัยมีแนวคิดท่ีจะทาํการปรับปรุง
กระบวนการทาํงานของการจาํแนกประเภทขอ้มูลไม่สมดุลจากชุดขอ้มูลท่ีมีอตัราความไม่สมดุล
ของขอ้มูลและการซ้อนทบัของกลุ่มขอ้มูลท่ีแตกต่างกนั โดยให้ความสาํคญักบักลุ่มขอ้มูลจาํนวน
นอ้ยมากกว่ากลุ่มขอ้มูลจาํนวนมากแต่ในขณะเดียวกนัประสิทธิภาพของการจาํแนกประเภทขอ้มูล
ของกลุ่มขอ้มูลจาํนวนมากกจ็ะยงัคงอยูด่ว้ยวิธีการเรียนรู้ร่วมกนัแบบการใชก้ารตดัสินใจร่วมกนัทั้ง
แบ็กกิง (Bagging)และบูสต์ติงชดเชยความผิดพลาดของการจาํแนกประเภทขอ้มูลผิดกลุ่มด้วย
วิธีการเรียนรู้แบบมีค่าใชจ่้าย และทาํการปรับค่าพารามิเตอร์ของตวัแบบการเรียนรู้ร่วมกนัดว้ยค่าท่ี
ไดจ้ากการสร้างตารางค่าใชจ่้าย (Cost Matrix)งานวิจยัน้ีจะใช้อลักอริทึมตน้ไมต้ดัสินใจเป็น
เคร่ืองมือในการจาํแนกประเภทขอ้มูลพร้อมทั้งหาจาํนวนตน้ไมต้ดัสินใจท่ีเหมาะสมดว้ยการปรับ
ลดจาํนวนตน้ไมต้ดัสินใจดว้ยวิธีการสร้างมโนภาพหรือวิชวลไลเซชนั (Visualization) 
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1.2 วตัถุประสงค์ของการวจิยั 
ในการดาํเนินการวิจยัน้ีมีวตัถุประสงค ์คือ 
1) เพื่อศึกษาวิธีการต่าง ๆ ท่ีสามารถช่วยเพิ่มความถูกตอ้งในการคน้หาโมเดลการจาํแนก

ประเภทขอ้มูลไม่สมดุลโดยท่ีขอ้มูลอาจจะมีอตัราความไม่สมดุล (Imbalanced Ratio) 
ของกลุ่มขอ้มูลและมีอตัราการซ้อนทบักนัของกลุ่มขอ้มูล (Overlapping Ratio)ท่ี
แตกต่างกนั 

2) เพื่อสร้างอลักอริทึมท่ีสามารถช่วยในการคน้หาโมเดลจาํแนกประเภทขอ้มูลท่ีสามารถ
ทาํงานไดดี้กบัขอ้มูลท่ีมีอตัราความไม่สมดุลและอตัราการซอ้นทบัท่ีแตกต่างกนั 

3) เพื่อทดสอบประสิทธิภาพของโมเดลที่ไดจ้ากอลักอริทึมท่ีคิดคน้ดว้ยชุดขอ้มูลท่ีได้
จากการสงัเคราะห์จากโปรแกรมและขอ้มูลจริงจากแหล่งขอ้มูลมาตรฐาน 
 

1.3 ขอบเขตของการวจิยั 
ในการดาํเนินงานไดก้าํหนดขอบเขตของการวิจยัไวด้งัน้ี 
1) ในการทาํนายผิดพลาดนั้นจะชดเชยดว้ยค่าใชจ่้ายจากตารางค่าใชจ่้ายซ่ึงไดจ้ากการ

การเรียนรู้แบบมีค่าใชจ่้าย 
2) ขอ้มูลท่ีใช้ในการทดสอบเป็นขอ้มูลชนิดตวัเลขท่ีไดจ้ากแหล่งขอ้มูลมาตรฐานคือ

KeelData Sets (http://www.keel.es) และจากการสังเคราะห์ดว้ยโปรแกรมMATLAB 
R2013b 

3) ขอ้มูลจริงจากแหล่งขอ้มูลมาตรฐาน คือKeel Data Sets จะตอ้งเป็นขอ้มูลท่ีไม่สมดุล
และมีอตัราส่วนความไม่สมดุล (Imbalanced Ratio) ท่ีระดบัต่าง ๆ 

4) มาตรวดัประสิทธิภาพของโมเดลประกอบดว้ย Accuracy, Precision, Sensitivity, 
Specificity, F-measure, Geometric Mean (G-Mean), AUC: Area under the ROC 
Curve และ Total Misclassification Costs 
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1.4 ประโยชน์ทีไ่ด้รับ 
ผลสาํเร็จของการวิจยัน้ีก่อใหเ้กิดประโยชน์ดงัน้ี 
1) สามารถพฒันาอลักอริทึมท่ีคน้พบโมเดลหรือรูปแบบของขอ้มูลไม่สมดุลจากขอ้มูลท่ี

มีอัตราความไม่สมดุลของกลุ่มขอ้มูลและอตัราการซ้อนทับกันของกลุ่มขอ้มูลท่ี
แตกต่างกนั 

2) สามารถนาํอลักอริทึมท่ีพฒันาไปเป็นแนวทางในการพฒันาวิธีการคน้หารูปแบบของ
ขอ้มูลไม่สมดุลเฉพาะดา้นไดต่้อไปในอนาคต 

 

 

 

 

 

 

 

 



บททีÉ 2 

ปริทัศน์วรรณกรรมและงานวิจัยทีÉเกีÉยวข้อง 

 
บทนีÊจะกล่าวถึงปริทศัน์วรรณกรรมและงานวิจยัทีÉเกีÉยวขอ้งกบังานวิจยัวิทยานิพนธ์นีÊ  โดย

เนืÊอหาจะประกอบดว้ยขอ้มลูไม่สมดุลวิธีการเรียนรู้ร่วมกนั เทคนิคการจาํแนกประเภทขอ้มูล การ
เรียนรู้ตน้ไมต้ดัสินใจ การเรียนรู้แบบมีค่าใชจ่้ายการสุ่มเลือกตวัอย่างแบบชัÊนภูมิการวดัระยะทาง
แบบยคุลิดเครืÉองมือวดัประสิทธิภาพ (Performance Measurement Tools) และงานวิจยัทีÉเกีÉยวขอ้ง 

 

2.1 ข้อมูลไม่สมดุล 

ลกัษณะโดยทั Éวไปของขอ้มูลไม่สมดุล คือ ขอ้มูลทีÉมีจาํนวนขอ้มูลของกลุ่มหนึÉ งมากกว่า
จาํนวนขอ้มูลของกลุ่มทีÉเหลือเป็นจาํนวนมาก (Chawla et al., 2002;Chawla et al., 2004) ซึÉงขอ้มูล
ไม่สมดุลนีÊ จะส่งผลกระทบต่อการจาํแนกประเภทขอ้มลูทาํใหไ้ม่สามารถจาํแนกประเภทขอ้มูลของ
กลุ่มทีÉมีจาํนวนขอ้มลูนอ้ยไดถ้กูตอ้งแม่นยาํ ในขณะเดียวกนัจะสามารถจาํแนกประเภทขอ้มูลของ
กลุ่มทีÉ มีจาํนวนมากได้อย่างแม่นยาํ โดยทั Éวไปข้อมูลกลุ่มทีÉมีจ ํานวนมากจะถูกเรียกว่า คลาส
ส่วนมาก(Majority Class หรือ Negative Class) และขอ้มูลกลุ่มทีÉมีจาํนวนน้อยจะถูกเรียกว่า คลาส
ส่วนน้อย(Minority Classหรือ Positive Class) (Farquad and Bose, 2012; Gao et al., 2011) ซึÉง
ขอ้มลูทีÉอยูใ่นคลาสส่วนน้อยจะเป็นขอ้มูลทีÉงานวิจยันีÊ ให้ความสาํคญัมากกว่าขอ้มูลทีÉอยู่ในคลาส
ส่วนมาก 

ขอ้มูลไม่สมดุลนัÊ นสามารถพบเห็นได้ทั Éวไป ซึÉ งสาเหตุของการเกิดความไม่สมดุลนัÊ น
อาจจะมาจากหลายสาเหตุ เช่น ขอ้มลูไม่สมดุลทีÉเกิดจากธรรมชาติของขอ้มูลเองซึÉงสามารถพบเจอ
ไดใ้นขอ้มลูการวินิจฉยัทางดา้นการแพทยที์Éมีขอ้มูลผูป่้วยดว้ยโรคร้ายแรงน้อยกว่าขอ้มูลของผูที้Éมี
สุขภาพดีเป็นจาํนวนมาก ขอ้มลูของบตัรเครดิตทีÉมีขอ้มูลลูกคา้ปกติมากกว่าลูกคา้ทีÉผิดปกติ ขอ้มูล
การตรวจจบัผูบุ้กรุกของเครือข่ายขอ้มลู หรือขอ้มูลไม่สมดุลอาจจะเกิดจากขอ้จาํกดัในการจดัเก็บ 
เช่น ค่าใชจ่้ายทีÉสูงมาก อนัตรายทีÉเกิดจากการรวบรวมขอ้มลูเป็นตน้ 

ตวัอย่างขอ้มูลไม่สมดุล เช่น มีขอ้มูลจาํนวน 1,500 ตัวอย่าง แบ่งออกเป็น 2 กลุ่ม กลุ่มทีÉ
หนึÉงมี 1,458 ตวัอยา่ง กลุ่มทีÉสองมี 42 ตวัอยา่ง ลกัษณะการกระจายตวัของขอ้มูลแสดงดงัรูปทีÉ 2.1
โดยทีÉสญัลกัษณ์วงกลมสีนํÊ าเงิน หรือ‘O’ แสดงขอ้มลูคลาสส่วนนอ้ยและสญัลกัษณ์บวกสีแดง หรือ
‘+’ แสดงข้อมูลคลาสส่วนมากเมืÉอนาํข้อมูลชุดนีÊ ไปเรียนรู้ด้วยโมเดลของการจาํแนกประเภท
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ข้อมูล ผลลัพธ์ทีÉได้พบว่า ความถูกต้องของการจาํแนกประเภทข้อมูลมีความเอนเอียง นั Éนคือ
สามารถจาํแนกประเภทขอ้มูลกลุ่มทีÉเป็นขอ้มูลทีÉอยู่ในคลาสส่วนมากไดอ้ย่างถูกตอ้งแม่นยาํ ใน
ขณะเดียวกนัขอ้มูลทีÉอยู่ในกลุ่มทีÉเป็นขอ้มูลทีÉอยู่ในคลาสส่วนน้อยจะไม่สามารถจาํแนกประเภท
ขอ้มลูไดห้รือจาํแนกประเภทขอ้มลูไดน้อ้ย ทัÊงนีÊ เนืÉองจากในขัÊนตอนการเรียนรู้ของโมเดลนัÊนจะให้
ความสาํคญักบัขอ้มูลทีÉอยู่ในคลาสส่วนมากเมืÉอนาํขอ้มูลทีÉไม่เคยผ่านขัÊนตอนการเรียนรู้เขา้ไป
ทดสอบ ความน่าจะเป็นของการจาํแนกประเภทขอ้มูลก็จะเกิดความเอนเอียงไปยงักลุ่มของคลาส
ส่วนมากส่งผลใหข้อ้มลูกลุ่มทีÉเป็นขอ้มลูทีÉอยูใ่นคลาสส่วนนอ้ยเกิดการจาํแนกประเภทผดิกลุ่ม 
 

 
 

รูปทีÉ 2.1แสดงตวัอยา่งการกระจายตวัของขอ้มลูไม่สมดุล 
 

2.1.1ลกัษณะของปัญหาขอ้มลูไม่สมดุล (Class Imbalanced Problems) 
ปัญหาการจาํแนกประเภทข้อมูลไม่สมดุลนัÊ นเป็นปัญหาทีÉได้รับความสนใจจาก

นกัวิจยัเป็นจาํนวนมาก ปัญหานีÊ จะเกิดขึÊนเมืÉอจาํนวนขอ้มูลตวัอย่างของกลุ่มหนึÉ งมีมากกว่ากลุ่มทีÉ
เหลือเป็นจาํนวนมาก ซึÉงอลักอริทึมทีÉมีอยู่นัÊ นจะทาํงานได้อย่างมีประสิทธิภาพก็ต่อเมืÉอขอ้มูลมี
ความสมดุล เมืÉอไรก็ตามทีÉมีขอ้มลูไม่สมดุลเกิดขึÊนการเรียนรู้ของอลักอริทึมทั Éวไปก็จะมีความเอน
เอียงไปทางดา้นขอ้มลูคลาสส่วนมาก ทาํใหเ้กิดการทาํนายผดิพลาดในขอ้มลูคลาสส่วนนอ้ย  
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ลกัษณะของข้อมูลไม่สมดุลทีÉมีอิทธิพลต่อปัญหาการจาํแนกประเภทข้อมูลนัÊ น
(Phung et al., 2009; He and Ghodsi, 2010) สามารถแบ่งออกไดเ้ป็น 3 กลุ่มดว้ยกนั ดงัรายละเอียด
ต่อไปนีÊ  

2.1.1.1 ความไม่สมดุลของการกระจายของกลุ่มขอ้มูลหรืออตัราความไม่สมดุล 
(Imbalance in Class Distribution or Imbalanced Ratio) 
การจําแนกประเภทข้อมูลไม่สมดุลนัÊ น นักวิจัยได้แบ่งกลุ่มของข้อมูล

ออกเป็น 2 กลุ่ม คือ คลาสส่วนน้อยซึÉ งเป็นกลุ่มทีÉมีจาํนวนข้อมูลน้อย และอีกกลุ่มคือ คลาส
ส่วนมากซึÉ งขอ้มูลทีÉอยู่ในกลุ่มนีÊ จะมีจาํนวนตวัอย่างทีÉมากกว่าขอ้มูลทีÉอยู่ในคลาสส่วนน้อยเป็น
จาํนวนมากระดับของความไม่สมดุล (Imbalanced Degree) นัÊ นสามารถแสดงด้วยอตัราส่วน
ระหว่างจาํนวนขอ้มลูของคลาสส่วนมากและจาํนวนขอ้มูลของคลาสส่วนน้อย(Orriols-Puig et al., 
2009; Villar et al., 2011)ดงัสมการทีÉ 2.1 
 

(ܴܫ)	݅ݐܴܽ	݈ܾ݁ܿ݊ܽܽ݉ܫ =
݊௧௬

݊௧௬
 (2.1)

 
โดยทีÉ݊௧௬ คือจาํนวนขอ้มลูของคลาสส่วนมาก 

݊௧௬คือจาํนวนขอ้มลูของคลาสส่วนนอ้ย 
    

จากตวัอยา่งขอ้มลูสงัเคราะห์ทีÉมีลกัษณะการกระจายของขอ้มลูแบบปกติซึÉงมี
จาํนวนขอ้มลู1,500 ตวัอยา่ง และมีคลาสเป้าหมายสองกลุ่มโดยมีอตัราความไม่สมดุลระหว่างขอ้มูล
ของคลาสส่วนมากและขอ้มูลของคลาสส่วนน้อยทีÉแตกต่างกนั ซึÉงสัญลกัษณ์วงกลมสีนํÊ าเงินหรือ 
‘O’ แสดงขอ้มูลคลาสส่วนน้อย และสัญลกัษณ์บวกสีแดง หรือ ‘+’ แสดงขอ้มูลคลาสส่วนมาก
แสดงดงัรูปทีÉ 2.2 
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ก) IR = 10.03 ข) IR = 3.98 

ค) IR = 2.38 ง) IR = 0.98 
 

รูปทีÉ 2.2  แสดงตวัอยา่งขอ้มลูทีÉมีอตัราความไม่สมดุลทีÉแตกต่างกนั 
 
จากรูปทีÉ 2.2 ซึÉงแสดงลกัษณะของขอ้มลูทีÉมีอตัราความไม่สมดุลทีÉแตกต่าง

กนั โดยทีÉค่า IR จะแสดงถึงอตัราส่วนความไม่สมดุลของกลุ่มขอ้มลู ในกรณีทีÉค่า IR = 0.98จะ
หมายถึงขอ้มลูนัÊนมีลกัษณะสมดุลดงัรูปทีÉ 2.2 ง) และในกรณีทีÉค่า IR มีค่าสูง จะหมายถึง ขอ้มลูชุด
นัÊนจะมีอตัราความไม่สมดุลทีÉสูงดงัรูปทีÉ 2.2 ก) 

 
2.1.1.2 การขาดขอ้มลู (Lack of Data) 

ปัญหาหนึÉ งของการเรียนรู้ขอ้มูลไม่สมดุลคือ ปัญหาทีÉเกีÉยวขอ้งกบัการขาด
ขอ้มลูซึÉงจะเกิดขึÊนเมืÉอขอ้มลูตวัอยา่งมีจาํนวนน้อยมาก (Phunget al., 2009) ในการจาํแนกประเภท
ขอ้มูลนัÊนขนาดของข้อมูลตัวอย่างเป็นปัจจยัหนึÉ งทีÉสาํคญัต่อการเรียนรู้เพืÉอนําไปสู่การสร้างตัว
จาํแนกประเภทขอ้มูลทีÉดี การขาดขอ้มูลตวัอย่างจะส่งผลกระทบต่อการคน้หารูปแบบของโมเดล
ของกลุ่มขอ้มลูซึÉงทาํใหก้ารคน้หารูปแบบของโมเดลเป็นไปไดย้ากจากรูปทีÉ 2.3 แสดงปัญหาทีÉจะ
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สามารถเกิดขึÊนไดจ้ากการขาดขอ้มลู โดยรูปทีÉ 2.3 ก) เสน้ประจะหมายถึงขอบเขตการตดัสินใจซึÉง
จะไดม้าเมืÉอมีขอ้มลูทีÉมากพอสาํหรับการเรียนรู้ เช่นเดียวกนักบัรูปทีÉ 2.3 ข) ทีÉแสดงผลลพัธที์Éไดจ้าก
การเรียนรู้ด้วยข้อมูลทีÉมีจาํนวนน้อยเมืÉอข้อมูลมีจาํนวนมากพอจะทาํให้ขอบเขตการตัดสินใจ
ใกลเ้คียงกบัขอบเขตการตัดสินใจทีÉแทจ้ริงทีÉเป็นเส้นทึบ แต่ถา้ขอ้มูลมีจาํนวนน้อยมาก จะทาํให้
ขอบเขตการตัดสินใจห่างจากขอบเขตการตัดสินใจทีÉแท้จริงทําให้เกิดความผิดพลาดในการ
ตดัสินใจซึÉงตรงกบัความจริงทีÉว่าเมืÉอขนาดของขอ้มูลทีÉใชส้าํหรับเรียนรู้มีขนาดทีÉมากพอจะทาํให้
ความผดิพลาดทีÉเกิดจากการเรียนรู้ของขอ้มลูไม่สมดุลลดลง  
 

  
ก)ขอ้มลูทีÉเพียงพอต่อการเรียนรู้ ข)ขอ้มลูทีÉไม่เพียงพอต่อการเรียนรู้ 

 
รูปทีÉ 2.3  แสดงผลกระทบของการขาดขอ้มลูในปัญหาขอ้มลูไม่สมดุล(Phunget al., 2009) 

 
2.1.1.3 อตัราการซอ้นทบัของกลุ่มขอ้มลู (Overlapping Ratio between Classes) 

การซอ้นทบักนัของขอ้มลู หมายถึง ตวัอยา่งขอ้มูลของทัÊ งสองคลาสมีการใช้
พืÊนทีÉร่วมกนัการซอ้นทบักนัของขอ้มลูนัÊนเป็นปัญหาหนึÉ งทีÉยากต่อการจาํแนกประเภทขอ้มูล และ
เมืÉอขอ้มูลทีÉมีการซอ้นทับกนัเกิดร่วมกบัขอ้มูลไม่สมดุลก็จะส่งผลให้การจาํแนกประเภทมีความ
ซบัซอ้นมากยิ ÉงขึÊน (Xing et al., 2010) 

ลกัษณะของขอ้มูลไม่สมดุลทีÉไม่มีการซ้อนทบัและซ้อนทบักนัของข้อมูล 
แสดงดังรูปทีÉ 2.4ก) และ 2.4 ข) ตามลาํดับ ซึÉ งตัวอย่างข้อมูลของคลาสส่วนน้อยแสดงด้วย
เครืÉองหมายวงกลมสีนํÊ าเงิน ‘O’ และตวัอยา่งคลาสส่วนมากแสดงดว้ยเครืÉองหมายบวกสีแดง ‘+’  
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ก) ขอ้มลูไม่มีการซอ้นทบั ข) ขอ้มลูมีการซอ้นทบั 
 

รูปทีÉ 2.4แสดงตวัอยา่งการซอ้นทบัและไม่ซอ้นทบักนัของขอ้มลูไม่สมดุล 
 

สาํหรับเครืÉองมือทีÉใชใ้นการวดัระดบัการซอ้นทบัของกลุ่มขอ้มูลนัÊนมีหลาย
ตวัวดั หนึÉงในเครืÉองมือทีÉไดรั้บความนิยม คือ TheFisher’s Discriminant Ratio (F1) (Luengo et al., 
2009) ซึÉงอตัราการซอ้นทบักนัของกลุ่มขอ้มูลจะพิจารณาจากค่าเฉลีÉย (ߤ) และค่าความแปรปรวน 
 ของแต่ละกลุ่มขอ้มลูดงันัÊนค่า F1 ของแต่ละมิติแสดงดงัสมการทีÉ 2.2 (ଶߪ)
 

݂ =
௧௬ߤ) − ௧௬)ଶߤ

௧௬ߪ)
ଶ + ௧௬ߪ

ଶ )
 (2.2)

    
โดยทีÉ 

݂คือFisher’s Discriminant Ratio ของมิติทีÉ ݅ 
௧௬ߤ , ௧௬ߤ คือ ค่าเฉลีÉยของขอ้มูลของคลาสส่วนน้อย และ

ค่าเฉลีÉยของขอ้มลูของคลาสส่วนมากของมิติทีÉ ݅ตามลาํดบั 
௧௬ߪ
ଶ , ௧௬ߪ

ଶ  คือ ค่าความแปรปรวนของขอ้มลูของคลาสส่วน
นอ้ย และค่าความแปรปรวนของขอ้มลูของคลาสส่วนมากของมิติทีÉ ݅ตามลาํดบั 

ค่ามากทีÉสุดของ F1 เมืÉอพิจารณาทุกมิติหรือMaximum Fisher’s Discriminant 
Ratio (maxF) นัÊนจะแสดงให้เห็นถึงอตัราการซอ้นทบัของกลุ่มขอ้มูล ดงันัÊนถา้maxF มีค่าน้อยจะ
แสดงถึงอตัราการซอ้นทบัของกลุ่มขอ้มลูของชุดขอ้มลูทีÉสูง และในทางกลบักนัถา้maxFมีค่ามากจะ
แสดงใหเ้ห็นถึงอตัราการซอ้นทบักนัของกลุ่มขอ้มลูของชุดขอ้มลูทีÉต ํÉา 

พืÊนทีÉทีÉ

ซ้อนทับกัน 
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ก) ขอ้มลูชุดทีÉ 1 มี maxF = 1.27 ข) ขอ้มลูชุดทีÉ 2 มี maxF = 4.88 
 

รูปทีÉ 2.5แสดงตวัอยา่งขอ้มลูไม่สมดุลทีÉมีอตัราการซอ้นทบักนัทีÉแตกต่างกนั 
 

จากรูปทีÉ 2.5 ซึÉงแสดงการซอ้นทบักนัของกลุ่มขอ้มูลไม่สมดุล เมืÉอพิจารณา
ค่า maxF จะพบว่า รูป 2.5 ก) มีค่า maxF ทีÉ 1.27 ซึÉงตํÉากว่ารูปทีÉ 2.5 ข) ทีÉมีค่า maxF เป็น 4.88 ดงันัÊน 
ขอ้มลูทัÊงสองกลุ่มของรูป 2.5 ก) จะมีการใชพื้ÊนทีÉร่วมกนัมากกว่ารูปทีÉ 2.5 ข) 

 
2.1.2วิธีการแกปั้ญหาขอ้มลูไม่สมดุล 

ปัญหาขอ้มูลไม่สมดุลเป็นปัญหาทีÉนักวิจัยให้ความสนใจเป็นอย่างมาก ซึÉงนักวิจัย
เหล่านัÊนไดน้าํเสนอเทคนิควิธีการต่าง ๆ เพืÉอนาํมาใชส้าํหรับแกปั้ญหานีÊ (López et al., 2012)วิธีการ
ทีÉนาํเสนอนัÊนไดท้าํการแบ่งออกเป็น 3ระดบั คือ การแกปั้ญหาขอ้มูลไม่สมดุลทีÉระดบัขอ้มูล (Data 
Level Solutions) การแกปั้ญหาขอ้มลูไม่สมดุลทีÉระดบัขัÊนตอนวิธีการ (Algorithmic LevelSolutions) 
และการแก้ปัญหาข้อมูลไม่สมดุลด้วยการเรียนรู้แบบมีค่าใช้จ่ายซึÉ งทัÊ งสามระดับนีÊ มีเป้าหมาย
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เดียวกนั คือ เพืÉอเพิÉมประสิทธิภาพและความแม่นยาํในการจาํแนกประเภทขอ้มูลของทัÊ งสองคลาส 
สาํหรับงานวิจยันีÊ จะใหค้วามสาํคญักบัคลาสส่วนนอ้ยมากกว่าคลาสส่วนมาก โดยมีรายละเอียดดงันีÊ  

2.1.2.1 การแกปั้ญหาระดบัขอ้มลู 
เป็นการแกปั้ญหาในขัÊนตอนก่อนการประมวลผล (Preprocessing Stage) ซึÉง

จะเกีÉยวขอ้งกบัขอ้มลูโดยตรง โดยจะปรับขอ้มลูทีÉไม่สมดุลใหก้ลายเป็นขอ้มลูสมดุลดว้ยเทคนิคการ
สุ่มเลือกขอ้มูล (DataSampling Technique)ซึÉงเทคนิคการสุ่มเลือกขอ้มูลทีÉไดรั้บความนิยมจะแบ่ง
ออกเป็น  3 กลุ่ม คือ 

1) วิธีสุ่มเกิน เป็นการเพิÉมจาํนวนขอ้มลูทีÉอยูใ่นคลาสส่วนน้อยให้มีจาํนวน
ใกลเ้คียงหรือเท่ากับจาํนวนขอ้มูลทีÉอยู่ในคลาสส่วนมาก ซึÉงการเพิÉม
ขอ้มูลนัÊนจะเพิÉมโดยการสุ่มเลือกจากขอ้มูลเดิม หรือสร้างขึÊนมาใหม่
จากตัวอย่างทีÉมีอยู่ วิธีการสุ่มเกินทีÉได้รับความนิยม เช่น Synthetic 
Minority Oversampling TEchnique(SMOTE)(Chawla et al., 
2002)Borderline-SMOTE (Han et al., 2005)เป็นตน้ 

2) วิธีสุ่มลด เป็นการลดจาํนวนขอ้มูลทีÉอยู่ในคลาสส่วนมากให้มีจาํนวน
ใกลเ้คียงหรือเท่ากบัจาํนวนขอ้มลูทีÉอยูใ่นคลาสส่วนนอ้ยวิธีการสุ่มลดทีÉ
รู้จกักนัดี เช่น Wilson’s edited nearest neighbor (ENN) (Wilson,1972) 
ซึÉงจะเอาตวัอยา่งทีÉอยูใ่นคลาสส่วนมากออกโดยจะเอาออก 2 ใน 3 ของ
เพืÉอนบา้นทีÉใกลเ้คียง และ The One-Sided Selection (OSS) เป็นตน้ 

3) วิธีผสมผสาน (HybridMethods)เป็นวิธีการทีÉนาํเทคนิควิธีสุ่มเกิน และ 
วิธีสุ่มลดมาทาํงานร่วมกนั เช่น การนําเทคนิค SMOTE มาใชร่้วมกับ
เทคนิค ENN กลายเป็นเทคนิค SMOTE-ENN (Batista et al., 2004b)
หรือ นาํเทคนิค SMOTE มาใชร่้วมกบัเทคนิคTomekLinks กลายเป็น 
SMOTE+TomekLinks (Batista et al., 2004a)เป็นตน้ 

 
นกัวิจยัไดน้าํเทคนิคการสุ่มเลือกขอ้มลูมาใชเ้พืÉอปรับขอ้มูลให้มีความสมดุล

หลงัจากนัÊนจะนาํขอ้มลูทีÉสมดุลนัÊนไปทาํงานร่วมกบัเทคนิควิธีอืÉน ๆ ซึÉงจะเห็นไดจ้ากงานวิจยัของ 
Qian et al. (2014) ทีÉไดท้าํการเพิÉมขอ้มลูทีÉอยูใ่นคลาสส่วนนอ้ยดว้ยวิธีสุ่มเกิน และลดขอ้มูลทีÉอยู่ใน
คลาสส่วนมากดว้ยวิธีการสุ่มลด โดยทีÉอตัราการสุ่มเลือกจะกาํหนดดว้ยอตัราส่วนของจาํนวนขอ้มลู
กลุ่มนอ้ยและจาํนวนขอ้มลูกลุ่มมาก หลงัจากนัÊนจะนาํขอ้มูลทีÉมีความสมดุลไปทาํการการจาํแนก
ประเภทขอ้มูลดว้ยวิธีการเรียนรู้ร่วมกนัแบบแบ็กกิง และงานวิจยัของ Dubey et al. (2014) ซึÉงนาํ
เทคนิคการสุ่มเลือกขอ้มูลทัÊ งแบบสุ่มเกิน สุ่มลด และวิธีผสมผสานมาใชง้านร่วมกบัเทคนิคการ
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เรียนรู้ร่วมกันและการคัดเลือกคุณลกัษณะ (Feature Selection) ด้วยชุดข้อมูลโรคอลัไซเมอร์ 
(Alzheimer's Disease) เป็นตน้ 

2.1.2.2 การแกปั้ญหาระดบัขัÊนตอนวิธีการ  
เป็นการแกปั้ญหาโดยการปรับการเรียนรู้ของอลักอริทึมมาตรฐานสาํหรับ

การจาํแนกประเภทขอ้มลูทีÉมีอยูเ่ดิมให้สามารถเรียนรู้ขอ้มูลไม่สมดุลโดยให้มีการเอนเอียงไปทาง
ขอ้มลูของคลาสกลุ่มนอ้ย 

2.1.2.3 การแกปั้ญหาดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้าย 
เป็นวิธีการแกปั้ญหาทีÉนาํทัÊงการแกปั้ญหาทีÉระดบัขอ้มลู และระดบัอลักอริทึม

มาทาํงานร่วมกัน โดยทีÉระดบัขอ้มูลจะทาํการเพิÉมค่าใช้จ่าย (Cost) ทีÉพิเศษสาํหรับกรณีทีÉมีการ
จาํแนกประเภทผดิพลาด และทีÉระดบัอลักอริทึมจะทาํการปรับการเรียนรู้ของอลักอริทึมมาตรฐาน
ใหส้อดคลอ้งกบัการจาํแนกประเภทขอ้มลูผดิพลาด  
 

2.2 วธีิการเรียนรู้ร่วมกัน 

การจาํแนกประเภทข้อมูลดว้ยโมเดลเดียวนัÊนถึงแมจ้ะให้ประสิทธิภาพในการจาํแนกทีÉ
แม่นยาํแต่ก็ประสบปัญหาในส่วนของการกาํหนดกลุ่มของขอ้มลูทีÉใชใ้นการเรียนรู้ และพารามิเตอร์
ทีÉแน่นอนตายตวัมากเกินไปซึÉงส่งผลให้เกิดความเอนเอียงขึÊนได ้ดงันัÊนวิธีการหนึÉ งทีÉไดรั้บความ
นิยมในการนาํมาใชเ้พืÉอลดค่าความเอนเอียงทีÉเกิดขึÊน คือ การนาํวิธีการเรียนรู้ร่วมกนัเขา้มาช่วยใน
การตดัสินใจ ซึÉงประสิทธิภาพของวิธีการเรียนรู้ร่วมกนันีÊ จะขึÊนอยู่กบัความหลากหลายและความ
แม่นยาํของตวัแทนทีÉนาํมาใชใ้นการจาํแนกประเภทขอ้มลู 

ในการเรียนรู้ของโมเดลทีÉนาํวิธีการเรียนรู้ร่วมกนัมาใชใ้นการจาํแนกประเภทขอ้มูลนัÊ น
(Polikar, 2006) จะมีการนาํตวัจาํแนกประเภทขอ้มลูหลาย ๆ ตวั (Multiple Classifiers) เขา้มาเรียนรู้
ดว้ยชุดขอ้มลูเริÉ มตน้ (Original Data Set) ผลทีÉไดจ้ากการทาํนายจะนาํมารวมกนัเพืÉอนาํไปจาํแนก
ประเภทขอ้มลูทีÉไม่เคยเห็นมาก่อน สาํหรับงานวิจยันีÊ จะใชต้วัจาํแนกประเภทชนิดเดียวกนั ลกัษณะ
การทาํงานพืÊนฐานของวิธีการเรียนรู้ร่วมกนันัÊนแสดงดงัรูปทีÉ 2.6 
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รูปทีÉ 2.6แสดงลกัษณะการทาํงานพืÊนฐานของวิธีการเรียนรู้ร่วมกนั 
 (Thalor andPatil, 2014) 

 
วิธีการเรียนรู้ร่วมกนัแบ่งออกเป็น 3ประเภท (Skurichina and Duin , 2002) ดงันีÊ  
2.2.1 วิธีการบูสตติ์ง 

วิธีการบูสต์ติง(Freund andSchapire, 1996) เป็นการสร้างโมเดลจาํแนกประเภท
ขอ้มูลหลายโมเดล ซึÉงแต่ละโมเดลจะมีค่าถ่วงนํÊ าหนัก(Weight) เพิÉมเขา้มา โดยค่าถ่วงนํÊ าหนักนีÊ
ไดม้าจากความแม่นยาํของการเรียนรู้บนชุดขอ้มลู สาํหรับคาํตอบสุดทา้ยของการทาํงานดว้ยวิธีการ
บูสตติ์งนัÊน จะใชว้ิธีการโหวตแบบถ่วงนํÊ าหนักแลว้กาํหนดกลุ่มให้ขอ้มูลใหม่ดว้ยผลโหวตทีÉมาก
ทีÉสุด(Majority Voting) ตวัอยา่งอลักอริทึมทีÉไดรั้บความนิยม เช่น AdaBoost 

วิธีการบูสต์ติงได้รับการปรับปรุงเพืÉอนํามาใช้สําหรับแก้ไขปัญหากลุ่มข้อมูลมี
จาํนวนนอ้ย ตวัอยา่งอลักอริทึมของวิธีการบูสต์ติงทีÉนาํมาใชเ้พืÉอแกไ้ขปัญหาขอ้มูลไม่สมดุล เช่น 
SMOTEBoost (Chawla et al., 2002) DataBoostp-IM และ Cost-Sensitive Boosting  
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ขัÊนตอนการทาํงานของวิธีการบูสตติ์งดว้ยอลักอริทึม AdaBoost มีดงัต่อไปนีÊ  
 

1. กาํหนดนํÊ าหนักให้กบัขอ้มูลทุกตวัดว้ยค่า  ݓ = 1/ܰ		(݅ = 1. . ܰ) // Nคือ จาํนวน
ขอ้มลู 

2. สาํหรับการเรียนรู้ รอบทีÉ m  โดยทีÉ m เริÉมตน้ทีÉ 1 ถึง M       // M คือ จาํนวนรอบทัÊงหมด 
a. สุ่มเลือกขอ้มลูแบบใส่คืน (Bootstrap with Replacement) สาํหรับ Sm 
b. ทาํการเรียนรู้ด้วยตัวจาํแนกประเภทข้อมูล Cmกับชุดข้อมูล Smด้วยนํÊ าหนัก

ปัจจุบนั 

c. คาํนวณค่าความผดิพลาดของนํÊ าหนกั ݁ݎݎ = ∑௪ของขอ้มูลทีÉทาํนายผดิคลาส
∑ ௪
ಿ


 

 
d. คาํนวณนํÊ าหนกัของตวัจาํแนกประเภทขอ้มลู				ߙ =	 ଵ

ଶ
log	(ଵି


) 

 
e. สาํหรับขอ้มลูทุกตวัทีÉทาํนายถกูคลาส 				݁			:	ݓ ← ݁ିఈݓ  
f. สาํหรับขอ้มลูทุกตวัทีÉทาํนายผดิคลาส 				݁			:	ݓ ← ݁ఈݓ  
g. ทาํการแปลงขอ้มลู (Normalization)นํÊ าหนกั ݓโดยใหผ้ลรวมมีค่าเขา้ใกล ้1 

3. สาํหรับการทดสอบของแต่ละขอ้มลู 
a. ทดสอบกบัทุกตวัจาํแนกขอ้มลู Cm 
b. ทาํนายคลาสเป้าหมายดว้ยวิธีการโหวตแบบถ่วงนํÊ าหนักแลว้กาํหนดกลุ่มให้

ขอ้มลูใหม่ดว้ยผลโหวตทีÉมากทีÉสุด 
 

2.2.2 วิธีการแบ็กกิง 
วิธีการแบ็กกิง(Breiman, 1996) เป็นการสร้างโมเดลจาํแนกประเภทหลายโมเดล และ

แต่ละโมเดลจะเรียนรู้ดว้ยชุดขอ้มลูทีÉแตกต่างกนั แต่จะใชอ้ลักอริทึมเดียวกนัในการสร้างโมเดล ซึÉง
อลักอริทึมแบ็กกิงจะช่วยปรับปรุงประสิทธิภาพของการจาํแนกประเภทขอ้มูลส่งผลให้ทาํนายได้
แม่นยาํมากขึÊน เมืÉอทาํงานเสร็จสิÊนวิธีการแบ็กกิงจะนับผลโหวตซึÉงไดม้าจากโมเดลทัÊ งหมด แลว้
กาํหนดกลุ่มใหข้อ้มลูใหม่ดว้ยผลโหวตทีÉมากทีÉสุดสาํหรับวิธีการแบ็กกิงทีÉนาํมาใชใ้นการแกปั้ญหา
ขอ้มูลนัÊนจะเป็นการนําวิธีการนีÊ มาทาํงานร่วมกบัการสุ่มขอ้มูลเช่น underBagging, overBagging
และ SMOTEBagging เป็นตน้ 
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ขัÊนตอนการทาํงานของวิธีการแบ็กกิงมีดงัต่อไปนีÊ  
 

1. สาํหรับการเรียนรู้ รอบทีÉ m  โดยทีÉ m เริÉมตน้ทีÉ 1 ถึง M       // M คือ จาํนวนรอบทัÊงหมด 
a. สุ่มเลือกขอ้มลูแบบใส่คืน (Bootstrap with Replacement) สาํหรับ Sm 
b. ทาํการเรียนรู้ดว้ยตวัจาํแนกขอ้มลู Cmกบัชุดขอ้มลู Sm 

2. สาํหรับการทดสอบของแต่ละขอ้มลู 
a. ทดสอบกบัทุกตวัจาํแนกขอ้มลู Cm 
b. ทาํนายคลาสเป้าหมายดว้ยผลโหวตทีÉมากทีÉสุด 

 
2.2.3 วิธีการสุ่มเลือกสบัสเปซ (Random Subspace Method) 

วิธีการสุ่มเลือกสับสเปซ หรือเรียกอีกอย่างหนึÉ งว่า Attribute Bagging (Bryll, 2003)
เป็นตวัจาํแนกประเภทขอ้มลูทีÉมีการเรียนรู้ร่วมกนั โดยจะประกอบดว้ยตวัจาํแนกประเภทขอ้มูลทีÉ
มากมายและการทาํนายคลาสทีÉได้จะขึÊ นอยู่กบัตวัจาํแนกประเภทขอ้มูลเหล่านีÊ  วิธีการสุ่มเลือก
สับสเปซมีลกัษณะทั Éวไปเป็นอลักอริทึมกลุ่มของตน้ไมต้ดัสินใจ (Random Forest)ในขณะทีÉกลุ่ม
ของต้นไมต้ัดสินใจจะประกอบด้วยอลักอริทึมตน้ไมต้ัดสินใจ วิธีการสุ่มเลือกสับสเปซจะถูก
นําไปใช้ในการจาํแนกประเภทข้อมูลเชิงเส้น ซัพพอร์ตเวกเตอร์แมชชีน การหาเพืÉอนบ้านทีÉ
ใกลเ้คียง (Nearest Neighbors) และการจาํแนกประเภทขอ้มลูชนิดอืÉน ๆ ซึÉงเทคนิคนีÊ จะมีการนาํไป
ประยกุตใ์ชก้บัการจาํแนกประเภทขอ้มลูทีÉมีคลาสเป้าหมายเพียงคลาสเดียว (One Class Classifiers) 
(Cheplyginaand Tax, 2011;Nanni, 2006) 
 

ขัÊนตอนการทาํงานของวิธีการสุ่มเลือกสบัสเปซ มีดงัต่อไปนีÊ  
 

1. สาํหรับการเรียนรู้ รอบทีÉ m  โดยทีÉ m เริÉมตน้ทีÉ 1 ถึง M       // M คือ จาํนวนรอบทัÊงหมด 
a. กาํหนดให ้N เป็นจาํนวนของขอ้มลูฝึกสอน และ D เป็นจาํนวนของคุณลกัษณะ 

(Attributes) ของขอ้มลูฝึกสอน 
b. กาํหนดให ้L เป็นจาํนวนของตวัจาํแนกประเภทขอ้มูล (Classifiers) ทีÉนาํมาใช้

สาํหรับการเรียนรู้ร่วมกนั 
c. กาํหนดให ้I เป็นตวัจาํแนกประเภทขอ้มลูแต่ละตวัทีÉมีขอ้มูลเขา้เป็น d_I  โดยทีÉ 

d_I < D และจาํนวน d_I ของตวัจาํแนกประเภทขอ้มลูแต่ละตวัทีÉนอ้ยสุด คือ 1 
d. สร้างขอ้มลูฝึกสอนสาํหรับตวัจาํแนกประเภทขอ้มลูแต่ละตวัโดยการสุ่มเลือก 
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d_I จาก D แบบไม่ใส่คืนเมืÉอสร้างเสร็จแลว้ก็ทาํการฝึกสอนตวัจาํแนกประเภท
ขอ้มลู 

2. สาํหรับการทดสอบของแต่ละขอ้มลู 
a. ทดสอบกบัทุกตวัจาํแนกขอ้มลู Cm 
b. ทาํนายคลาสเป้าหมายดว้ยผลโหวตทีÉมากทีÉสุดหรือจากความน่าจะเป็นทีÉเกิดขึÊน

ภายหลงั (Posterior Probabilities) 

 

2.3 การจาํแนกประเภทข้อมูล 

การจาํแนกประเภทขอ้มูล(Han and Kamber,  2006 ) เป็นเทคนิคหนึÉ งของงานทางดา้น
เหมืองขอ้มูลซึÉงจะทาํการจาํแนกประเภทหรือคลาสจากขอ้มูลขนาดใหญ่ทีÉมีหลายคลาส ในการ
จาํแนกประเภทขอ้มูลนัÊ นจะทาํการจาํแนกประเภทข้อมูลออกอย่างชัดเจนด้วยการสร้างโมเดล
จาํแนกประเภทข้อมูลให้อยู่ในกลุ่มทีÉกาํหนดมา โดยจะทําการสร้างกฎขึÊ นมาเพืÉอช่วยในการ
ตดัสินใจจากขอ้มลูทีÉมีอยู ่เพืÉอนาํไปใชใ้นการจาํแนกประเภทหรือทาํนายกลุ่มของขอ้มลูใหม่ซึÉงเป็น
ขอ้มลูทีÉไม่เคยเรียนรู้หรือขอ้มลูทีÉจะเกิดขึÊนในอนาคต (Unseen Data)  

ตัวอย่างเช่น การดูคุณสมบัติของบุคคลทีÉจะก่อหนีÊ ดีหรือหนีÊ เสีย เพืÉอนํามาใช้ในการ
พิจารณาอนุมติัสินเชืÉอ ซึÉงแต่ละแถวของขอ้มลู (Record) จะประกอบดว้ยเงินเดือน อายุ ประวติัการ
ชาํระสินเชืÉอและการชาํระบตัรเครดิต(ชาํระปกติ ผดินดัชาํระ) ของแต่ละบุคคลจากสถาบนัการเงิน
แหล่งต่าง ๆ แลว้นาํขอ้มูลทีÉมีอยู่เหล่านัÊนมาใชว้ิเคราะห์คุณสมบติัว่าควรพิจารณาอนุมติัสินเชืÉอ
ใหก้บัลกูคา้รายใหม่หรือไม่ 
 

2.4 การเรียนรู้ต้นไม้ตดัสินใจ 

การเรียนรู้ตน้ไมต้ดัสินใจ (Quinlan,  1986) เป็นการเรียนรู้ทีÉมีการแทนความรู้ดว้ยรูปแบบ
ของตน้ไมต้ดัสินใจซึÉงจะมีการนาํไปใชจ้าํแนกประเภทของขอ้มลูลกัษณะโครงสร้างจะคลา้ยตน้ไม้
กลบัหวัทีÉมีรากอยู่ดา้นบนและใบอยู่ดา้นล่างสุด ภายในตน้ไมจ้ะประกอบดว้ยโหนด (Node) เส้น
เชืÉอมโยง และใบ โหนดทีÉอยูบ่นสุดของตน้ไมจ้ะเรียกว่า โหนดราก (Root Node) ซึÉงโหนดเหล่านัÊน
จะแสดงใหเ้ห็นถึงการตดัสินใจบนขอ้มลูดว้ยคุณลกัษณะต่าง ๆ เสน้เชืÉอมโยงจะแสดงการเชืÉอมโยง
จากโหนดหนึÉงไปยงัโหนดหนึÉง หรือจากโหนดไปยงัใบ โดยจาํนวนเสน้เชืÉอมโยงจะเท่ากบัจาํนวน
ค่าทีÉเป็นไปได้ทัÊ งหมดของคุณลกัษณะทีÉเป็นโหนด ซึÉงค่าทีÉเป็นไปได้จะปรากฏบนเส้นเชืÉอมโยง 
และใบแสดงถึงกลุ่มของขอ้มลู (Class) หรือผลลพัธที์Éไดจ้ากการทาํนาย 
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ตวัอยา่งขอ้มลูสาํหรับใชใ้นการทาํนายว่าลกูคา้ทีÉมีคุณลกัษณะเช่นไรทีÉมีความสนใจจะซืÊอ
คอมพิวเตอร์ รายละเอียดข้อมูลดังตารางทีÉ 2.1 โดยมีคอลัมน์ Buys เป็นคุณลักษณะทีÉเป็น
จุดมุ่งหมายในการทาํการจาํแนกประเภทขอ้มลู และคอลมัน์ทีÉเหลือจะเป็นคอลมัน์ทีÉใชป้ระกอบใน
การคน้หารูปแบบของลูกคา้ทีÉจะซืÊอคอมพิวเตอร์ (Buys  =  “Yes”)นาํขอ้มูลเหล่านีÊ ไปหารูปแบบ 
(Pattern) ทีÉสามารถบอกลกัษณะของลกูคา้ทีÉสนใจจะซืÊอคอมพิวเตอร์จากนัÊนนาํรูปแบบทีÉได้ไปใช้
กบัลกูคา้รายอืÉน ๆ เพืÉอทาํนายว่า ลกูคา้รายนัÊนมีความสนใจจะซืÊอคอมพิวเตอร์หรือไม่ การจาํแนก
ประเภทขอ้มลูดว้ยอลักอริทึมตน้ไมต้ดัสินใจ รูปแบบทีÉไดแ้สดงดงัรูปทีÉ 2.7โดยโหนดทีÉแสดงดว้ย
รูปวงรีจะหมายถึงการทดสอบค่าทีÉไปเป็นไปไดข้องคุณลกัษณะนัÊน ๆ เสน้เชืÉอมโยงซึÉงเป็นเส้นตรง
จะบอกค่าของคุณลกัษณะ และใบทีÉแทนดว้ยรูปสีÉเหลีÉยมจะแสดงการจาํแนกของข้อมูล ซึÉงเป็น
ผลลพัธว์่าจะซืÊอ (Yes) หรือไม่ซืÊอคอมพิวเตอร์ (No) 

 
ตารางทีÉ 2.1 แสดงตวัอยา่งขอ้มลูลกูคา้ทีÉมีความสนใจจะซืÊอคอมพิวเตอร์ 

Age Income Credit_Rating Buys 
30 High Fair No 
30 High Excellent No 
39 High Fair Yes 
42 Medium Fair Yes 
42 Low Fair Yes 
42 Low Excellent No 
39 Low Excellent Yes 
30 Medium Fair No 
30 Low Fair Yes 
42 Medium Fair Yes 
30 Medium Excellent Yes 
39 Medium Excellent Yes 
39 High Fair Yes 
42 Medium Excellent No 
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รูปทีÉ 2.7แสดงตวัอยา่งตน้ไมต้ดัสินใจทีÉใชต้ดัสินใจซืÊอคอมพิวเตอร์ 
 

จากรูป 2.6สามารถแปลงใหอ้ยูใ่นรูปของกฏ IF_THEN rules ไดด้งันีÊ  
IF (Credit_Rating = Fair) and (Age <= 30) THEN (Buys = No) 
IF (Credit_Rating = Fair) and (Age > 30) THEN (Buys = Yes) 
IF (Credit_Rating = Excellent) and (Age <= 39) THEN (Buys = Yes) 
IF (Credit_Rating = Excellent) and (Age > 39)    THEN (Buys = No) 
 

2.5 การเรียนรู้แบบมีค่าใช้จ่าย 

ในงานหลาย ๆ ด้าน เช่น การวินิจฉัยทางด้านการแพทย ์การตรวจสอบการทุจริต การ
ป้องกนัการบุกรุกของเครือข่าย หรือการจดัการความเสีÉยง งานเหล่านีÊลว้นแลว้แต่ใหค้วามสาํคญักบั
ขอ้มูลของเหตุการณ์ทีÉเกิดขึÊ นเพียงน้อยครัÊ ง เมืÉอพิจารณาจาํนวนขอ้มูลของงานเหล่านีÊ จะพบว่า
จาํนวนขอ้มลูของเหตุการณ์ทีÉใหค้วามสาํคญัจะมีจาํนวนขอ้มลูทีÉนอ้ยมากเมืÉอเทียบกบัจาํนวนขอ้มูล
ของเหตุการณ์ทีÉไม่ใหค้วามสาํคญั เมืÉอมีการนาํขอ้มลูเหล่านีÊ ไปทาํการจาํแนกประเภทขอ้มลู ผลลพัธ์
ทีÉไดจ้ะส่งผลใหข้อ้มลูของเหตุการณ์ทีÉให้ความสาํคญัเกิดการทาํนายผิดพลาดในขณะทีÉขอ้มูลของ
เหตุการณ์ทีÉไม่ให้ความสาํคญัจะมีการจาํแนกประเภทขอ้มูลทีÉถูกตอ้ง ทัÊ งนีÊ เนืÉองจากอลักอริทึมทีÉ
นาํมาใชใ้นการเรียนรู้โดยทั ÉวไปนัÊนจะกาํหนดค่าความผิดพลาดทีÉเกิดจากการทาํนายผิดให้มีค่า
เท่ากนัและจะปฏิเสธความแตกต่างระหว่างประเภทของความผิดพลาด (Type of Error) ดงันัÊนเพืÉอ
แกปั้ญหาการจาํแนกประเภทขอ้มลูไม่สมดุลนีÊ จึงไดมี้การนาํเทคนิคการเรียนรู้แบบมีค่าใชจ่้ายเขา้มา
ใชแ้ทนการปรับความสมดุลของขอ้มลูไม่สมดุลดว้ยวิธีการสุ่มเลือกขอ้มลูโดยจะทาํการสร้างตาราง
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ค่าใชจ่้าย (Cost Matrix) ทีÉมีค่าใชจ่้ายทีÉแตกต่างกนั ซึÉงค่าใชจ่้ายในทีÉนีÊ จะหมายถึง ค่าใชจ่้ายทีÉเกิดจาก
การจาํแนกผดิกลุ่ม (Misclassification Cost) โดยจะนาํค่าใชจ่้ายไปพิจารณาในขัÊนตอนของการสร้าง
โมเดลและทาํการสร้างตวัจาํแนกขอ้มลูโดยใหมี้ค่าใชจ่้ายทีÉต ํÉาทีÉสุด 

กาํหนดให้ C(i,j)หมายถึงค่าใชจ่้ายของการประมาณค่าตัวอย่างจากคลาส iไปยงัคลาส j 
สาํหรับปัญหาการจาํแนกประเภทขอ้มลู 2 กลุ่มแสดงดงัตารางทีÉ 2.2โดยทีÉ 

C(0,0)และ C(1,1)จะหมายถึง ค่าใชจ่้ายทีÉเกิดจากการทาํนายทีÉถูกกลุ่มของคลาสส่วนมาก 
และคลาสส่วนนอ้ยตามลาํดบั จะกาํหนดใหเ้ป็น 0 

C(0,1)หมายถึง ค่าใชจ่้ายทีÉเกิดจากการทาํนายผิดคลาส คือ ขอ้มูลเป็นคลาสส่วนมาก แต่
ทาํนายเป็นคลาสส่วนนอ้ย จะกาํหนดใหเ้ป็น 1 

C(1,0)หมายถึง ค่าใชจ่้ายทีÉเกิดจากการทาํนายผิดคลาส คือ ขอ้มูลเป็นคลาสส่วนน้อย แต่
ทาํนายเป็นคลาสส่วนมากจะกาํหนดใหเ้ป็นค่าใด ๆ ทีÉมากกว่า C(0,1)หรือ Cminority> Cmajority 
 
ตารางทีÉ 2.2 แสดงตารางค่าใชจ่้ายสาํหรับการจาํแนกประเภทขอ้มลู 2 กลุ่ม 
 Predicted 
Actual Majority Class Minority Class 
Majority Class C(0,0) = 0 C(0,1) = Cmajority = 1 

Minority Class C(1,0) = Cminority C(1,1) = 0 

 

2.6 การสุ่มเลือกตวัอย่างแบบชัÊนภูม(ิStratified Random Sampling) 

การสุ่มตวัอยา่งแบบชัÊนภูมิเป็นเทคนิคหนึÉงของการสุ่มเลือกขอ้มูลตวัอย่างทีÉใชค้วามน่าจะ
เป็น (Probability Sampling) โดยทีÉขอ้มลูประชากรทุกตวัมีโอกาสเท่าเทียมกนัทีÉจะเป็นตวัแทนทีÉดี
ของขอ้มลูตวัอยา่งทีÉจะนาํไปใชใ้นงานวิจยัสาํหรับการสุ่มตวัอยา่งแบบชัÊนภูมินัÊนจะทาํการสุ่มเลือก
ขอ้มลูตวัอยา่งจากขอ้มลูประชากรทัÊงหมดซึÉงเป็นขอ้มลูทีÉมีลกัษณะความแตกต่างระหว่างหน่วยสุ่ม
ทีÉชดัเจนสามารถทีÉจะจาํแนกออกเป็นชัÊนภูมิ (Stratum) ได ้ซึÉงขอ้มลูตวัอยา่งทีÉถกูจาํแนกออกเป็นชัÊน
ภูมินัÊนจะมีลกัษณะทีÉแตกต่างกนัแต่ขอ้มลูตวัอยา่งทีÉอยูใ่นชัÊนภูมิเดียวกนัจะมีลกัษณะทีÉคลา้ยกนั ใน
การสุ่มเลือกนัÊ นจะทาํการสุ่มเลือกข้อมูลตัวอย่างจากแต่ละชัÊ นภูมิตามสัดส่วน (Proportional 
Allocation) ซึÉงชัÊนภูมิใดมีจาํนวนขอ้มลูมากก็จะมีโอกาสไดรั้บการสุ่มเลือกมากขอ้มูลตวัอย่างทีÉได้
จากการสุ่มเลือกแบบชัÊนภูมินัÊนจะเป็นขอ้มลูตวัอยา่งทีÉครอบคลุมและครบถว้น 
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2.7 การวดัระยะทางแบบยุคลิด (Euclidean Distance) 

ระยะทางแบบยคุลิดเป็นเครืÉองมือวดัระยะทางปกติระหว่างจุดสองและ ݍในแนวเส้นตรง
ถา้  = ,ଵ) ,ଶ … , ݍ)และ = ,ଵݍ) ,ଶݍ … , )ในระบบพิกัดคาร์ทีเซียนเป็นจุดสองจุดบน
ปริภูมิยคุลิดทีÉมี݊ มิติ ดงันัÊนระยะทางระหว่างจุดสองจุด และ ݍสามารถคาํนวณไดด้งัสมการ 2.3 

 
,)݀ (ݍ = ඥ( − )(ݍ − ்(ݍ  (2.3)

 
สําหรับชุดข้อมูลสังเคราะห์สองมิติทีÉ มีค่าความแปรปรวน ( ) และค่ากลาง ( ) 

ดงัต่อไปนีÊ  

 00                
15.0
5.01









   

ขอ้มลูทีÉได ้คือ จุด A เป็น (1.16,0.89) จุด B เป็น (0.63, -0.29) และจุด C เป็น (0.08, 1.51) 
เมืÉอนําตัวว ัดระยะทางแบบยุคลิดมาทําการหาระยะทางระหว่างจุด  A และ B 

,ܣ)݀) ,ܣ)݀) และหาระยะทางระหว่างจุด A และ C((ܤ  ดว้ยสมการ 2.3 ผลลพัธที์Éไดคื้อ((ܥ
 

(ܤ,ܣ)݀ = 1.29	และ ݀(ܣ, (ܥ = 1.25 

 

2.8 เครืÉองมือวดัประสิทธิภาพ (Performance Measurement Tool)  

สาํหรับเครืÉองมือทีÉใชว้ดัประสิทธิภาพของวิธีการจาํแนกขอ้มูลนัÊนมีหลากหลายวิธี ซึÉงแต่
ละวิธีจะแสดงใหเ้ห็นถึงประสิทธิภาพของโมเดลสาํหรับการวดัค่าความถกูตอ้งในการจาํแนกขอ้มูล
โดยรวมของทุกคลาสในโมเดลนัÊนไม่สามารถนาํมาใชใ้นการหาประสิทธิภาพทีÉแทจ้ริงของโมเดลทีÉ
มีขอ้มลูไม่สมดุลได ้ดงันัÊนการเลือกเครืÉองมือวดัประสิทธิภาพจึงเป็นปัจจยัทีÉสาํคญัอย่างหนึÉ งของ
การจาํแนกขอ้มลูไม่สมดุล  

เมตริกซ์วดัประสิทธิภาพ (Confusion Matrix)แสดงผลสรุปการประเมินความสามารถใน
การจาํแนกขอ้มลูจากการทดสอบดว้ยชุดทดสอบ โดยมีรูปแบบดงัตารางทีÉ2.3 
 
ตารางทีÉ 2.3 แสดงเมตริกซว์ดัประสิทธิภาพสาํหรับการจาํแนกประเภทขอ้มลู 2 กลุ่ม 

 Positive Prediction Negative Prediction 
Actual Positive Class True Positive (TP) False Negative (FN) 
Actual Negative Class False Positive (FP) True Negative (TN) 
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จากตารางทีÉ 2.3แถวของเมตริกซ์จะแสดงจาํนวนของตัวอย่างจริงของแต่ละคลาส และ
คอลมัน์จะแสดงจาํนวนทีÉทาํนายไดข้องแต่ละคลาส โดยจะแบ่งออกเป็น 4 กรณี ดงันีÊ  

ค่า TP หรือ True Positive คือ จาํนวนขอ้มูลทีÉอยู่ในคลาส Positive แลว้โมเดลทาํนายได้
ถกูตอ้งว่าเป็นคลาส Positive  

ค่า FN หรือ False Negative คือ จาํนวนขอ้มูลทีÉอยู่ในคลาส Positive แลว้โมเดลทาํนายผิด
ว่าเป็นคลาส Negative  

ค่า FP หรือ False Positiveคือ จาํนวนขอ้มลูทีÉอยูใ่นคลาส Negative แลว้โมเดลทาํนายผิดว่า
เป็นคลาส Positive 

ค่า TNหรือ True Negativeคือ จาํนวนขอ้มูลทีÉอยู่ในคลาส Negativeแลว้โมเดลทาํนายได้
ถกูตอ้งว่าเป็นคลาส Negative 

จากตารางทีÉ 2.3 สามารถแสดงตวัอยา่งผลลพัธที์Éไดจ้ากการจาํแนกประเภทขอ้มูลไม่สมดุล
ซึÉงมี 2 กลุ่มโดยมีขอ้มลูทัÊงหมด 165 ตวัอย่าง เป็นขอ้มูลกลุ่มส่วนน้อย 15 ตวัอย่าง และขอ้มูลกลุ่ม
ส่วนมาก 150 ตวัอยา่ง รายละเอียดแสดงดงัตารางทีÉ 2.4 

 
ตารางทีÉ 2.4 แสดงตวัอยา่งผลลพัธที์Éไดจ้ากการจาํแนกประเภทขอ้มลูไม่สมดุล 2 กลุ่ม 

 Positive Prediction Negative Prediction 
Actual Positive Class 13 2 
Actual Negative Class 16 134 

  
2.8.1Accuracy 

เป็นการประเมินประสิทธิภาพการจาํแนกประเภทขอ้มลูโดยรวมทุกคลาสของโมเดล 
ดงัสมการ 2.4 
 

ݕܿܽݎݑܿܿܣ =
ܶܲ + ܶܰ

(ܶܲ + ܰܨ + ܶܰ + (2.4) (ܲܨ

 
จากตารางทีÉ 2.4 สามารถคาํนวณประสิทธิภาพการจาํแนกประเภทขอ้มูลโดยรวมทุก

คลาสไดด้งันีÊ  

ݕܿܽݎݑܿܿܣ =
13 + 134

(13 + 2 + 134 + 16) = 0.89 
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2.8.2 Precision  
เป็นการวดัความแม่นยาํของการทาํนายขอ้มลูทีÉอยูใ่นคลาส Positive (Minority Class) 

โดยหาจากอตัราส่วนของการทาํนายขอ้มลูทีÉอยูใ่นคลาส Positiveไดถ้กูตอ้งเทียบกบัจาํนวนขอ้มูลทีÉ
ทาํนายว่าเป็นคลาส Positive ทัÊงหมดดงัสมการ 2.5 
 

݊݅ݏ݅ܿ݁ݎܲ =
ܶܲ

(ܶܲ + (2.5) (ܲܨ

 
จากตารางทีÉ 2.4 สามารถคาํนวณความแม่นยาํของการทาํนายขอ้มูลทีÉอยู่ในคลาส 

Positive ไดด้งันีÊ  

݊݅ݏ݅ܿ݁ݎܲ =
13

(13 + 16) = 0.45 

 
2.8.3 Sensitivity 

ค่า Sensitive บางครัÊ งจะเรียกว่า True Positive rate (TPrate) หรือ Recall จะเป็นการ
วดัความสามารถในการคน้หาขอ้มูลทีÉอยู่ในคลาส Positive โดยหาจากอตัราส่วนของการทาํนาย
ขอ้มลูทีÉอยูใ่นคลาส Positiveไดถ้กูตอ้งเทียบกบัขอ้มลูจริงทัÊงหมดของคลาส Positiveดงัสมการ 2.6 

 

ܴ݈݈݁ܿܽ = ݕݐ݅ݒ݅ݐ݅ݏ݊݁ܵ	 = ݁ݐܽݎܲܶ	 =
ܶܲ

(ܶܲ + (2.6) (ܰܨ

 
จากตารางทีÉ 2.4 สามารถคาํนวณหาความสามารถของการคน้หาขอ้มูลทีÉอยู่ในคลาส 

Positive ไดด้งันีÊ  

ܴ݈݈݁ܿܽ = ݕݐ݅ݒ݅ݐ݅ݏ݊݁ܵ	 = ݁ݐܽݎܲܶ	 =
13

(13 + 2) = 0.87 

 
2.8.4 Specificity 

ค่า Specificity บางครัÊ งจะเรียกว่า True Negative rate (TNrate) จะเป็นการวดัความ
แม่นยาํของการทาํนายขอ้มลูทีÉอยูใ่นคลาส Negative โดยหาจากอตัราส่วนของการทาํนายขอ้มลูทีÉอยู่
ในคลาส Negative ไดถ้กูตอ้งเทียบกบัขอ้มลูจริงทัÊงหมดของคลาส Negative ดงัสมการ 2.7 
 

ݕݐ݂݅ܿ݅݅ܿ݁ܵ = ݁ݐܽݎܰܶ	 =
ܶܰ

(ܶܰ + (2.7) (ܲܨ
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จากตารางทีÉ 2.4 สามารถคาํนวณหาความสามารถของการคน้หาขอ้มูลทีÉอยู่ในคลาส 
Negativeไดด้งันีÊ  

ݕݐ݂݅ܿ݅݅ܿ݁ܵ = ݁ݐܽݎܰܶ	 =
134

(134 + 16) = 0.89 

 
2.8.5 F-measure 

เป็นการวดัความแม่นยาํโดยดูจากผลเฉลีÉยของ Precision และ Recall ดงัสมการทีÉ 2.8 
 

ܨ ݁ݎݑݏܽ݁݉− =
(2 ∗ ݊݅ݏ݅ܿ݁ݎܲ	 ∗ ܴ݈݈݁ܿܽ)
݊݅ݏ݅ܿ݁ݎܲ) + 	ܴ݈݈݁ܿܽ)  (2.8)

 
จากตารางทีÉ 2.4 สามารถคาํนวณหาความแม่นยาํโดยดูจากผลเฉลีÉยของ Precision 

และ Recall ไดด้งันีÊ  

ܨ ݁ݎݑݏܽ݁݉− =
(2 ∗ 	0.45 ∗ 0.87)
(0.45 + 	0.87) = 0.59 

 
2.8.6 Geometric Mean (G-Mean) 

G-Mean ถูกนาํเสนอโดย Kubateta.l. (1988) เป็นการวดัความแม่นยาํดว้ยค่าเฉลีÉย
เรขาคณิต ซึÉ งจะทาํการวดัความแม่นยาํของแต่ละกลุ่มแยกจากกัน ตัวว ัดนีÊ นิยมนํามาใช้เมืÉอ
ประสิทธิภาพของแต่ละกลุ่มมีความสมัพนัธ์กนั และมีแนวโน้มว่าจะมีค่าสูงขึÊนไปพร้อม ๆ กนัซึÉง 
G-Mean จะหลีกเลีÉยงปัญหา Over Fitting สาํหรับกลุ่มขอ้มูล Negative การคาํนวณหา G-Mean ดงั
สมการทีÉ 2.9 
 

ܩ − ݊ܽ݁ܯ = ඥܵ݁݊ݕݐ݅ݒ݅ݐ݅ݏ ∗ ݕݐ݂݅ܿ݅݅ܿ݁ܵ	
 (2.9)

  
โดยทีÉ݊คือ จาํนวนกลุ่มขอ้มลู 
 
จากตารางทีÉ 2.4 สามารถคาํนวณหา G-Meanไดด้งันีÊ  
 

ܩ ݊ܽ݁ܯ− = √0.87 ∗ 	0.89మ = 0.88 
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2.8.7AUC: Area under the ROC Curve 
AUC คือ พืÊนทีÉใตเ้ส้นโคง้ ROC (Receiver Operating Characteristic curve) โดยทีÉ

เสน้โคง้ROC จะเป็นเสน้กราฟทีÉพลอ็ตระหว่างค่า SensitivityซึÉงเป็นค่าทีÉทาํนายไดถู้กตอ้งของการ
เกิดเหตุการณ์ทีÉสนใจซึÉงจะแทนดว้ยแกน y และค่า 1- Specificity หรือค่าทีÉทาํนายผิดพลาดของการ
เกิดเหตุการณ์ทีÉสนใจซึÉงแทนดว้ยแกน x ดงัรูปทีÉ 2.8โดยทีÉ AUC จะแสดงให้เห็นถึงความสามารถ
ในการจาํแนกกลุ่มของเหตุการณ์ทีÉสนใจออกจากกลุ่มของเหตุการณ์ทีÉไม่สนใจ ค่า AUC สามารถ
คาํนวณหาไดด้งัสมการทีÉ 2.10 
 

ܥܷܣ =
1 + ݁ݐܽݎܲܶ − ݁ݐܽݎܲܨ

2  (2.10)

 
จากตารางทีÉ 2.4 สามารถคาํนวณหา AUCไดด้งันีÊ  
 

ܥܷܣ =
1 + 0.87 − 0.11

2 = 0.88 
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รูปทีÉ 2.8แสดงพืÊนทีÉใตเ้สน้โคง้ ROC 

 
2.8.8 Total Misclassification Costs 

เป็นตวัวดัประสิทธิภาพของการจาํแนกขอ้มลูโดยการพิจารณาจากค่าความผิดพลาด
ของการจาํแนกประเภทของขอ้มูลทีÉอยู่ในคลาส Positive และ Negative ซึÉงสามารถหาค่าไดด้ัง
สมการทีÉ 2.11 
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ݏݐݏܥ	݊݅ݐ݂ܽܿ݅݅ݏݏ݈ܽܿݏ݅ܯ	݈ܽݐܶ = ݁ݐܽݎܲܨ + (2.11) ݁ݐܽݎܰܨ
 

จากตารางทีÉ 2.4 สามารถคาํนวณหาTotal Misclassification Costs ไดด้งันีÊ  
 
ݏݐݏܥ	݊݅ݐ݂ܽܿ݅݅ݏݏ݈ܽܿݏ݅ܯ	݈ܽݐܶ = 0.11 + 0.13 = 0.24 

 

2.9 งานวจิยัทีÉเกีÉยวข้อง 

งานวิจยัทีÉเกีÉยวขอ้งกบัการคน้หาขอ้มลูทีÉไม่สมดุลนัÊนมีนกัวิจยัจาํนวนมากนาํเสนอเทคนิค
วิธีการต่าง ๆ เพืÉอให้สามารถค้นหาข้อมูลทีÉไม่สมดุลได้อย่างมีประสิทธิภาพ ซึÉงผูว้ิจยัไดศึ้กษา
งานวิจยัทีÉไดรั้บการตีพิมพเ์หล่านัÊนและสรุปไดด้งันีÊ  

Krawczyk et al. (2014) ไดท้าํการศึกษาเกีÉยวกบัการจาํแนกขอ้มูลไม่สมดุลโดยใชว้ิธีการ
เรียนรู้ร่วมกนัด้วยอลักอริทึมตน้ไมต้ดัสินใจ ร่วมกบัเทคนิควิธีการเรียนรู้แบบมีค่าใชจ่้าย ซึÉงใน
งานวิจยันีÊ ไดน้าํเสนออลักอริทึมสาํหรับการปรับปรุง (Pruning) วิธีการเรียนรู้ร่วมกนัดว้ยอลักอริทึม
ตน้ไมต้ดัสินใจ และกาํหนดพารามิเตอร์สาํหรับตารางค่าใชจ่้ายของܥ௧௬ดว้ยค่าทีÉไดจ้ากการ
วิเคราะห์พืÊนทีÉใตก้ราฟROC และกาํหนดค่าคงทีÉ ܥ௧௬ เท่ากบัหนึÉ ง ทาํการทดลองกบั 6 ชุด
ขอ้มลูจาก Keel ทีÉมีอตัราส่วนความไม่สมดุลทีÉหลากหลาย และใชม้าตรวดั 2 ชนิด ไดแ้ก่ Sensitivity 
และ Specificity โดยเปรียบเทียบอัลกอริทึมทีÉพัฒนากับอัลกอริทึม SingleCTTree, MCS, 
SMOTEBagging, SMOTEBoost, IIvotes และ EasyEnsemble ผลการทดสอบปรากฏว่า อลักอริทึม
ทีÉนาํเสนอใหป้ระสิทธิภาพทีÉดีกว่าอลักอริทึมอืÉนสาํหรับบางชุดขอ้มลูเท่านัÊน 

Liao et al.(2014)ไดท้าํการศึกษาเกีÉยวกบัการใชว้ิธีการเรียนรู้ร่วมกนัสาํหรับการจาํแนก
ขอ้มลูไม่สมดุลทีÉมีเพียงสองคลาสโดยการนาํอลักอริทึมซพัพอร์ตเวกเตอร์แมชชีน (Support Vector 
Machine :SVM) มาใชใ้นขัÊนตอนก่อนการประมวลผลเพืÉอให้ไดข้อ้มูลทีÉสมดุลหลงัจากนัÊนทาํการ
คดัเลือกคุณลกัษณะ (Feature Selection) และนาํคุณลกัษณะทีÉไดท้าํการคดัเลือกเขา้สู่กระบวนการ
การเรียนรู้ร่วมกนัดว้ยอลักอริทึมโครงข่ายประสาทเทียมแบบแพร่ยอ้นกลบั (Back-Propagation 
Neural Network : BPNN) และนาํผลลพัธ์ทีÉไดจ้ากการการเรียนรู้ร่วมกนัไปสร้างองค์ความรู้ใหม่
ดว้ยทฤษฏีของราฟเซ็ต (Rough Set Theory)งานวิจยันีÊ ไดท้าํการทดลองกบัขอ้มูลของบริษทัทีÉจด
ทะเบียนในตลาดหลกัทรัพยต์ัÊ งแต่ปี 2005 ถึงปี 2011ซึÉงประกอบดว้ยข้อมูลของ 63 บริษทัทีÉเกิด
วิกฤตทางการเงิน และ 2680 บริษทัทีÉไม่เกิดวิกฤตทางการเงิน และเพืÉอความน่าเชืÉอถือของโมเดลทีÉ
นาํเสนอผูว้ิจยัไดน้าํโมเดลไปทดสอบกบัขอ้มูลทางดา้นการเงินอืÉน ๆ ผลทีÉไดจ้ากการทดลองกับ
หลายสถานการณ์ปรากฏว่า โมเดลทีÉนําเสนอให้ประสิทธิภาพในการจาํแนกข้อมูลและมีความ
แม่นยาํมากกว่าวิธีการอืÉน ๆ  
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López et al. (2012) ไดท้าํการศึกษาเกีÉยวกบัประสิทธิภาพของการจาํแนกขอ้มูลไม่สมดุล
ดว้ยวิธีการทีÉใชใ้นระดบัขอ้มูล คือ เทคนิค SMOTE และ SMOTE+ENN และวิธีการทีÉใชใ้นระดบั
อลักอริทึมโดยมุ่งเนน้ไปทีÉเทคนิคการเรียนรู้แบบมีค่าใชจ่้าย พร้อมทัÊงเปรียบเทียบเทคนิคเหล่านีÊ กบั
วิธีการผสมผสานของเทคนิคทีÉใชใ้นการแกปั้ญหาขอ้มลูไม่สมดุลทัÊงสองระดบังานวิจยันีÊ ไดท้าํการ
ทดลองกบั66 ชุดขอ้มลูจาก Keel ซึÉงขอ้มลูมีลกัษณะการซอ้นทบักนัของกลุ่มขอ้มลูและขอ้มูลมีการ
กระจายของขอ้มลูฝึกสอนและขอ้มลูทดสอบทีÉแตกต่างกนั(Dataset Shift)สาํหรับอลักอริทึมทีÉใชใ้น
งานวิจยันีÊ ประกอบดว้ย C4.5, SVM, FH-GBML (Fuzzy Hybrid Genetic Based Machine Learning 
rule Generation Algorithm) และ k-NN (K-Nearest Neighbor Algorithm)ทดสอบประสิทธิภาพของ
โมเดลดว้ย 5 Fold Cross Validation และวดัประสิทธิภาพของการจาํแนกขอ้มูลดว้ยการวิเคราะห์
พืÊนทีÉใตก้ราฟ ROC ผลการทดสอบพบว่า เทคนิคต่าง ๆ ทีÉไดน้าํมาทดสอบกบัขอ้มลูไม่สมดุลนัÊนได้
ปรับปรุงประสิทธิภาพของการจาํแนกขอ้มลูไดต้ามทีÉคาดหวงัไว ้

Brown andChristophe (2012) ไดน้าํเสนอเทคนิคการจาํแนกกบัขอ้มูลทีÉไม่สมดุลและเพิÉม
จาํนวนคลาสทีÉมีน้อยดว้ยเทคนิคการลดแบบสุ่มกบั 5 ชุดขอ้มูลสินเชืÉอและวดัประสิทธิภาพดว้ย
พืÊนทีÉใตก้ราฟโดยการหาค่าเฉลีÉยว่ามีคู่ใดบา้งทีÉมีแตกต่างกนั (Post Hoc Tests) ดว้ยวิธี FriedmanTest 
และ NemenyiTest ผลทีÉไดป้รากฏว่า กลุ่มของต้นไมต้ดัสินใจ (Random Forest) และ Gradient 
Boosting สามารถจาํแนกขอ้มลูสินเชืÉอไดอ้ยา่งมีประสิทธิภาพ ในขณะเดียวกนัถา้ขอ้มูลไม่สมดุลมี
ขนาดของขอ้มูลทีÉใหญ่ขึÊนจะพบว่า อลักอริทึมC4.5 QDA และ k-NN ไม่สามารถจาํแนกขอ้มูลได้
อยา่งมีประสิทธิภาพ 

Cateni et al. (2014) ไดน้าํเสนอวิธีการสาํหรับแกปั้ญขอ้มูลทีÉไม่สมดุลทีÉมีสองคลาสโดย
การนาํสองเทคนิควิธีของการสุ่มเลือกขอ้มลู คือวิธีสุ่มเกินและวิธีสุ่มลดมาทาํงานร่วมกนั เรียกวิธีนีÊ
ว่า SUNDO โดยจะทาํงานร่วมกบัสีÉโมเดลสาํหรับการจาํแนกขอ้มูล คือ ซพัพอร์ตเวกเตอร์แมชชีน 
ตน้ไมต้ดัสินใจ Self-Organizing Map (SOM) และ Bayesian Classifiers งานวิจยันีÊ ไดท้าํการทดลอง
กับสีÉ ชุดข้อมูลซึÉ งประกอบด้วยชุดข้อมูลทีÉสังเคราะห์เอง ชุดข้อมูลมะเร็งเต้านมจาก UCI 
(Wisconsin) และสองชุดขอ้มูลจากอุตสาหกรรมโลหะในการทดลองไดท้าํการแบ่งชุดขอ้มูลทีÉไม่
สมดุลออกเป็น 75% สาํหรับชุดขอ้มูลฝึกสอน และ 25% สาํหรับชุดขอ้มูลทดสอบ ผลทีÉไดป้รากฏ
ว่า วิธีทีÉนาํเสนอสามารถทาํการจาํแนกขอ้มลูทีÉไม่สมดุลไดอ้ยา่งมีประสิทธิภาพ 

Galar et al.(2013) ไดน้าํเสนอเทคนิควิธีการเรียนรู้ร่วมกนัทีÉชืÉอว่า EUSBoostเพืÉอนาํมาใช้
แกปั้ญขอ้มลูทีÉไม่สมดุล โดยใชอ้ลักอริทึม C4.5 ร่วมกบัเทคนิควิธีการสุ่มลดและวิธีการบูสต์ติงโดย
ได้ทําการทดสอบประสิทธิภาพกับข้อมูลจาก KeelผลทีÉได้ปรากฏว่า เทคนิคดังกล่าวให้
ประสิทธิภาพทีÉดี 
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จากการศึกษางานวิจยัทีÉเกีÉยวขอ้งกบัการขอ้มูลไม่สมดุล พบว่า งานวิจยัส่วนใหญ่จะนํา
อลักอริทึมทีÉมีอยู่แลว้มาทาํการปรับปรุงเพืÉอเพิÉมประสิทธิภาพในการจาํแนกขอ้มูลไม่สมดุล และ
ทดสอบดว้ยขอ้มลูทัÊงทีÉสงัเคราะห์เองและจากแหล่งขอ้มูลทีÉน่าเชืÉอถือ สาํหรับการวดัประสิทธิภาพ
ในการจาํแนกข้อมูลไม่สมดุลโดยส่วนใหญ่จะเน้นไปทีÉการวดัประสิทธิภาพโดยรวม เช่น ค่า
ความถกูตอ้ง ค่า F-measureในงานวิจยัของวิทยานิพนธฉ์บบันีÊ เป็นการพฒันาวิธีการจาํแนกขอ้มลูไม่
สมดุลดว้ยวิธีการเรียนรู้ร่วมกนัโดยใชอ้ลักอริทึมทีÉหลากหลายร่วมกบัการกาํหนดค่าใชจ่้ายในกรณี
ทีÉมีการทํานายผิดพลาดซึÉ งเป็นค่าใช้จ่ายจากวิธีการการเรียนรู้แบบมีค่าใช้จ่าย สําหรับการวัด
ประสิทธิภาพของการจาํแนกขอ้มูลจะเน้นไปทีÉมาตรวดัโดยคาํนึงถึงขอ้มูลทีÉอยู่ในคลาสส่วนน้อย
เป็นหลกั โดยงานวิจยันีÊ ไดท้าํการเปรียบเทียบกบังานวิจยัอืÉน ๆ ซึÉงสามารถสรุปไดด้งัตารางทีÉ  2.5 

 
ตารางทีÉ  2.5สรุปการเปรียบเทียบงานวิจยัทีÉเกีÉยวขอ้งกบัเทคนิคการจาํแนกสาํหรับขอ้มลูไม่สมดุล 
 ก ข ค ง จ ฉ ช ฌ ญ* 
อลักอริทึมทีÉเกีÉยวขอ้ง          
Ensemble Learning   
Bagging      
Boosting      
Random Subspace Learning        
Over-Sampling    
Under-Sampling    
Feature Selection    
Cost-Sensitive Learning     
Decision Tree   
Random Forest     
K-Nearest Neighbors     
Support Vector Machine   
Labeled Self-Organizing Map       
Bayesian Classifiers       
Genetic Algorithm         
การลดอตัราการใชพื้ÊนทีÉร่วมกนั         
Euclidean Distance         
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ตารางทีÉ  2.5สรุปการเปรียบเทียบงานวิจยัทีÉเกีÉยวขอ้งกบัเทคนิคการจาํแนกสาํหรับขอ้มลูไม่สมดุล 
(ต่อ) 
 ก ข ค ง จ ฉ ช ฌ ญ* 
การหาจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม         
Visualization        
มาตรวดัทีÉใช ้         
F-measure    
Sensitivity   
Specificity   
G-Mean      
Total Misclassification Costs        
AUC-ROC  
Kappa-AUC       
Precision      
Accuracy    
IDX       
วตัถุประสงคข์องการวิจยั         
เพืÉอทดสอบประสิทธิภาพของโมเดล 
เพืÉอทดสอบความถกูตอ้ง 
เพืÉอเสนอแนวคิดใหม่ 

 
ก  หมายถึง งานวิจยัของ BartoszKrawczyk, Michal  Wozniak,  and Gerald  Schaefer (2014) 
ข  หมายถึง งานวิจยัของ Yun Qian,Yanchun Liang, Mu Li, GuoxiangFeng, and Xiaohu Shi 

(2014) 
ค  หมายถึง งานวิจยัของ Silvia Cateni, ValentinaColla, and Marco Vannucc (2014) 
ง  หมายถึง งานวิจยัของ Victoria López, Alberto Fernández, Jose G. Moreno-Torres, and 

Francisco Herrera (2012) 
จ  หมายถึง งานวิจยัของ RashmiDubey, JiayuZhou,YalinWang, Paul M. Thompson, and Jieping 

Ye (2014) 
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ฉ  หมายถึง งานวิจยัของ MikelGalar, Alberto Fernández, EdurneBarrenechea, and Francisco 
Herrera (2013) 

ช  หมายถึง งานวิจยัของ Liuzhi Yin, Yong Ge, Keli Xiao, Xuehua Wang, and XiaojunQuan
(2013) 

ฌหมายถึง งานวิจยัของQingyao Wu, Yunming Ye, Haijun Zhang, Michael K. Ng, and Shen-
Shyang Ho(2014) 

ญ*หมายถึง งานวิจยัเรืÉอง การเรียนรู้ร่วมกนัสาํหรับปัญหาการจาํแนกขอ้มลูไม่สมดุล (งานวิจยั
ของวิทยานิพนธฉ์บบันีÊ ) 

 
 

 

 

 

 

 

 

 

 



 
 

บททีÉ 3 

วิธีดําเนินการวิจัย 

  
ในส่วนของบททีÉ 3 นีÊ จะกล่าวถึงกรอบแนวคิดของการวิจัย และขัÊนตอนการออกแบบ

อลักอริทึมทีÉใชใ้นการคน้หาโมเดลจาํแนกประเภทขอ้มูลทีÉสามารถทาํงานไดดี้กบัขอ้มูลทีÉมีอตัรา
ความไม่สมดุลและอตัราการซอ้นทบัทีÉแตกต่างกนัดว้ยวิธีการเรียนรู้ร่วมกนัและชดเชยการทาํนาย
ผดิกลุ่มดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้ายรายละเอียดมีดงัต่อไปนีÊ  
 

3.1 กรอบแนวคดิของการวจิยั 

กรอบแนวคิดของการวิจยัวิทยานิพนธนี์Ê คือ การปรับปรุงกระบวนการทาํงานของการคน้หา
โมเดลจาํแนกประเภทขอ้มูลทีÉสามารถทาํงานไดดี้กบัขอ้มูลทีÉมีอตัราความไม่สมดุลและอตัราการ
ซอ้นทบัทีÉแตกต่างกนัโดยจะนาํวิธีการเรียนรู้ร่วมกันแบบการใชก้ารตดัสินใจร่วมกนัทัÊ งแบ็กกิง
และบูสตติ์งมาทาํการสร้างโมเดล และชดเชยการจาํแนกผิดกลุ่มดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้าย
ซึÉงจะนาํค่าทีÉไดจ้ากการสร้างตารางค่าใชจ่้ายมาใชใ้นการปรับค่าพารามิเตอร์ของการเรียนรู้ร่วมกนั
และใชโ้ครงสร้างตน้ไมต้ดัสินใจเป็นตวัจาํแนกประเภทขอ้มลูพร้อมทัÊงหาจาํนวนตน้ไมต้ดัสินใจทีÉ
เหมาะสมดว้ยวิธีการมโนภาพหรือวิชวลไลเซชนั(Visualization) 

กรอบแนวคิดสาํหรับการวิจยัทีÉตอ้งการคน้หาโมเดลจาํแนกประเภทขอ้มลูทีÉสามารถทาํงาน
ไดดี้กบัขอ้มลูทีÉมีอตัราความไม่สมดุลและอตัราการซอ้นทบัทีÉแตกต่างกนัดว้ยวิธีการเรียนรู้ร่วมกนั
นัÊน  แสดงดงัรูปทีÉ 3.1 
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fl 

 

 

 
รูปทีÉ 3.1 แสดงกรอบแนวคิดของโมเดลการเรียนรู้ร่วมกนัของการจาํแนกประเภทขอ้มลูไม่สมดุล 

 
จากรูปทีÉ 3.1 ซึÉงแสดงกรอบแนวคิดในการคน้หาโมเดลการเรียนรู้ร่วมกนัของการจาํแนก

ประเภทขอ้มูลทีÉสามารถทาํงานได้ดีกับขอ้มูลทีÉมีอตัราความไม่สมดุลและอตัราการซ้อนทับทีÉ
แตกต่างกนัและชดเชยการทาํนายผิดกลุ่มดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้ายนัÊน มีรายละเอียดการ
ทาํงานดงัต่อไปนีÊ  

1) นาํชุดข้อมูลไม่สมดุลซึÉ งเก็บไวใ้นแฟ้มข้อมูลD୧୫ୠมาทาํการลดอตัราการซ้อนทับ
ระหว่างกลุ่มของขอ้มลู บนัทึกผลทีÉไดไ้วใ้นแฟ้มขอ้มลูD୰୭୰ 

2) สุ่มเลือกขอ้มูล(Stratified Sampling) จากแฟ้มขอ้มูลD୰୭୰มาจาํนวนหนึÉ งบนัทึกผลทีÉ
ไดไ้วใ้นแฟ้มขอ้มลูDୱୱ 
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3) สร้างขอ้มลูตารางค่าใชจ่้าย ซึÉงค่าใชจ่้ายสาํหรับขอ้มูลคลาสส่วนน้อยนัÊนจะสร้างจาก
อตัราความไม่สมดุลของขอ้มลูDୱୱและค่าใชจ่้ายทีÉเหลือจะไดจ้ากการกาํหนดค่าคงทีÉ 
นาํขอ้มลูค่าใชจ่้ายทีÉไดไ้ปใชใ้นขัÊนตอนทีÉ 4 ซึÉงเป็นการเรียนรู้ร่วมกนัของการจาํแนก
ประเภทขอ้มลูไม่สมดุล 

4) นาํขอ้มลูทีÉอยูใ่นแฟ้มขอ้มูลDୱୱมาสร้างโมเดลสาํหรับเรียนรู้ร่วมกนัของการจาํแนก
ประเภทขอ้มลูไม่สมดุลดว้ยโครงสร้างตน้ไมต้ดัสินใจในการเรียนรู้ร่วมกนันัÊนจะใช้
การตดัสินใจร่วมกนัทัÊ งแบบแบ็กกิงและบูสต์ติงพร้อมทัÊ งชดเชยการทาํนายผิดกลุ่ม
ดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้ายซึÉ งได้จากขัÊนตอนทีÉ 3ในขัÊนตอนนีÊ จะกาํหนดค่า
เริÉมตน้ของจาํนวนตน้ไมต้ดัสินใจทีÉ 200 และทดสอบโมเดลดว้ยการทดสอบไขวข้า้ม 
(k-fold Cross Validation ) กาํหนดจาํนวนรอบของการทดสอบทีÉk = 5 

5) คน้หาจาํนวนต้นไมต้ัดสินใจทีÉเหมาะสมสําหรับโมเดลการเรียนรู้ร่วมกนัของการ
จาํแนกประเภทขอ้มลูไม่สมดุลซึÉงขัÊนตอนนีÊประกอบดว้ย2 ขัÊนตอนสาํคญั คือ 
5.1) ทาํการปรับลดจาํนวนตน้ไมต้ดัสินใจเพืÉอหาจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม

สาํหรับโมเดลการเรียนรู้ร่วมกนัของการจาํแนกประเภทข้อมูลไม่สมดุลดว้ย
วิธีการมโนภาพหรือวิชวลไลเซชนั ซึÉงจะแสดงรูปภาพเกีÉยวกบัค่าความผดิพลาด
ทีÉเกิดจากการจาํแนกประเภทผิดคลาสของขอ้มูลทดสอบ(Test Classification 
Error) ณ ตําแหน่งของจํานวนต้นไม้ตัดสินใจทีÉใช้ในการเรียนรู้ร่วมกัน 
(Number of Trees)ดว้ยการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉมีการจาํแนกประเภท
ผิดคลาสน้อยทีÉสุดจาํนวน 10 อนัดบัแรก(Top 10) เพืÉอนาํมาใช้ในการสร้าง
โมเดลการเรียนรู้ร่วมกนั 

5.2) ทดสอบประสิทธิภาพของโมเดลทีÉไดด้ว้ยมาตรวดัทีÉไดก้ล่าวไวแ้ลว้ในหวัขอ้ 2.8
ซึÉงประกอบด้วย Accuracy, Precision, Sensitivity, Specificity, F-measure,      
G-Mean, AUC และ Total Misclassification Costs 

6) คดัเลือกโมเดลทีÉไดจ้ากขัÊนตอนทีÉ 5 เพืÉอใหไ้ดโ้มเดลทีÉมีประสิทธิภาพสูงทีÉสุด  
 

3.2 การออกแบบอัลกอริทึม 

จากกรอบแนวคิดในหวัขอ้ 3.1 ผูว้ิจยัไดน้าํมาพฒันาอลักอริทึมซึÉงในงานวิจยัวิทยานิพนธนี์Ê
เรียกว่า EnsDTV(Ensemble_Learning_with_DecisionTree_Visualization)อลักอริทึมEnsDTV นีÊ จะ
สามารถช่วยในการคน้หาโมเดลจาํแนกประเภทขอ้มลูทีÉสามารถทาํงานไดดี้กบัขอ้มลูทีÉมีอตัราความ
ไม่สมดุลและอตัราการซ้อนทบัทีÉแตกต่างกนั โมเดลทีÉไดจ้ากอลักอริทึมนีÊ จะถูกนําไปทดสอบ
ประสิทธิภาพดว้ยชุดขอ้มูลสังเคราะห์จากโปรแกรมและขอ้มูลจากแหล่งขอ้มูลมาตรฐานและวดั
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ประสิทธิภาพของโมเดลทีÉไดด้ว้ยมาตรวดัประสิทธิภาพต่าง ๆ ทีÉนาํเสนอไปในหัวขอ้ 2.8 ขัÊนตอน
ทาํงานโดยรวมของอลักอริทึมEnsDTV  แสดงดงัรูปทีÉ3.2 
 
Algorithm EnsDTV 
Input: 

D୧୫ୠ  (imbalanced dataset) 
U (set of parameter for create ensemble model)//พารามิเตอร์เริÉมตน้สาํหรับสร้างโมเดล 
N(จาํนวนรอบการทาํงานของโปรแกรมขึÊนอยูก่บัจาํนวนครัÊ งในการเลือกอตัราไม่สมดุล) 

M(จาํนวนรอบของการสร้างโมเดลขึÊนอยูก่บัจาํนวนของอลักอริทึมทีÉใช)้ 
Output:  

optEnsM (optimal ensemble model) 
1. D୰୭୰= Reducing_Overlapping_Ratio(D୧୫ୠ) 
2. Split data of D୰୭୰ into D୫୧୬୭୰୧୲୷ and D୫ୟ୨୭୰୧୲୷ 
3. Samplingdata of D୫୧୬୭୰୧୲୷ then stored at Dୱୱ୧୬ 
4. Repeat for N iterations 
5. Samplingdata of D୫ୟ୨୭୰୧୲୷ then stored at Dୱୱୟ୨ 
6. Combine data of Dୱୱ୧୬and Dୱୱୟ୨then stored at Dୱୱ 
7. Count the members of each group of Dୱୱthen stored at N୫୧୬୭୰୧୲୷ and N୫ୟ୨୭୰୧୲୷  
8. costVal= Create_Cost_Matrix (N୫୧୬୭୰୧୲୷, N୫ୟ୨୭୰୧୲୷) 
9. Repeat for M iterations 
10. [optDT,errV]= Create_Classification_Ensemble_Model(Dୱୱ, costVal,U) 
11. ListEnsModel= Choose_Optimal_DecisionTree(Dୱୱ, costVal,U,[optDT,errV]) 
12. Choose the optimal ensemble model from ListEnsModel, stored in optEnsM 
13. Show optimal ensemble modelof imbalance ratio  
14. Return optEnsM 
15. End ofEnsDTV 

 
รูปทีÉ 3.2 แสดงขัÊนตอนการทาํงานโดยรวมของอลักอริทึมEnsDTV 
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จากรูปทีÉ 3.2 ซึÉงเป็นขัÊนตอนการทาํงานโดยรวมของอลักอริทึมEnsDTVซึÉงขัÊนตอนเริÉมตน้
ก่อนทีÉจะนาํอลักอริทึมนีÊ ไปใชง้านนัÊนจะมีการกาํหนดค่าเริÉมตน้ต่าง ๆ เก็บไวที้Éตวัแปร รายละเอียด
มีดงัต่อไปนีÊ  

1. ตวัแปร U เป็นเซ็ตของตวัแปรสาํหรับเก็บค่าเริÉมตน้ของขอ้มลูต่าง ๆ เพืÉอนาํไปใชใ้น
ขัÊนตอนการสร้างโมเดลซึÉงประกอบดว้ยตวัแปรต่าง ๆ ดงันีÊ  
 nAlgo ใชส้าํหรับเก็บขอ้มลูรายละเอียดของอลักอริทึมทีÉนาํมาใชส้าํหรับเรียนรู้

ร่วมกนั สาํหรับวิทยานิพนธนี์Ê จะใชท้ัÊงหมด 5 อลักอริทึมดว้ยกนั ประกอบดว้ย
{‘AdaboostM1’, ‘Bag’, ‘TotalBoost’, ‘LogitBoost’, ‘RUSBoost’} 

 TopK เป็นตวัแปรสาํหรับจาํนวนครัÊ งของการหาจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม
สาํหรับสร้างโมเดลการเรียนรู้ร่วมกันซึÉ งจะเป็นต้นไมต้ดัสินใจทีÉมีการจาํแนก
ประเภทผดิคลาสนอ้ยทีÉสุด ในวิทยานิพนธนี์Ê จะกาํหนดทีÉ 10 อนัดบัแรก  

 numDTเป็นตวัแปรสาํหรับกาํหนดค่าเริÉมตน้ของจาํนวนตน้ไมต้ดัสินใจทีÉ
เหมาะสมสาํหรับสร้างโมเดลการเรียนรู้ร่วมกนั โดยกาํหนดทีÉ 200 ตน้ไมต้ดัสินใจ 

  nClassify เป็นตวัแปรสาํหรับกาํหนดชนิดของการจาํแนกประเภทขอ้มูล ซึÉงใน
งานวิจยัวิทยานิพนธ์นีÊ จะกาํหนดชนิดของการจาํแนกประเภทขอ้มูลเป็นต้นไม้
ตดัสินใจ โดยจะกาํหนดค่าnClassifyเป็น  ‘Decision Tree’ 

  kFold เป็นตวัแปรสาํหรับกาํหนดจาํนวน Fold ของการทดสอบโมเดลแบบไขว้
ขา้ม โดยจะกาํหนดจาํนวน Fold เท่ากบั 5 

2. ตวัแปร N เป็นตวัแปรทีÉใชส้าํหรับควบคุมการทาํงานวนรอบของอลักอริทึม EnsDTV
ซึÉงจาํนวนรอบนัÊนจะขึÊนอยูก่บัจาํนวนครัÊ งของการเลือกอตัราไม่สมดุลในงาน
วิทยานิพนธนี์Ê ไดท้าํการทดลองเพืÉอทดสอบประสิทธิภาพของโมเดลดว้ยอตัราความไม่
สมดุลทีÉแตกต่างกนั คือ 1:5 1:10 1:15 1:20 1:25 1:30 1:35 1:40 1:45 และ 1:50 ดงันัÊน 
N จะมีค่าเท่ากบั 10 

3. ตวัแปร Mเป็นตวัแปรทีÉใชส้าํหรับควบคุมการทาํงานวนรอบของการสร้างโมเดล ซึÉง
จาํนวนรอบนัÊนจะขึÊนอยูก่บัจาํนวนของอลักอริทึมทีÉใชซึ้Éงเก็บไวที้Éตวัแปร nAlgo ซึÉงใน
ทีÉนีÊ จะมีทัÊงหมด 5 อลักอริทึม ดงันัÊน M จะมีค่าเท่ากบั  5 
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การทาํงานของอลักอริทึม EnsDTVแต่ละขัÊนตอน มีรายละเอียดดงัต่อไปนีÊ  
 
3.2.1 การลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู 

การทาํงานของอลักอริทึม EnsDTV นัÊ นจะเริÉ มต้นจากการนําชุดข้อมูลไม่สมดุล
(D୧୫ୠ)ซึÉงเป็นขอ้มลูชนิดตวัเลข (Numerical Data) และมีหนึÉงคุณลกัษณะทีÉเป็นคลาสลาเบล  

ขอ้มลูไม่สมดุลจะมีรูปแบบขอ้มลูดงัต่อไปนีÊ  
 

D୧୫ୠ = ,ଵݔ} ,ଶݔ ,ଷݔ … , ݔ ,  {ݕ
 
โดยทีÉ ݔଵ, ,ଶݔ ,ଷݔ … ,  แสดงถึงลกัษณะของขอ้มลูตวัอยา่งตัÊงแต่มิติทีÉ 1 ถึง มิติทีÉ nݔ

 แสดงถึงลกัษณะของคลาสลาเบลݕ
  

ตวัอยา่งของขอ้มูลไม่สมดุลซึÉงเป็นขอ้มูลสังเคราะห์ทีÉมี 3มิติ2 คลาส จาํนวน 1,000 
ตวัอยา่ง โดยมีขอ้มลู44 ตวัอยา่งเป็นขอ้มลูคลาสส่วนนอ้ยหรือคลาส Positive และ 956 ตวัอย่างเป็น
ขอ้มลูคลาสส่วนมากหรือคลาส Negative ขอ้มลูบางส่วนของ D୧୫ୠแสดงดงัตารางทีÉ 3.1 

 
ตารางทีÉ 3.1 แสดงขอ้มลูไม่สมดุลบางส่วนจากแฟ้มขอ้มลูD୧୫ୠ  

TransactionID x1 x2 x3 y 
1 4.1650 0.6268 0.0751 negative 
2 3.0591 1.7971 0.2641 negative 
3 3.8717 -1.4462 -0.7012 negative 
4 4.2460 -0.6390 0.5774 negative 
5 2.6400 -0.1356 -1.3493 negative 
6 1.7296 0.9846 -0.0449 negative 
7 2.2011 -0.7652 0.8617 negative 
8 2.4207 1.6033 -0.7196 positive 
9 -0.0562 0.5135 0.3967 positive 
… … … … … 

1000 0.6225 -0.2738 -0.3229 negative 
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การลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มูลจะเป็นการกาํจดัขอ้มูลทีÉอยู่ในกลุ่ม
ของคลาสส่วนมากทีÉอยู่ใกลชิ้ดกับข้อมูลทีÉอยู่ในกลุ่มของคลาสส่วนน้อยภายใต้ค่าระยะทางทีÉ
กาํหนดออก ในขณะเดียวกนัจะเก็บขอ้มูลทีÉอยู่ในกลุ่มของคลาสส่วนน้อยไวก้ระบวนการทาํงาน
แสดงดงัรูปทีÉ 3.3 

 
AlgorithmReducing_Overlapping_Ratio 
Input: 

D୧୫ୠ(imbalanced dataset) 
Output:  

D୰୭୰(imbalanced dataset with reduce overlapping ratio) 
1. Input distance ratio into distRatio 

2. Split data of D୧୫ୠ  into D୫୧୬୭୰୧୲୷and D୫ୟ୨୭୰୧୲୷  

3. For I = 1 to Size of D୫ୟ୨୭୰୧୲୷Do 

4. For J = 1 to Size of D୫୧୬୭୰୧୲୷Do 

5. D[I, J] = ට൫ܦ௧௬[ܬ] − ൯[ܫ]௧௬ܦ ∗ [ܬ]௧௬ܦ) − ்([ܫ]௧௬ܦ
మ

 

6. If  D ≤ distRatio Then 

7. Delete data of D୫ୟ୨୭୰୧୲୷[I] 

8. Combine data of D୫୧୬୭୰୧୲୷ and the rest of D୫ୟ୨୭୰୧୲୷ then stored into D୰୭୰  

9. Return D୰୭୰ 
10. End of Reducing_Overlapping_Ratio 

 
รูปทีÉ 3.3 แสดงขัÊนตอนการทาํงานของกระบวนการ Reducing_Overlapping_Ratio 
 

จากรูปทีÉ 3.3เป็นการลดอตัราการซอ้นทบัระหว่างกลุ่มของข้อมูลไม่สมดุลทีÉอยู่ใน
แฟ้มขอ้มลู D୧୫ୠจนกระทั Éงไดข้อ้มลูทีÉมีการลดอตัราการซอ้นทบัระหว่างกลุ่มของขอ้มูลซึÉงจดัเก็บ
ไวที้Éแฟ้มขอ้มลู D୰୭୰นัÊนจะมีขัÊนตอนการทาํงานทีÉเริÉมตน้จากการกาํหนดระยะห่างระหว่างขอ้มลูทัÊ ง
สองกลุ่มดว้ยค่าคงทีÉ จากนัÊนแบ่งขอ้มูลไม่สมดุลD୧୫ୠออกเป็นสองกลุ่ม คือ กลุ่มของขอ้มูลคลาส
ส่วนน้อย(D୫୧୬୭୰୧୲୷) และกลุ่มของข้อมูลคลาสส่วนมาก (D୫ୟ୨୭୰୧୲୷) แลว้ทาํการคาํนวณหา
ระยะทางระหว่างข้อมูลทัÊ งสองกลุ่ม โดยจะเริÉ มตน้คาํนวณหาระยะทางของขอ้มูลคู่แรกระหว่าง
ขอ้มลูตวัแรกของคลาสส่วนมากกบัขอ้มลูตวัแรกของคลาสส่วนน้อยเก็บขอ้มูลระยะทางทีÉคาํนวณ
ไดไ้วที้Éตวัแปร DจากนัÊนคาํนวณหาระยะทางของขอ้มูลคู่ถดัไป และทาํการคาํนวณหาระยะทาง

 

 

 

 

 

 

 

 



41 
 

อยา่งนีÊ ไปจนกระทั Éงถึงขอ้มลูคู่สุดทา้ยระหว่างขอ้มลูตวัแรกของคลาสส่วนมากกบัขอ้มลูตวัแรกของ
คลาสส่วนนอ้ย ขัÊนตอนถดัไปจะทาํการตรวจสอบว่าระยะทางทีÉคาํนวณไดมี้ค่านอ้ยกว่าหรือเท่ากบั
ค่าระยะทางทีÉกาํหนดไวห้รือไม่ ถา้เป็นจริงจะทาํการกาํจดัขอ้มลูตวัแรกของคลาสส่วนมากทิÊง และ
จะทาํขัÊนตอนการคาํนวณหาระยะทางนีÊซํÊ าไปจนกระทั Éงถึงขอ้มลูตวัสุดทา้ยของของคลาสส่วนมาก 
เมืÉอทาํการคาํนวณหาระยะทางเสร็จสิÊนแลว้จะไดข้อ้มูลของคลาสส่วนมากทีÉไม่มีพืÊนทีÉซอ้นทบักบั
ขอ้มูลของคลาสส่วนน้อย นาํข้อมูลชุดนีÊ ไปรวมเข้ากับข้อมูลของคลาสส่วนน้อยแลว้เก็บไวใ้น
แฟ้มขอ้มลูD୰୭୰ 
 

ตวัอย่าง การลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู 
เริÉมตน้จากการกาํหนดระยะทางระหว่างขอ้มลูทัÊงสองกลุ่มดว้ยค่าคงทีÉ ในทีÉนีÊ ได้

กาํหนดระยะห่างระหว่างขอ้มลูdistRatio เท่ากบั 1.25จากนัÊนนาํขอ้มลูไม่สมดุล D୧୫ୠ จากตารางทีÉ 
3.1มาทาํการแบ่งออกเป็น 2 กลุ่ม คือ กลุ่มของขอ้มลูคลาสส่วนนอ้ย D୫୧୬୭୰୧୲୷และกลุ่มของขอ้มลู
คลาสส่วนมาก D୫ୟ୨୭୰୧୲୷ จะไดข้อ้มลูใหม่ดงัตารางทีÉ 3.2และ 3.3 

 
ตารางทีÉ 3.2 แสดงตวัอยา่งขอ้มลูของD୫୧୬୭୰୧୲୷ 

Transaction ID x1 x2 x3 

8 2.4207 1.6033 -0.7196 
9 -0.0562 0.5135 0.3967 

 
ตารางทีÉ 3.3 แสดงตวัอยา่งขอ้มลูของD୫ୟ୨୭୰୧୲୷ 

Transaction ID x1 x2 x3 

1 4.1650 0.6268 0.0751 
2 3.0591 1.7971 0.2641 
3 3.8717 -1.4462 -0.7012 
4 4.2460 -0.6390 0.5774 
5 2.6400 -0.1356 -1.3493 
6 1.7296 0.9846 -0.0449 
7 2.2011 -0.7652 0.8617 

1000 0.6225 -0.2738 -0.3229 
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ขัÊนตอนถดัไปทาํการคาํนวณระยะทางระหว่างขอ้มูล D୫୧୬୭୰୧୲୷และ D୫ୟ୨୭୰୧୲୷ผลทีÉ
ไดด้งัตารางทีÉ 3.4 
 
ตารางทีÉ 3.4แสดงระยะทางระหว่างขอ้มลูทีÉอยูใ่นกลุ่มของD୫୧୬୭୰୧୲୷และ D୫ୟ୨୭୰୧୲୷  

ขอ้มลูD୫ୟ୨୭୰୧୲୷ ขอ้มลูD୫୧୬୭୰୧୲୷ 
Transaction ID Transaction ID = 8 Transaction ID = 9 

1 2.151171 4.2349 

2 1.188539 3.3720 
3 3.377155 4.5248 
4 3.168861 4.4576 
5 1.862384 3.2771 

6 1.147027 1.8989 
7 2.856304 2.6356 

1000 2.629452 1.2643 
 

จากตารางทีÉ  3.4 มีข้อมูลเพียง 2 ตัวอย่างเท่านัÊ นคือ Transaction ID2 และ 
Transaction ID6 ทีÉมีระยะทางใกลก้บั Transaction ID8คือ 1.188539 และ 1.147027 ตามลาํดบั ซึÉงมี
ระยะทางนอ้ยกว่าค่าระยะทางทีÉกาํหนดคือ 1.25 ดงันัÊนจะทาํการกาํจดัขอ้มูล Transaction ID2 และ 
Transaction ID6 ออก สาํหรับขอ้มลูอืÉน ๆ ทีÉเหลือจะมีระยะทางทีÉมากกว่าค่าระยะทางทีÉกาํหนดก็จะ
เก็บไว ้

ขัÊนตอนสุดทา้ยนําขอ้มูลของกลุ่ม D୫୧୬୭୰୧୲୷มารวมเขา้กับข้อมูลทีÉเหลือของกลุ่ม 
D୫ୟ୨୭୰୧୲୷และเก็บไวที้É D୰୭୰ 

จากตวัอย่างของขอ้มูลสังเคราะห์ไม่สมดุลนัÊน เมืÉอทาํการลดอตัราการซอ้นทบักัน
ระหว่างกลุ่มขอ้มลูแลว้นัÊน ขอ้มลูคลาสส่วนมากซึÉงมีจาํนวนตวัอยา่งทัÊงหมด956 ตวัอยา่ง ปรากฏว่า
เมืÉอไดมี้การคาํนวณหาระยะทางระหว่างขอ้มลูทัÊงสองกลุ่มแลว้ และมีระยะทางระหว่างกลุ่มขอ้มลูทีÉ
นอ้ยกว่าระยะทางทีÉกาํหนด ส่งผลใหข้อ้มลูคลาสส่วนมากถกูกาํจดัออกไปเป็นจาํนวน312 ตวัอย่าง 
จะไดข้อ้มลูคลาสส่วนมากทีÉเหลือชุดใหม่จาํนวน644 ตวัอย่าง ดงันัÊนขอ้มูลไม่สมดุลทีÉผ่านการลด
อตัราการซ้อนทับกันระหว่างกลุ่มข้อมูลซึÉ งเก็บไวที้É  D୰୭୰จะมีจาํนวนข้อมูลรวมทัÊ งหมด 688 
ตวัอยา่ง ซึÉงแบ่งเป็นขอ้มลูคลาสส่วนนอ้ย 44 ตวัอยา่งและขอ้มลูคลาสส่วนมาก 644 ตวัอยา่ง  

ลกัษณะของข้อมูลสังเคราะห์ไม่สมดุลทีÉผ่านการลดอตัราการซอ้นทับกนัระหว่าง
กลุ่มขอ้มลูโดยภาพรวมแสดงดงัรูปทีÉ 3.4 
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รูปทีÉ 3.4แสดงลกัษณะขอ้มลูสงัเคราะห์ไม่สมดุลก) ขอ้มลูดัÊงเดิม ข) ขอ้มลูทีÉมีการใชพื้ÊนทีÉร่วมกนั 

                ค) ขอ้มลูทีÉผา่นการการลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู 

ก) 

ข) 

ค) 
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จากรูปทีÉ 3.4ขอ้มลูดัÊงเดิมซึÉงเป็นขอ้มลูไม่สมดุล (รูป ก)  นัÊนจะมีขอ้มลูกลุ่ม Majority 
ซึÉงแทนดว้ยสัญลกัษณ์ดอกจนัสีแดง และขอ้มูลกลุ่ม Minority ซึÉงแทนดว้ยสัญลกัษณ์วงกลมสีนํÊ า
เงิน เมืÉอนาํขอ้มูลชุดนีÊ มาหาพืÊนทีÉทีÉมีการใช้ร่วมกนัระหว่างสองคลาส จะปรากฏว่ามีข้อมูลกลุ่ม 
Majority ซึÉ งแทนดว้ยเครืÉองหมาย “+” สีเขียว (รูป ข)  ใชพื้ÊนทีÉร่วมกันกบัขอ้มูลกลุ่ม Minority 
ภายใตร้ะยะห่างระหว่างกลุ่มทีÉกาํหนด ดงันัÊนจะทาํการกาํจัดขอ้มูลกลุ่ม Majority เฉพาะพืÊนทีÉทีÉ
แสดงดว้ยสีเขียว ในทีÉสุดจะไดข้อ้มลูไม่สมดุลทีÉมีการใชพื้ÊนทีÉร่วมกนัอยา่งเบาบาง (รูป ค) 

เมืÉอนาํขอ้มลูไม่สมดุลแต่ละมิติมาทาํการหาอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มูล
ดว้ยตวัวดั Fisher’s Discriminant Ratio (F1)ผลทีÉไดแ้สดงดงัรูปทีÉ 3.5 

 

 

 
 

รูปทีÉ 3.5แสดงลกัษณะขอ้มลูสงัเคราะห์ไม่สมดุลของแต่ละมิติก่อน (บน)  
และหลงั (ล่าง) การลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู 
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จากรูปทีÉ 3.5ค่า F1 ทีÉมีค่าตํÉานัÊนจะหมายถึง การซอ้นทบักนัระหว่างกลุ่มขอ้มลูมีอตัรา
ทีÉสูง จากรูปพบว่า อตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มูลของแต่ละมิตินัÊนจะลดลง เช่น รูปบน
ของมิติทีÉ 1ถึงมิติทีÉ  3 มีค่า F1 เท่ากับ 5.0067 0.0444408 และ 0.010566 ตามลาํดับ เมืÉอผ่าน
กระบวนการลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มูลของมิติทีÉ 1 ถึงมิติทีÉ 3 (รูปล่าง)  มีค่า F1 
เท่ากบั 8.0676 0.094003 และ 0.001657 ตามลาํดบัเมืÉอพิจารณาค่า maxF จะพบว่าขอ้มูลสังเคราะห์
ไม่สมดุลก่อนการลดอตัราการซอ้นทบัจะมีค่า maxF อยูที่É 5.0067 และหลงัการลดอตัราการซอ้นทบั
จะมีค่า maxF อยูที่É 8.0676จะเห็นไดว้่าค่าของmaxF มีค่าเพิÉมขึÊน ซึÉงแสดงให้เห็นถึงการซอ้นทบักนั
ของขอ้มลูสองกลุ่มนัÊนเบาบางลง 
 

3.2.2การสุ่มเลือกขอ้มลู 
การสุ่มเลือกข้อมูลนัÊ นจะสุ่มเลือกจากชุดข้อมูลไม่สมดุลทีÉผ่านการลดอตัราการ

ซอ้นทับกันระหว่างกลุ่มขอ้มูลแลว้ โดยจะทาํการสุ่มเลือกข้อมูลกลุ่มส่วนน้อยและข้อมูลกลุ่ม
ส่วนมากแยกจากกนั ในงานวิจยันีÊ จะสุ่มเลือกขอ้มลูกลุ่มส่วนนอ้ยเพียงครัÊ งเดียว และสุ่มเลือกขอ้มูล
กลุ่มส่วนมากดว้ยจาํนวนขอ้มลูทีÉแตกต่างกนัจากนัÊนนาํขอ้มลูกลุ่มส่วนนอ้ยและขอ้มลูกลุ่มส่วนมาก
ของการสุ่มเลือกแต่ละครัÊ งมารวมกนั ขอ้มูลทีÉไดนี้Ê จะนาํไปใชใ้นขัÊนตอนของการสร้างโมเดลการ
เรียนรู้ร่วมกนั  
 

ตวัอย่าง การสุ่มเลือกขอ้มลู 
ทาํการสุ่มเลือกขอ้มลูกลุ่ม D୫୧୬୭୰୧୲୷ จาํนวน20ตวัอยา่งเก็บไวที้Éขอ้มลู Dୱୱ୧୬ และ

ทาํการสุ่มเลือกขอ้มลูกลุ่มD୫ୟ୨୭୰୧୲୷จาํนวน200ตวัอยา่งเก็บไวที้Éขอ้มลู Dୱୱୟ୨นาํขอ้มลูทัÊงสองกลุ่ม
มารวมเขา้ดว้ยกนัจะไดข้อ้มลูไม่สมดุลชุดใหม่(Dୱୱ) ซึÉงมีจาํนวนขอ้มลู220ตวัอยา่ง 

ครัÊ งถดัไปของการทาํงานจะทาํการสุ่มเลือกเฉพาะขอ้มลูกลุ่ม D୫ୟ୨୭୰୧୲୷  เท่านัÊน 
ส่วนขอ้มลูกลุ่ม D୫୧୬୭୰୧୲୷ จะใชข้อ้มลูชุดเดิม นาํขอ้มลูทัÊงสองชุดมารวมกนัแลว้นาํไปสร้างโมเดล 
จะทาํเช่นนีÊ ไปจนกว่าจะสิÊนสุดการทาํงานของโปรแกรม 
 

3.2.3 การสร้างตารางค่าใชจ่้าย 
การสร้างตารางค่าใชจ่้ายสาํหรับชดเชยการจาํแนกผดิประเภทนัÊน มีขัÊนตอนการสร้าง

ตารางดงัรูปทีÉ 3.6 
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AlgorithmCreate_Cost_Matrix 
Input:  

N୫୧୬୭୰୧୲୷(number of imbalanced data in minority group) 
N୫ୟ୨୭୰୧୲୷(number of imbalanced data in majority group) 

Output:  
costValue(cost matrix of imbalanced classification) 

1. C୫୧୬୭୰୧୲୷ = ݑ݀݊ݑݎ ൬
ݕݐ݅ݎ݆ܽ݉ܰ
ݕݐ݅ݎ݊݅݉ܰ

൰ 

 

2. Set costValue  = ቈ
(0,0)ܥ ௧௬ܥ	
௧௬ܥ (1,1)ܥ  

3. Return costValue 
4. End of Create_Cost_Matrix 

 
รูปทีÉ 3.6แสดงขัÊนตอนการทาํงานของกระบวนการCreate_Cost_Matrix 

 
จากรูปทีÉ 3.6 แสดงขัÊนตอนการสร้างตารางค่าใชจ่้าย ในกระบวนการทาํงานนีÊจะนาํ

จาํนวนขอ้มลูไม่สมดุลของทัÊงสองกลุ่มซึÉงเก็บไวที้É N୫୧୬୭୰୧୲୷  และ N୫ୟ୨୭୰୧୲୷ มาทาํการคาํนวณหา
อตัราความไม่สมดุล จากนัÊนนาํค่าอตัราความไม่สมดุลทีÉคาํนวณไดม้ากาํหนดใหเ้ป็นค่าใชจ่้ายของ
ขอ้มลูกลุ่มนอ้ย (C୫୧୬୭୰୧୲୷) สาํหรับค่าใชจ่้ายอืÉน ๆ นัÊนจะกาํหนดเป็นค่าคงทีÉ ดงันีÊ  

สาํหรับกรณีทีÉมีการจาํแนกผดิประเภทของขอ้มลูMajorityหรือ C୫ୟ୨୭୰୧୲୷ จะมี
ค่าใชจ่้ายเท่ากบั 1 

สาํหรับกรณีทีÉมีการจาํแนกประเภทไดถ้กูตอ้งนัÊนจะไม่มีค่าใชจ่้ายดงันัÊนจะกาํหนด 
C(0,0)และ C(1,1)เท่ากบั 0 

 
ตวัอย่าง การสร้างตารางค่าใชจ่้าย 
จากจาํนวนขอ้มลูตวัอยา่งขอ้มลูไม่สมดุลสามารถนาํมาสร้างค่าใชจ่้ายของการจาํแนก

ผดิประเภทของขอ้มลู Minority หรือ C୫୧୬୭୰୧୲୷หรือ C(1,0) ไดด้งันีÊ  
 

௧௬ܥ = 	
200
20 = 10 

 

ผลทีÉไดจ้ากการสร้างตารางค่าใชจ่้ายแสดงดงัตารางทีÉ 3.5 
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ตารางทีÉ 3.5 แสดงตารางค่าใชจ่้ายสาํหรับการจาํแนกประเภทขอ้มลู2 กลุ่ม 
 Predicted 
Actual Majority Class (0) Minority Class (1) 
Majority Class (0) (0,0)ܥ = (0,1)ܥ 0 = ௧௬ܥ = 1 

Minority Class (1) (1,0)ܥ = ௧௬ܥ = (1,1)ܥ 10 = 0 

 
ดงันัÊนค่าใชจ่้ายสาํหรับการจาํแนกประเภทขอ้มลู2 กลุ่ม ซึÉงเก็บไวที้Éตวัแปร 

costValue คือ 
݈݁ݑܸܽݐݏܿ = ቂ 0 1

10 0ቃ 

 
3.2.4การสร้างโมเดล 

การสร้างโมเดลสาํหรับเรียนรู้ร่วมกนัของการจาํแนกประเภทขอ้มลูไม่สมดุลดงัรูปทีÉ  
3.7 

 
AlgorithmCreate_Classification_Ensemble_Model 
Input  :  

Dୱୱ(imbalanced data from sampling step) //ขอ้มลูไม่สมดุลทีÉไดจ้ากการสุ่มเลือก 
costValue(cost matrix of imbalanced classification) 
U(set of parameter for create ensemble model) 

Output:  
[optDT,errV](set of misclassification with stored  number of Decision Treeand error 

value) 
1. Create classification ensemble model  then stored the result of model at EnsModel 
2. Keep an error of  misclassifications from EnsModel into set of 

misclassification[optDT,errV] 
3. Show misclassification error by generate visualization 
4. Return [optDT,errV] 
5. End of Create_Classification_Ensemble_Model 

 
รูปทีÉ 3.7แสดงขัÊนตอนการทาํงานของกระบวนการCreate_Classification_Ensemble_Model 
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จากรูปทีÉ 3.7แสดงกระบวนการสร้างโมเดลการทาํงานร่วมกนัดว้ยการนาํขอ้มูลไม่
สมดุลทีÉอยูใ่นแฟ้มขอ้มลู Dୱୱมาทาํการสร้างโมเดล ในขัÊนตอนนีÊจะเป็นการเรียนรู้ร่วมกนัแบบการ
ใชก้ารตดัสินใจร่วมกนัดว้ยอลักอริทึมแบบแบ็กกิงและบูสต์ติง ซึÉงอลักอรึทึมทีÉนาํมาใชน้ัÊนจะเก็บ
ไวใ้นตวัแปรทีÉชืÉอ nAlgo โดยมีตวัจาํแนกประเภทขอ้มูลเป็นต้นไมต้ดัสินใจ(nClassify) จากนัÊ น
กาํหนดจาํนวนเริÉมตน้ของตน้ไมต้ดัสินใจ (numDT) ชดเชยการทาํนายผิดกลุ่มดว้ยวิธีการเรียนรู้
แบบมีค่าใชจ่้าย (costValue) และทดสอบประสิทธิภาพของโมเดลดว้ยการทดสอบแบบไขวข้า้ม
(kFold)ในขณะทีÉมีการสร้างโมเดล EnsModel นัÊนจะมีความผิดพลาดเกิดขึÊน ซึÉงความผิดพลาดนัÊน
จะเกิดขึÊ นจากการจําแนกข้อมูลผิดประเภท ดังนัÊ นจะทาํการเก็บข้อมูลของจาํนวนของต้นไม้
ตดัสินใจทีÉส่งผลใหเ้กิดการจาํแนกผิดประเภทและค่าความผิดพลาดไวที้Éตวัแปร optDT และ errV 
ตามลาํดบั จากนัÊนทาํการมโนภาพหรือวิชวลไลเซชั ÉนเพืÉอแสดงความผิดพลาดทีÉเกิดจากการจาํแนก
ประเภทผิดคลาสของข้อมูลทดสอบ ณ ตาํแหน่งของจาํนวนต้นไมต้ัดสินใจ นําจาํนวนต้นไม้
ตดัสินใจและค่าความผิดพลาดจากการจาํแนกประเภทซึÉ งเก็บไวที้Éตัวแปร [optDT,errV] ไปใช้
สาํหรับสร้างโมเดลการทาํงานร่วมกนัอีกครัÊ ง 

 
ตวัอย่าง การสร้างโมเดล 
นําข้อมูลไม่สมดุล DୱୱซึÉ งมีข้อมูลจาํนวน 220 ตัวอย่าง โดยแบ่งเป็นข้อมูลกลุ่ม 

Majority จาํนวน 200 ตวัอย่าง และขอ้มูลกลุ่ม Minority จาํนวน 20 ตวัอย่างมาสร้างโมเดลการ
เรียนรู้ร่วมกนัแบบการใชก้ารตดัสินใจร่วมกนัดว้ยอลักอริทึมแบบแบ็กกิงและบูสตติ์ง ซึÉงอลักอริทึม
ทีÉจะนาํมาใชน้ัÊนมีทัÊงหมด 5 อลักอริทึมดว้ยกนั คือ AdaboostM1, Bag,TotalBoost, LogitBoost และ 
RUSBoostในตวัอยา่งนีÊ จะสร้างโมเดลดว้ยอลักอริทึม BagจากนัÊนกาํหนดตวัจาํแนกประเภทขอ้มูล
เป็นตน้ไมต้ดัสินใจกาํหนดค่าใชจ่้ายสาํหรับทาํนายผิดกลุ่มดว้ยค่า costValueทีÉไดจ้ากขัÊนตอนก่อน
หนา้จาํนวนตน้ไมต้ดัสินใจดว้ย numDT ซึÉงเริÉมตน้ทีÉ 200 ตน้ไมต้ดัสินใจและทดสอบประสิทธิภาพ
ของโมเดลดว้ยการทดสอบแบบไขวข้า้มทีÉ  k เท่ากบั5 

ในขัÊนตอนของการสร้างโมเดล EnsModel นัÊนจะใชก้ารจาํแนกประเภทดว้ยตน้ไม้
ตดัสินใจซึÉ งจะใชต้ัÊ งแต่จาํนวน 1 ตน้ถึงจาํนวน200ตน้ ส่งผลให้มีความผิดพลาดในการจาํแนก
ประเภทขอ้มลูเกิดขึÊน และจะทาํการจดัเก็บขอ้มลูความผดิพลาดของการจาํแนกประเภท ณ ตาํแหน่ง
ตน้ไมต้ดัสินใจไวที้Éตวัแปร errV และจาํนวนตน้ไมต้ดัสินใจทีÉตวัแปร optDTจากนัÊนทาํการมโน
ภาพหรือวิชวลไลเซชั ÉนเพืÉอแสดงให้เห็นถึงความผิดพลาดทีÉเกิดจากการจาํแนกประเภทผิดคลาส
ของขอ้มลูทดสอบ ณ ตาํแหน่งของจาํนวนตน้ไมต้ดัสินใจ ผลของการมโนภาพหรือวิชวลไลเซชั Éน
จะแสดงดงัรูปทีÉ 3.8 
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รูปทีÉ 3.8แสดงความผดิพลาดของการจาํแนกประเภทขอ้มลูดว้ยตน้ไมต้ดัสินใจ 
ตัÊงแต่จาํนวน 1 ตน้ถึง 200 ตน้ 
 

3.2.5การเลือกจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม 
ในการสร้างโมเดลการเรียนรู้ร่วมกันของการจาํแนกประเภทขอ้มูลไม่สมดุลดว้ย

โครงสร้างตน้ไมต้ดัสินใจนัÊน จาํนวนของตน้ไมต้ดัสินใจจะมีผลต่อเวลาทีÉใชใ้นการสร้างโมเดล ถา้
กาํหนดจาํนวนตน้ไมต้ดัสินใจทีÉมากเกินไปจะส่งผลใหเ้วลาทีÉใชใ้นการสร้างโมเดลมากขึÊนดว้ย  

ขัÊ นตอนของการหาจํานวนต้นไม้ตัดสินใจทีÉ เหมาะสม แสดงดังรูปทีÉ  3.9ซึÉ ง
กระบวนการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมสําหรับการสร้างโมเดลการเรียนรู้ร่วมกัน 
เริÉ มต้นด้วยการนําข้อมูลความผิดพลาดของการจําแนกประเภทมาจัดเรียงลาํดับตามค่าความ
ผดิพลาดจากนอ้ยไปมาก แลว้ทาํการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉมีค่าความผิดพลาดตํÉาสุดTopK 
อนัดบั ซึÉงในงานวิจยันีÊ จะเลือกจาํนวนตน้ไมต้ดัสินใจทีÉมีค่าความผิดพลาดในการจาํแนกประเภท
ข้อมูลตํÉาทีÉสุดจาํนวน 10 อันดับแรก จากนัÊ นทําการสร้างโมเดลการเรียนรู้ด้วยจาํนวนต้นไม้
ตดัสินใจทีÉเลือก ซึÉงการสร้างโมเดลในขัÊนตอนนีÊจะทาํการวนรอบสร้างโมเดลการเรียนรู้อย่างน้อย 
10 รอบ เพืÉอให้ไดม้าซึÉงจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมและมีค่าความผิดพลาดในการจาํแนก
ประเภทนอ้ยทีÉสุด สาํหรับค่าพารามิเตอร์อืÉน ๆ นัÊนจะเป็นค่าเดิมทีÉใชใ้นขัÊนตอนก่อนหนา้  

 
 
 
 
 

 

 

 

 

 

 

 

 



50 
 

AlgorithmChoose_Optimal_DecisionTree 
Input: 

Dୱୱ (imbalanced data from sampling step) //ขอ้มลูไม่สมดุลทีÉไดจ้ากการสุ่มเลือก 
costValue(cost matrix of imbalanced classification) 
U(set of parameter for create ensemble model) 
[optDT,errV](set of misclassification with stored  number of Decision Tree and error 

value) 
Output:  

ListEnsModel(set of performance ensemble model) 
1. Reorder set of misclassification by errVascending //เรียงลาํดบัขอ้มลูของชุดขอ้มลูความ

ผดิพลาดจากการจาํแนกประเภทตามลาํดบัของค่าความผดิพลาดจากนอ้ยไปมาก  
2. Choose TopK of optDT with minimum error //เลือกจาํนวนตน้ไมต้ดัสินใจทีÉมีค่าความ

ผดิพลาดตํÉาสุด10 อนัดบัแรก 
3. For I = 1 to TopK Do 
4. สร้างโมเดลการเรียนรู้ร่วมกนัดว้ยจาํนวนตน้ไมต้ดัสินใจทีÉเก็บไวที้É optDT[I] 
5. ทาํการวดัประสิทธิภาพของโมเดลทีÉไดด้ว้ยมาตรวดัต่าง ๆ  
6. เก็บขอ้มลูและประสิทธิภาพของโมเดลทีÉไดไ้วที้É ListEnsModel 
7. End For 
8. Return ListEnsModel 
9. End of Choose_Optimal_DecisionTree 

 
รูปทีÉ 3.9แสดงขัÊนตอนการทาํงานของกระบวนการChoose_Optimal_DecisionTree 
 

ในแต่ละรอบของการสร้างโมเดลนัÊนจะมีการทาํงานในส่วนของการมโนภาพหรือ
วิชวลไลเซชนัดว้ยการแสดงรูปภาพเกีÉยวกบัค่าความผดิพลาดทีÉเกิดจากการจาํแนกประเภทผดิคลาส
ของขอ้มลูทดสอบ ณ ตาํแหน่งของจาํนวนตน้ไมต้ดัสินใจและวดัประสิทธิภาพของโมเดลทีÉไดด้ว้ย
มาตรวดัต่าง ๆ  

ผลทีÉได้ของขัÊนตอนนีÊ คือประสิทธิภาพของโมเดล ณ ตาํแหน่งของจาํนวนต้นไม้
ตดัสินใจทีÉเลือกซึÉ งเก็บไวที้É ListEnsModelเมืÉอทาํงานครบ 10 รอบจะทาํการส่งขอ้มูลของโมเดล
พร้อมทัÊงประสิทธิภาพเพืÉอนาํไปใชใ้นขัÊนตอนการคดัเลือกโมเดลทีÉมีประสิทธิภาพทีÉดีทีÉสุด 
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ตวัอย่างการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม 
จากรูปทีÉ 3.8จะเห็นว่าจาํนวนตน้ไมที้ÉเหมาะสมทีÉมีค่าความผิดพลาดของการจาํแนก

ประเภทข้อมูลตํÉาทีÉสุดจะมีค่าประมาณ 0.009ซึÉ งจะอยู่ทีÉการใชจ้าํนวนต้นไมต้ัดสินใจ 41 ตน้ไม้
ตดัสินใจ  และช่วงของการใชจ้าํนวนตน้ไมต้ดัสินใจตัÊงแต่43ถึง 200 ตน้ไมต้ดัสินใจ   

ดังนัÊ นได้ทาํการนําข้อมูลความผิดพลาดของการจําแนกประเภทซึÉ งจัดเก็บไว้ทีÉ 
[optDT,errV]มาจดัเรียงลาํดบัตามค่าความผดิพลาดจากนอ้ยไปมากแลว้เลือกจาํนวนตน้ไมต้ดัสินใจ
ทีÉมีค่าความผดิพลาดในการจาํแนกประเภทตํÉาสุด 10 อนัดบัแรก ผลทีÉไดข้องจาํนวนตน้ไมต้ดัสินใจ
ทีÉเหมาะสม 10 อนัดบัแรกประกอบดว้ย 414344454647484950และ51ตน้ไมต้ดัสินใจ 

ผลทีÉไดจ้ากการนาํจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมไปสร้างโมเดลเรียนรู้ร่วมกนั
สามารถแสดงผลการสร้างมโนภาพไดด้งัรูปทีÉ 3.10 

 

 
 

รูปทีÉ 3.10แสดงความผดิพลาดของการจาํแนกประเภทขอ้มลูดว้ยจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม 
 

สาํหรับโมเดลสําหรับเรียนรู้ร่วมกันของการจาํแนกประเภทข้อมูลไม่สมดุลด้วย
ตน้ไมต้ดัสินใจทีÉเหมาะสมนัÊนจะนาํไปวดัประสิทธิภาพดว้ยมาตรวดัทีÉไดก้ล่าวไวแ้ลว้ในหวัขอ้ 2.8 

จากตวัอยา่งทีÉกล่าวมาแลว้ตัÊงแต่ตน้นัÊนเป็นการสร้างโมเดลสาํหรับเรียนรู้ร่วมกนัของ
การจาํแนกประเภทข้อมูลไม่สมดุลด้วยต้นไมต้ัดสินใจทีÉเหมาะสมซึÉงมีการเรียนรู้ร่วมกันด้วย
อลักอริทึมแบบBagนาํโมเดลทีÉไดม้าทาํการวดัประสิทธิภาพดว้ยมาตรวดัต่าง ๆ ผลทีÉไดแ้สดงดัง
ตารางทีÉ 3.6 
ตารางทีÉ3.6แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ Bag ดว้ยมาตรวดัต่าง ๆ 

 

 

 

 

 

 

 

 



52 
 

เรียงลาํดบัตามการรันโปรแกรม 

ลําดับการรันโปรแกรม 

จํานวนต้นไม้ตัดสินใจ 

มาตรวดัประสิทธิภาพ 

Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassification 
Costs 

1 41 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
2 43 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
3 44 0.986 1.000 0.850 1.000 0.919 0.922 0.925 0.150 
4 45 0.986 1.000 0.850 1.000 0.919 0.922 0.925 0.150 
5 46 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
6 47 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
7 48 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
8 49 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
9 50 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
10 51 0.986 1.000 0.850 1.000 0.919 0.922 0.925 0.150 

 
3.2.6การเลือกโมเดลทีÉมีประสิทธิภาพ 

เมืÉอทาํการสร้างโมเดลการเรียนรู้ร่วมกนัของการจาํแนกประเภทขอ้มลูไม่สมดุลครบ
ทุกอลักอริทึมแลว้ ขัÊนตอนสุดท้ายคือ การคดัเลือกโมเดลทีÉมีประสิทธิภาพเพืÉอนํามาใชส้ําหรับ
จาํแนกประเภทขอ้มลูไม่สมดุลดว้ยการพิจารณาจากค่า Total Misclassification Costs ซึÉงเป็นค่าทีÉได้
จากผลรวมความผดิพลาดของการจาํแนกประเภทของขอ้มูลกลุ่ม Minority หรือ FPRateและขอ้มูล
กลุ่ม Majority หรือ FNRate โดยจะเลือกโมเดลทีÉมีค่า Total Misclassification Costs ต ํÉาทีÉสุด ใน
กรณีทีÉ มีมากกว่า 1 ค่าจะนําข้อมูลของจาํนวนต้นไม้ตัดสินใจมาทาํการพิจารณาร่วมด้วยซึÉ ง
หมายความว่า จะคัดเลือกโมเดลเพืÉอให้ได้มาซึÉ งโมเดลทีÉมีประสิทธิภาพดว้ยการพิจารณา Total 
Misclassification Costs ทีÉมีค่าตํÉาทีÉสุด และใชจ้าํนวนตน้ไมต้ดัสินใจทีÉนอ้ยทีÉสุดดว้ยเช่นกนั ผลทีÉได้
คือโมเดลทีÉมีความผดิพลาดในการจาํแนกนอ้ยทีÉสุดซึÉงใชจ้าํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมทีÉสุด นาํ
โมเดลทีÉไดนี้Ê ไปแสดงผล 

 
 

ตวัอย่างการเลือกโมเดลทีÉมีประสิทธิภาพ 
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จากตารางทีÉ 3.6นาํขอ้มูลประสิทธิภาพของโมเดลมาทาํการเรียงลาํดบัตามค่าความ
ผดิพลาดTotal Misclassification Costs และจาํนวนตน้ไมต้ดัสินใจจากนอ้ยไปมาก ผลทีÉไดด้งัตาราง
ทีÉ 3.7 
 
ตารางทีÉ 3.7แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ Bag ดว้ยมาตรวดัต่าง ๆ  
เรียงลาํดบัตามค่าความผดิพลาดและจาํนวนตน้ไมต้ดัสินใจจากนอ้ยไปมาก 

ลําดับการรันโปรแกรม 

จํานวนต้นไม้ตัดสินใจ 

มาตรวดัประสิทธิภาพ 

Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassification 
Costs 

1 41 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 

2 43 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
3 46 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
4 47 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
5 48 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
6 49 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
7 50 0.991 1.000 0.900 1.000 0.947 0.949 0.950 0.100 
8 44 0.986 1.000 0.850 1.000 0.919 0.922 0.925 0.150 
9 45 0.986 1.000 0.850 1.000 0.919 0.922 0.925 0.150 
10 51 0.986 1.000 0.850 1.000 0.919 0.922 0.925 0.150 

 
จากตารางทีÉ 3.7 จะเห็นว่าความผิดพลาดในการจาํแนกประเภทขอ้มูลทีÉต ํÉาทีÉสุด คือ 

0.100นัÊนมีมากกว่าหนึÉ งโมเดล แต่ในงานวิจยันีÊ จะเลือกโมเดลทีÉมีค่าความผิดพลาดในการจาํแนก
ประเภทขอ้มลูทีÉต ํÉาทีÉสุดและใชจ้าํนวนตน้ไมต้ดัสินใจทีÉนอ้ยทีÉสุดดว้ยเพืÉอลดเวลาในการสร้างโมเดล 
ดงันัÊนจะเลือกโมเดลทีÉสร้างดว้ยตน้ไมต้ดัสินใจจาํนวน 41 ตน้  

 

 

 

 

 

 

 

 



บททีÉ 4 

การทดสอบและอภิปรายผล 

  
ในส่วนของบททีÉ 4 นีÊ จะเป็นการทดสอบและอภิปรายผลของการใชอ้ลักอริทึม EnsDTV 

เพืÉอจาํแนกประเภทขอ้มลูไม่สมดุลซึÉงขอ้มลูนัÊนจะมีอตัราความไม่สมดุลของกลุ่มขอ้มูลและมีอตัรา
การซ้อนทบักนัของกลุ่มขอ้มูลทีÉแตกต่างกนัสาํหรับเนืÊอหาในบทนีÊ จะประกอบดว้ย การเตรียม
ขอ้มลูสาํหรับการทดสอบ การออกแบบวิธีการทดสอบ ผลการทดสอบประสิทธิภาพ และอภิปราย
ผล 
 

4.1 การเตรียมข้อมูลสําหรับการทดสอบ 

งานวิจยัของวิทยานิพนธฉ์บบันีÊ ไดท้าํการวดัประสิทธิภาพของโมเดลดว้ยชุดขอ้มูลชนิดตวั
เลขทีÉไดจ้ากการสงัเคราะห์จากโปรแกรมและชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐาน โดยมีรายละเอียด
ดงัต่อไปนีÊ  

4.1.1 ชุดขอ้มลูสงัเคราะห์จากโปรแกรม 
สําหรับชุดข้อมูลสังเคราะห์ทีÉใช้ในงานวิจัยของวิทยานิพนธ์ฉบับนีÊ จะทําการ

สงัเคราะห์ขึÊนมาดว้ยโปรแกรม MATLAB R2013bลกัษณะของขอ้มลูทีÉสงัเคราะห์ขึÊนมานัÊนจะเป็น
ขอ้มลูชนิดตวัเลขเท่านัÊน มีการกระจายตวัของขอ้มลูเป็นแบบมาตรฐาน มีการซอ้นทบักนัของขอ้มลู 
มีอัตราความน่าจะเป็นของการเกิดคลาสส่วนน้อยและคลาสส่วนมากทีÉแตกต่างกัน จ ํานวน
คุณลกัษณะ (Attributes) เท่ากบั 3 และมีคลาสเป้าหมายสองกลุ่มรายละเอียดชุดขอ้มูลสังเคราะห์
จากโปรแกรมแสดงดงัตารางทีÉ 4.1และลกัษณะการกระจายตวัของชุดขอ้มลูสงัเคราะห์แสดงดงัรูปทีÉ 
4.1 
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ตารางทีÉ 4.1แสดงลกัษณะของชุดขอ้มลูสงัเคราะห์จากโปรแกรม 

ชุด
ขอ้มลู 

ค่า
Mean 

ค่าความแปรปรวน จาํนวนตวัอยา่ง 
IR maxF กลุ่ม 

Majority 
กลุ่ม 

Minority 
กลุ่ม 

Majority 
กลุ่ม 

Minority 
รวม 

Data1 [0 0 0;  
3 0 0] 

[1 0 0;  
0 1 0;  
0 0 1] 

[1 0 0;  
0 1 0;  
0 0 1] 

956 44 1000 21.72 5.01 

Data2 [0 0 0;  
0 30] 

[2 0 0;  
0 2 0;  
0 0 2] 

[2 0 0;  
0 2 0;  
0 0 2] 

956 44 1000 21.72 1.85 

Data3 [0 0 0;  
0 30] 

[0.2 0 0;  
0 0.2 0;  
0 0 0.2] 

2 0 0;  
0 2 0;  
0 0 2] 

956 44 1000 21.72 3.81 

Data4 [0 0 0;  
3 3 0] 

[1 0.50.5;  
0.510.5;  
0.50.51] 

[1 0.50.5;  
0.510.5;  
0.50.51] 

956 44 1000 21.72 5.01 

 

 
ก) ชุดขอ้มลูData1 

 
รูปทีÉ 4.1 แสดงลกัษณะการกระจายตวัของชุดขอ้มลูสงัเคราะห์ตัÊงแต่ Data1 ถึง Data4 
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ข) ชุดขอ้มลู Data2 

 
ค) ชุดขอ้มลูData3 

 
ง) ชุดขอ้มลู Data4 

 
รูปทีÉ 4.1 แสดงลกัษณะการกระจายตวัของชุดขอ้มลูสงัเคราะห์ตัÊงแต่Data1 ถึง Data4(ต่อ) 
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4.1.2 ชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐาน 
สาํหรับชุดขอ้มูลชุดทีÉสองทีÉใชใ้นวิทยานิพนธ์นีÊ จะนาํมาจากแหล่งขอ้มูลมาตรฐาน 

KeelRepository (http://www.keel.es/datasets.php)จาํนวน 9 ชุดขอ้มลู รายละเอียดดงัตารางทีÉ 4.2 
 
ตารางทีÉ 4.2แสดงลกัษณะชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐานKeel 

ชุดขอ้มลู ลกัษณะขอ้มลู 
(R/I/N)* 

จาํนวนตวัอยา่ง IR maxF 
ทัÊงหมด กลุ่ม Majority กลุ่ม Minority 

 ecoli4 7 (7/0/0) 336 316 20 15.8 3.17 
 glass-6 9 (9/0/0) 214 185 29 6.38 2.35 
new-thyroid1 5 (4/1/0) 215 180 35 5.14 3.50 
 page-blocks 10 (4/6/0) 5472 4913 559 8.79 0.51 
 pima 8 (8/0/0) 768 500 268 1.87 0.57 
 segment 18 (18/0/0) 2308 1979 329 6.02 1.80 
 shuttle 9 (0/9/0) 1829 1706 123 13.87 12.96 
 vehicle 18 (0/18/0) 846 628 218 2.88 0.38 
 yeast 8 (8/0/0) 1484 1321 163 8.10 2.74 
หมายเหตุ *    R/I/N คือ ชนิดของขอ้มลู Real/Integer/Nominal 
  

4.2 การออกแบบวธีิการทดสอบ 

สาํหรับการออกแบบวิธีการทดสอบอลักอริทึม EnsDTV นัÊนจะออกแบบการทดสอบโดย
การนาํขอ้มลูไม่สมดุลทีÉผา่นกระบวนการลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มูล(D୰୭୰) มาทาํ
การแบ่งข้อมูลไม่สมดุลออกเป็นสองกลุ่ม คือข้อมูลกลุ่มส่วนน้อย(D୫୧୬୭୰୲୷) และขอ้มูลกลุ่ม
ส่วนมาก (D୫ୟ୨୭୰୧୲୷) จากนัÊนทาํการสุ่มเลือกขอ้มูลกลุ่มน้อยจาํนวนหนึÉ งเพียงครัÊ งเดียว (Dୱୱ୧୬) 
แ ล ะ สุ่ ม เ ลื อ ก ข้อ มู ล ก ลุ่ ม ส่ ว น ม า ก ทัÊ ง ห ม ด  10 ค รัÊ ง ด้ว ย จํา น ว น ข้อ มู ล ทีÉ แ ต ก ต่ า ง กัน 
(Dୱୱୟ୨ଵ, Dୱୱୟ୨ଶ , … , Dୱୱୟ୨ଵ) นาํขอ้มลูกลุ่มส่วนนอ้ยและขอ้มลูกลุ่มส่วนมากมารวมกนัจะได้
ขอ้มลูไม่สมดุลทีÉมีอตัราความไม่สมดุลทัÊง 10 ระดบั คือ 1:5 1:10 1:15 1:20 1:25 1:301:351:40 1:45 
และ 1:50 (Dୱୱହ, Dୱୱଵ , … , Dୱୱହ) จากนัÊ นนําข้อมูลเหล่านีÊ มาสร้างโมเดลแบบเรียนรู้ร่วมกัน
ร่วมกบัเทคนิคการลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลูและเทคนิคการชดเชยการทาํนายผิด
กลุ่มดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้ายพร้อมทัÊ งหาจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม และทดสอบ
โมเดลดว้ยการทดสอบไขวข้า้ม(M୧୨)ผลทีÉไดคื้อโมเดลทีÉมีประสิทธิภาพ(R୧୨) 
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ขัÊนตอนการออกแบบการทดลองของงานวิจยัของวิทยานิพนธฉ์บบันีÊ แสดงดงัรูปทีÉ 4.2 
 

 
 

รูปทีÉ 4.2แสดงขัÊนตอนการออกแบบการทดลองอลักอริทึม EnsDTV 
 
 

 

 

 

 

 

 

 

 



59 
 

จากรูปทีÉ 4.2 โมเดลแบบเรียนรู้ร่วมกนัดว้ยการใชก้ารตดัสินใจร่วมกนัทัÊงแบ็กกิงและบูสต์
ติงและชดเชยการทาํนายผดิกลุ่มดว้ยวิธีการเรียนรู้แบบมีค่าใชจ่้ายนัÊนจะมีโมเดลทัÊงหมด 50 โมเดล
ดว้ยกนั และผลทีÉไดคื้อโมเดลทีÉมีประสิทธิภาพ ซึÉงแทนโมเดลดว้ย M୧୨และโมเดลทีÉมีประสิทธิภาพ
ดว้ย R୧୨โดยทีÉ 

iหมายถึง อลักอริทึมของการตดัสินใจร่วมกนั ซึÉง 
 i =1 คือ AdaBoostM1  
  i =2 คือ Bag   
  i =3 คือ LogitBoost  
  i =4 คือ TotalBoost  
  i =5 คือ RUSBoost 
jหมายถึง อตัราความไม่สมดุลซึÉง 
  j =1 คือ 5  
  j =2คือ 10  
  j =3 คือ 15 
  j =4 คือ 20  
  j =5 คือ 25  
  ⋮ 
  j =10 คือ 50 
ดังนัÊ น Mଵହหมายถึง โมเดลแบบเรียนรู้ร่วมกันด้วยการใช้การตัดสินใจร่วมกันแบบ 

AdaBoostM1 ทีÉมีอตัราความไม่สมดุลของขอ้มูลเท่ากบั 25 และผลทีÉไดคื้อโมเดลทีÉมีประสิทธิภาพ 
RଵହซึÉงหมายถึง โมเดลทีÉมีประสิทธิภาพซึÉงทาํงานดว้ยอลักอริทึม AdaBoostM1 ทีÉมีอตัราความไม่
สมดุลของขอ้มลูเท่ากบั 25 

 
จากขัÊนตอนการออกแบบการทดลองอลักอริทึม EnsDTV สามารถแสดงเป็นผงังาน (Flow 

Chart) ไดด้งัรูปทีÉ 4.3 
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รูปทีÉ 4.3ผงังานแสดงขัÊนตอนการทาํงานของอลักอริทึม EnsDTV 
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4.3 ผลการทดสอบประสิทธิภาพ 

จากหวัขอ้ 4.2 ซึÉงเป็นการออกแบบการทดสอบนัÊน ในงานวิจยัของวิทยานิพนธ์ฉบบันีÊ ได้
นําชุดข้อมูลชนิดตัวเลขทีÉได้จากการสังเคราะห์จากโปรแกรมและชุดข้อมูลจากแหล่งข้อมูล
มาตรฐานมาทาํการทดสอบ ซึÉงคุณลกัษณะของชุดขอ้มลูนัÊนไดก้ล่าวไปแลว้ขา้งตน้ในหวัขอ้ 4.1 

สาํหรับขอ้มลูไม่สมดุลนัÊนจะเป็นขอ้มลูทีÉผา่นกระบวนการลดอตัราการซอ้นทบักนัระหวา่ง
กลุ่มขอ้มลู และจาํนวนขอ้มลูไม่สมดุลทีÉใชใ้นการทดสอบนัÊนจะไดจ้ากการสุ่มเลือกทีÉอตัราความไม่
สมดุลทีÉแตกต่างกนั โดยทีÉจาํนวนขอ้มูลตวัอย่างของกลุ่มส่วนน้อยนัÊนจะทาํการสุ่มเลือกเพียงครัÊ ง
เดียวและใชข้อ้มลูนีÊกบัทุกโปรเซส  

รายละเอียดการทดสอบประสิทธิภาพจะแบ่งออกเป็น 2 กรณี ดงัต่อไปนีÊ  
4.3.1 การทดสอบประสิทธิภาพชุดขอ้มลูสงัเคราะห์จากโปรแกรม 

ผลการทดสอบประสิทธิภาพของการทาํงานของอลักอริทึม EnsDTV ดว้ยชุดขอ้มูล
สังเคราะห์จากโปรแกรมซึÉงสร้างดว้ยการกาํหนดค่ากลางค่าความแปรปรวนของแต่ละกลุ่มและ
จาํนวนขอ้มลูตามรายละเอียดของตารางทีÉ 4.1 แลว้นัÊนสามารถนาํขอ้มลูทีÉสงัเคราะห์ขึÊนมานัÊนมาใช้
สาํหรับทดสอบประสิทธิภาพของอลักอริทึม EnsDTV และสามารถอธิบายผลการทดลองของแต่ละ
ขัÊนตอนไดด้งัต่อไปนีÊ  

4.3.1.1 ผลการทดลองของการลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู 
ผลการทดลองของการลดอตัราการซอ้นทบักันระหว่างกลุ่มขอ้มูลของชุด

ขอ้มลูสงัเคราะห์ ผลทีÉไดแ้สดงดงัตารางทีÉ 4.3และรูปทีÉ 4.4ตามลาํดบั 
 

ตารางทีÉ 4.3 แสดงรายละเอียดของชุดขอ้มลูสงัเคราะห์จากโปรแกรมทีÉผา่นกระบวนการลดการ 
ซอ้นทบักนัระหว่างขอ้มลู 

ชุดขอ้มลู ระยะห่างระหว่าง
สองกลุ่มขอ้มลู 

จาํนวนตวัอยา่ง IR maxF 
ทัÊงหมด กลุ่ม Majority  กลุ่ม Minority 

Data1 1.25 688 644 44 14.64 8.18 
Data2 1.25 631 587 44 13.34 3.69 
Data3 1.75 780 736 44 16.73 7.22 
Data4 1.40 765 721 44 16.39 5.19 
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ก) ขอ้มลูData1 

 
ข) ขอ้มลู Data2 

 
ค) ขอ้มลูData3 

 
รูปทีÉ 4.4 แสดงลกัษณะการกระจายตวัของชุดขอ้มลูสงัเคราะห์ทีÉผา่นกระบวนการลดการซอ้นทบั 

กนัระหว่างขอ้มลูตัÊงแต่ชุดขอ้มลู Data1 ถึงชุดขอ้มลู Data4 
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ง) ขอ้มลูData4 

 
รูปทีÉ 4.4 แสดงลกัษณะการกระจายตวัของชุดขอ้มลูสงัเคราะห์ทีÉผา่นกระบวนการลดการซอ้นทบั 

กนัระหว่างขอ้มลูตัÊงแต่ชุดขอ้มลู Data1 ถึงชุดขอ้มลู Data4(ต่อ) 
  

ผลทีÉไดจ้ากตารางทีÉ 4.3 จะพบว่าอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู ซึÉง
พิจารณาจากค่า maxF นัÊนจะมีค่าเพิÉมขึÊนส่งผลใหข้อ้มลูแต่ละชุดมีการใชพื้ÊนทีÉร่วมกนันอ้ยลง 
 

4.3.1.2 ผลการทดลองของการสุ่มเลือกขอ้มลู 
นาํขอ้มลูจากตารางทีÉ 4.3 ไปทาํการสุ่มเลือกขอ้มลูดว้ยอตัราความไม่สมดุลทีÉ

แตกต่างกนั ผลการทดลองทีÉไดแ้สดงดงัตารางทีÉ 4.4 
 

ตารางทีÉ 4.4 แสดงรายละเอียดของชุดขอ้มลูสงัเคราะห์จากโปรแกรมสาํหรับการทดสอบทีÉมีIR  
ตัÊงแต่ 1:5 ถึง 1:50 

ชุด
ขอ้มลู 

จาํนวนตวัอยา่ง 
กลุ่ม

Minority 
กลุ่ม Majorityตามอตัราความไม่สมดุล (IR) 

5 10 15 20 25 30 35 40 45 50 

Data1 20 100 200 300 400 500 600 700 800 900 1000 
Data2 19 95 190 285 380 475 570 665 760 855 950 
Data3 24 120 240 360 480 600 720 840 960 1080 1200 
Data4 24 120 240 360 480 600 720 840 960 1080 1200 
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4.3.1.3 ผลการทดลองของการสร้างตารางค่าใชจ่้าย 
นาํจาํนวนขอ้มลูจากตารางทีÉ 4.4 ไปทาํการสร้างตารางค่าใชจ่้าย ผลการ

ทดลองทีÉไดแ้สดงดงัตารางทีÉ 4.5 
 
ตารางทีÉ 4.5 แสดงรายละเอียดของตารางค่าใชจ่้ายสาํหรับทดลองอลักอริทึม EnsDTV 
 IR = 5 IR = 10 IR = 15 IR = 20 IR = 25 

CostValue 
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4.3.1.4ผลการทดลองของการสร้างโมเดล 

นาํขอ้มูลสังเคราะห์ทีÉสุ่มเลือกไวแ้ลว้ตามอตัราความไม่สมดุลของตารางทีÉ 
4.4 และค่า CostValue จากตารางทีÉ 4.5 มาทาํการสร้างโมเดล ตวัอย่างเช่น นาํชุดขอ้มูล Data2มาทาํ
การสร้างโมเดลทีÉมีอตัราความไม่สมดุล 1:5 ดงันัÊนจาํนวนขอ้มูลตวัอย่างทัÊ งหมดทีÉนาํมาใชใ้นการ
สร้างโมเดล คือ 114 ตวัอยา่ง แบ่งเป็นขอ้มูลกลุ่มส่วนน้อย 19ตวัอย่าง และขอ้มูลกลุ่มส่วนมาก 95
และใชค่้า CostValue ทีÉมี IR=5 นาํขอ้มลูเหล่านีÊมาทาํการเรียนรู้ดว้ยอลักอริทึม Bag การสร้างโมเดล
ครัÊ งแรกนัÊนจะกาํหนดจาํนวนตน้ไมต้ดัสินใจทีÉ 200 ตน้ไมต้ดัสินใจ ซึÉงการเรียนรู้ดว้ยจาํนวนตน้ไม้
ตดัสินใจทีÉไม่เหมาะสมนัÊนจะส่งผลให้ใชเ้วลาในการเรียนรู้ทีÉมาก ดงันัÊนเพืÉอลดเวลาทีÉใชใ้นการ
เรียนรู้และหาจาํนวนตน้ไมที้Éเหมาะสมกบัขอ้มลูชุดนีÊ  งานวิจยันีÊ จึงไดท้าํการมโนภาพเพืÉอแสดงให้
เห็นถึงความผดิพลาดของการจาํแนกประเภทขอ้มลูทดสอบ ณ ตาํแหน่งของจาํนวนตน้ไมต้ดัสินใจ 
ผลการทดลองทีÉไดแ้สดงดงัรูปทีÉ 4.5 
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รูปทีÉ 4.5แสดงความผดิพลาดของการจาํแนกประเภทขอ้มลูดว้ยตน้ไมต้ดัสินใจตัÊงแต่จาํนวน 1 ตน้ 
 ถึง 200 ตน้ ดว้ยชุดขอ้มลู Data2 ทีÉอตัราความไม่สมดุล 1:5  
  

4.3.1.5 ผลการทดลองของการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม 
จากรูปทีÉ 4.5จะทาํการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉมีค่าการจาํแนกผิดกลุ่ม

ตํÉาสุด 10 อนัดับแรกมาทาํการสร้างโมเดลการเรียนรู้อีกครัÊ ง ซึÉ งการเรียนรู้ด้วยจาํนวนต้นไม้
ตดัสินใจทีÉมีค่าการจาํแนกผิดกลุ่มตํÉาสุดนีÊ จะส่งผลให้ไดจ้าํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมกบัชุด
ขอ้มลูนัÊน ๆ ซึÉงขอ้มลูจาํนวนตน้ไมต้ดัสินใจทีÉมีค่าการจาํแนกผิดกลุ่มทีÉต ํÉาสุด 10 อนัดบัแรก คือ 9, 
11, 12, 13, 14, 15, 16, 17, 18 และ 19 ซึÉงมีค่าความผดิพลาดของการจาํแนกประเภทอยูที่É 0.053  

ผลการทดลองทีÉได้จากการนําจาํนวนต้นไมต้ดัสินใจทีÉเหมาะสมไปสร้าง
โมเดลเรียนรู้ร่วมกนัดว้ยอลักอริทึม Bag สามารถแสดงผลการสร้างมโนภาพดว้ยรูปทีÉ 4.6 
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รูปทีÉ 4.6แสดงความผดิพลาดของการจาํแนกประเภทขอ้มลูดว้ยตน้ไมต้ดัสินใจทีÉเหมาะสม 

ของชุดขอ้มลู Data2 ทีÉอตัราความไม่สมดุล 1:5 
 

สําหรับชุดข้อมูล Data2 ทีÉอตัราความไม่สมดุล 1:5 นัÊ นเมืÉอนําไปเรียนรู้
ร่วมกนัดว้ยอลักอริทึม Bag ดว้ยจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมแลว้ นาํโมเดลทีÉไดไ้ปทาํการวดั
ประสิทธิภาพดว้ยมาตรวดัต่าง ๆ ผลการทดลองทีÉไดแ้สดงดงัตารางทีÉ 4.6 
 
ตารางทีÉ 4.6 แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ Bag ดว้ยมาตรวดัต่าง ๆ 
 ของชุดขอ้มลู Data2 ทีÉอตัราความไม่สมดุล 1:5เรียงลาํดบัตามการรันโปรแกรม 

ลําดับการรันโปรแกรม 

จํานวนต้นไม้ตัดสินใจ 

มาตรวดัประสิทธิภาพ 

Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassification 
Costs 

1 9 0.930 1.000 0.579 1.000 0.733 0.761 0.789 0.421 
2 11 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
3 12 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
4 13 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
5 14 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
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ตารางทีÉ 4.6 แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ Bag ดว้ยมาตรวดัต่าง ๆ 
 ของชุดขอ้มลู Data2 ทีÉอตัราความไม่สมดุล 1:5 เรียงลาํดบัตามการรันโปรแกรม(ต่อ) 

ลําดับการรันโปรแกรม 

จํานวนต้นไม้ตัดสินใจ 

มาตรวดัประสิทธิภาพ 

Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassification 
Costs 

6 15 0.947 1.000 0.684 1.000 0.813 0.827 0.842 0.316 
7 16 0.947 1.000 0.684 1.000 0.813 0.827 0.842 0.316 
8 17 0.956 1.000 0.737 1.000 0.848 0.858 0.868 0.263 
9 18 0.930 0.923 0.632 0.989 0.750 0.791 0.811 0.379 
10 19 0.947 1.000 0.684 1.000 0.813 0.827 0.842 0.316 

 
4.3.1.6 ผลการทดลองของการเลือกโมเดลทีÉมีประสิทธิภาพ 

ขัÊนตอนสุดทา้ยของการทดลอง คือ การเลือกโมเดลการเรียนรู้ร่วมกนัแบบ 
Bag ทีÉมีประสิทธิภาพสาํหรับชุดขอ้มูล Data2 ทีÉอตัราความไม่สมดุล 1:5 สาํหรับขัÊนตอนนีÊ จะนาํ
ขอ้มลูจากตารางทีÉ 4.6 มาทาํการเรียงลาํดบัตามค่า Total Misclassification Cost และจาํนวนตน้ไม้
ตดัสินใจจากนอ้ยไปมาก แลว้ทาํการพิจารณาเลือกโมเดลทีÉมีค่า Total Misclassification Cost ทีÉต ํÉา
ทีÉสุด ซึÉ งโมเดลทีÉได้จะเป็นโมเดลทีÉมีประสิทธิภาพเนืÉองจากเป็นโมเดลทีÉมีประสิทธิภาพในการ
จาํแนกประเภทข้อมูลทีÉสูงและใช้เวลาในการเรียนรู้ทีÉน้อยทีÉสุดด้วยจาํนวนต้นไม้ตัดสินใจทีÉ
เหมาะสม ซึÉ งโมเดลทีÉเหมาะสม คือ โมเดลทีÉใช้จาํนวนต้นไมต้ัดสินใจทัÊ งหมด 17 ต้น โดยมี
ประสิทธิภาพในการจาํแนกประเภทแสดงดงัตารางทีÉ 4.7  
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ตารางทีÉ 4.7  แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ Bag ดว้ยมาตรวดัต่าง ๆ  
 ของชุดขอ้มลู Data2 ทีÉอตัราความไม่สมดุล 1:5 เรียงลาํดบัตามค่าความผดิพลาด 
 และจาํนวนตน้ไมต้ดัสินใจจากนอ้ยไปมาก 

ลําดับการรันโปรแกรม 

จํานวนต้นไม้ตัดสินใจ 

มาตรวดัประสิทธิภาพ 

Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassification 
Costs 

8 17 0.956 1.000 0.737 1.000 0.848 0.858 0.868 0.263 

6 15 0.947 1.000 0.684 1.000 0.813 0.827 0.842 0.316 
7 16 0.947 1.000 0.684 1.000 0.813 0.827 0.842 0.316 

10 19 0.947 1.000 0.684 1.000 0.813 0.827 0.842 0.316 
2 11 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
3 12 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
4 13 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
5 14 0.939 1.000 0.632 1.000 0.774 0.795 0.816 0.368 
9 18 0.930 0.923 0.632 0.989 0.750 0.791 0.811 0.379 
1 9 0.930 1.000 0.579 1.000 0.733 0.761 0.789 0.421 

 
สาํหรับผลการทดลองของขอ้มูลสังเคราะห์อืÉน ๆ ทีÉยงัไม่ไดก้ล่าวถึงนัÊนก็จะทาํการ

ทดลองเช่นเดียวกบัชุดขอ้มลู Data2 ทีÉอตัราความไม่สมดุล 1:5 ผลการทดลองโดยรายละเอียดนัÊนจะ
ไม่แสดงรายละเอียด แต่จะแสดงเฉพาะผลการทดสอบประสิทธิภาพของการจาํแนกประเภทขอ้มูล
สาํหรับขอ้มลูกลุ่มนอ้ยของแต่ละโมเดลทีÉอตัราความไม่สมดุลแตกต่างกนัดว้ยการสร้างเป็นกราฟ
เปรียบเทียบประสิทธิภาพ ซึÉงแสดงไดด้งัรูปทีÉ 4.7 ถึง 4.11 ดงัต่อไปนีÊ  
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รูปทีÉ 4.7แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูสงัเคราะห์ดว้ย 
โมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ Bag 

 

 
 

รูปทีÉ 4.8แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูสงัเคราะห์ดว้ย 
โมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ AdaBoostM1 
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รูปทีÉ 4.9แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูสงัเคราะห์ดว้ย 
โมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ LogitBoost 

 

 
 

รูปทีÉ 4.10แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูสงัเคราะห์ดว้ย 
โมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ RUSBoost 

0.0
0.1
0.2
0.3
0.4
0.5
0.6
0.7
0.8
0.9
1.0

Data1 Data2 Data3 Data4

Sensitivity for LogitBoost

IR = 5

IR = 10

IR = 15

IR = 20

IR = 25

IR = 30

IR = 35

IR = 40

IR = 45

IR = 50

0.0
0.1
0.2
0.3
0.4
0.5
0.6
0.7
0.8
0.9
1.0

Data1 Data2 Data3 Data4

Sensitivity for RUSBoost

IR = 5

IR = 10

IR = 15

IR = 20

IR = 25

IR = 30

IR = 35

IR = 40

IR = 45

IR = 50

 

 

 

 

 

 

 

 



71 
 

 
 

รูปทีÉ 4.11แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูสงัเคราะห์ดว้ย 
โมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ TotalBoost 

 
4.3.2 การทดสอบประสิทธิภาพชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐาน 

ผลการทดสอบประสิทธิภาพของการทาํงานของอลักอริทึม EnsDTV ดว้ยชุดขอ้มูล
จากแหล่งขอ้มลูมาตรฐานซึÉงแสดงขอ้มลูตามรายละเอียดของตารางทีÉ 4.2 แลว้นัÊน สามารถอธิบาย
ผลการทดลองของแต่ละขัÊนตอนไดด้งัต่อไปนีÊ  

4.3.2.1 ผลการทดลองของการลดอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู 
ผลการทดลองของการลดอตัราการซอ้นทบักันระหว่างกลุ่มขอ้มูลของชุด

ขอ้มลูจากแหล่งขอ้มลูมาตรฐาน ผลทีÉไดแ้สดงดงัตารางทีÉ 4.8 
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ตารางทีÉ 4.8 แสดงรายละเอียดของชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐานทีÉผา่นกระบวนการลดการ 
ซอ้นทบักนัระหว่างขอ้มลู 

ชุดขอ้มลู ระยะห่างระหว่าง
กลุ่มขอ้มลู 

จาํนวนตวัอยา่ง IR maxF 
ทัÊงหมด กลุ่ม Majority กลุ่ม Minority 

 ecoli4 0.40 220 200 20 10.00 3.02 
 glass-6 0.55 204 175 29 6.03 3.38 
new-thyroid1 4.50 182 147 35 4.20 3.96 
 page-blocks 13.00 5098 4539 559 8.12 0.54 
 pima 12.00 654 386 268 1.44 0.62 
 segment 30.00 1819 1490 329 4.53 2.57 
 shuttle 75.00 1437 1314 123 10.68 13.89 
vehicle 20.00 799 581 218 2.67 0.39 
 yeast 0.10 1261 1098 163 6.74 3.15 
 

ผลทีÉไดจ้ากตารางทีÉ 4.8 จะพบว่าอตัราการซอ้นทบักนัระหว่างกลุ่มขอ้มลู ซึÉง
พิจารณาจากค่า maxF นัÊนจะมีค่าเพิÉมขึÊนส่งผลใหข้อ้มลูแต่ละชุดมีการใชพื้ÊนทีÉร่วมกนันอ้ยลง 
 

4.3.2.2 ผลการทดลองของการสุ่มเลือกขอ้มลู 
นาํขอ้มลูจากตารางทีÉ 4.8 ไปทาํการสุ่มเลือกขอ้มลูดว้ยอตัราความไม่สมดุลทีÉ

แตกต่างกนั ผลการทดลองทีÉไดแ้สดงดงัตารางทีÉ 4.9 และตารางทีÉ 4.10 
 
ตารางทีÉ 4.9 แสดงรายละเอียดของชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐานสาํหรับการทดสอบทีÉมี 
IR ตัÊงแต่ 1:5 ถึง 1:25 

ชุดขอ้มลู จาํนวนตวัอยา่ง
กลุ่ม Minority 

จาํนวนตวัอยา่งกลุ่ม Majorityตามอตัราความไม่สมดุล (IR) 
5 10 15 20 25 

 ecoli4 5 25 50 75 100 120 
 glass-6 6 25 60 90 120 149 
new-thyroid1 5 25 50 75 100 125 
 page-blocks 35 175 350 525 700 875 
pima 15 75 150 225 300 375 
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ตารางทีÉ 4.9 แสดงรายละเอียดของชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐานสาํหรับการทดสอบทีÉมี 
IR ตัÊงแต่ 1:5 ถึง 1:25 (ต่อ) 

ชุดขอ้มลู จาํนวนตวัอยา่ง
กลุ่ม Minority 

จาํนวนตวัอยา่งกลุ่ม Majorityตามอตัราความไม่สมดุล (IR) 
5 10 15 20 25 

 segment 25 125 250 375 500 625 
 shuttle 40 180 370 600 800 1000 
 vehicle 20 100 200 300 400 500 
 yeast 30 145 285 450 595 750 
 
ตารางทีÉ 4.10 แสดงรายละเอียดของชุดขอ้มลูจากแหล่งขอ้มลูมาตรฐานสาํหรับการทดสอบทีÉมี 
IRตัÊงแต่ 1:30 ถึง 1:50 

ชุดขอ้มลู จาํนวนตวัอยา่ง
กลุ่ม Minority 

จาํนวนตวัอยา่งกลุ่ม Majorityตามอตัราความไม่สมดุล (IR) 
30 35 40 45 50 

 ecoli4 5 150 175 200 225 250 
 glass-6 6 175 210 240 270 300 
new-thyroid1 5 146 175 200 225 250 
 page-blocks 35 1050 1225 1400 1575 1750 
pima 15 443 525 600 675 750 
segment 25 750 875 1000 1125 1250 
 shuttle 40 1200 1400 1600 1800 2000 
 vehicle 20 581 700 800 900 1000 
 yeast 30 900 1050 1200 1350 1500 
 

4.3.2.3 ผลการทดลองของการสร้างตารางค่าใชจ่้าย 
นาํจาํนวนขอ้มลูจากตารางทีÉ 4.9 และตารางทีÉ 4.10 ไปทาํการสร้างตาราง

ค่าใชจ่้าย ผลการทดลองทีÉไดจ้ะแสดงเช่นเดียวกบัตารางทีÉ 4.5 
 

4.3.2.4 ผลการทดลองของการสร้างโมเดล 
นาํชุดขอ้มูลจากแหล่งขอ้มูลมาตรฐานทีÉสุ่มเลือกไวแ้ลว้ตามอตัราความไม่

สมดุลของตารางทีÉ 4.9 และตารางทีÉ 4.10 และค่า CostValue จากตารางทีÉ 4.5 มาทาํการสร้างโมเดล  
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ตวัอยา่งเช่น นาํชุดขอ้มูลpimaมาทาํการสร้างโมเดลทีÉมีอตัราความไม่สมดุล 
1:10ดงันัÊนจาํนวนขอ้มูลตวัอย่างทัÊ งหมดทีÉนาํมาใช้ในการสร้างโมเดล คือ 165 ตัวอย่าง แบ่งเป็น
ขอ้มูลกลุ่มส่วนน้อย 15ตวัอย่าง และขอ้มูลกลุ่มส่วนมาก 150 และใชค่้า CostValue ทีÉมี IR=10นาํ
ขอ้มูลเหล่านีÊ มาทาํการเรียนรู้ดว้ยอลักอริทึม RUSBoost การสร้างโมเดลครัÊ งแรกนัÊนจะกาํหนด
จาํนวนต้นไมต้ัดสินใจทีÉ 200 ต้นไม้ตัดสินใจ ซึÉ งการเรียนรู้ด้วยจาํนวนต้นไมต้ัดสินใจทีÉไม่
เหมาะสมนัÊนจะส่งผลให้ใชเ้วลาในการเรียนรู้ทีÉมาก ดงันัÊนเพืÉอลดเวลาทีÉใชใ้นการเรียนรู้และหา
จาํนวนตน้ไมที้Éเหมาะสมกบัขอ้มูลชุดนีÊ  งานวิจยันีÊ จึงไดท้าํการมโนภาพเพืÉอแสดงให้เห็นถึงความ
ผิดพลาดของการจาํแนกประเภทข้อมูลทดสอบ ณ ตาํแหน่งของจาํนวนตน้ไมต้ดัสินใจ ผลการ
ทดลองทีÉไดแ้สดงดงัรูปทีÉ 4.12 
 

 
 
รูปทีÉ 4.12แสดงความผดิพลาดของการจาํแนกประเภทขอ้มลูดว้ยตน้ไมต้ดัสินใจตัÊงแต่จาํนวน 1 ตน้ 
ถึง 200 ตน้ ดว้ยชุดขอ้มลูpimaทีÉอตัราความไม่สมดุล 1:10 
 

4.3.2.5 ผลการทดลองของการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสม 
จากรูปทีÉ 4.12จะทาํการเลือกจาํนวนตน้ไมต้ดัสินใจทีÉมีค่าการจาํแนกผิดกลุ่ม

ตํÉาสุด 10 อนัดับแรกมาทาํการสร้างโมเดลการเรียนรู้อีกครัÊ ง ซึÉ งการเรียนรู้ด้วยจาํนวนต้นไม้
ตดัสินใจทีÉมีค่าการจาํแนกผิดกลุ่มตํÉาสุดนีÊ จะส่งผลให้ไดจ้าํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมกบัชุด
ขอ้มูลนัÊ น ๆ ซึÉ งข้อมูลจาํนวนต้นไมต้ดัสินใจทีÉมีค่าการจาํแนกผิดกลุ่มทีÉต ํÉาสุดมีเพียงสามอนัดับ
เท่านัÊน คือ 59, 60และ 132ซึÉงมีค่าความผดิพลาดของการจาํแนกประเภทอยูที่É 0.158 
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ผลการทดลองทีÉได้จากการนําจาํนวนต้นไมต้ดัสินใจทีÉเหมาะสมไปสร้าง
โมเดลเรียนรู้ร่วมกนัดว้ยอลักอริทึม RUSBoost สามารถแสดงผลการสร้างมโนภาพดว้ยรูปทีÉ 4.13 
 

 
รูปทีÉ 4.13แสดงความผดิพลาดของการจาํแนกประเภทขอ้มลูดว้ยตน้ไมต้ดัสินใจทีÉเหมาะสม 

 ของชุดขอ้มลูpimaทีÉอตัราความไม่สมดุล 1:10 
 

สําหรับชุดข้อมูล pimaทีÉอัตราความไม่สมดุล 1:10 นัÊ นเมืÉอนําไปเรียนรู้
ร่วมกนัดว้ยอลักอริทึม RUSBoost ดว้ยจาํนวนตน้ไมต้ดัสินใจทีÉเหมาะสมแลว้ นาํโมเดลทีÉไดไ้ปทาํ
การวดัประสิทธิภาพดว้ยมาตรวดัต่างๆ ผลการทดลองทีÉไดแ้สดงดงัตารางทีÉ 4.11 
 
ตารางทีÉ 4.11 แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ RUSBoost ดว้ยมาตรวดัต่าง ๆ 
 ของชุดขอ้มลูpimaทีÉอตัราความไม่สมดุล 1:10เรียงลาํดบัตามการรันโปรแกรม 

ลําดับการรัน
โปรแกรม 

จํานวนต้นไม้
ตัดสินใจ 

มาตรวดัประสิทธิภาพ 

Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassificati
on Costs 

1 59 0.818 0.308 0.800 0.820 0.444 0.810 0.810 0.380 
2 60 0.824 0.325 0.867 0.820 0.473 0.843 0.843 0.313 
3 132 0.848 0.361 0.867 0.847 0.510 0.857 0.857 0.287 
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4.3.2.6 ผลการทดลองของการเลือกโมเดลทีÉมีประสิทธิภาพ 
ขัÊนตอนสุดทา้ยของการทดลอง คือ การเลือกโมเดลการเรียนรู้ร่วมกนัแบบ 

RUSBoost ทีÉมีประสิทธิภาพสาํหรับชุดขอ้มูล pima ทีÉอตัราความไม่สมดุล 1:10 สาํหรับขัÊนตอนนีÊ
จะนาํขอ้มลูจากตารางทีÉ 4.11 มาทาํการเรียงลาํดบัตามค่า Total Misclassification Cost และจาํนวน
ตน้ไมต้ดัสินใจจากนอ้ยไปมาก แลว้ทาํการพิจารณาเลือกโมเดลทีÉมีค่า Total Misclassification Cost 
ทีÉต ํÉาทีÉสุด ซึÉงโมเดลทีÉไดจ้ะเป็นโมเดลทีÉมีประสิทธิภาพเนืÉองจากเป็นโมเดลทีÉมีประสิทธิภาพในการ
จาํแนกประเภทข้อมูลทีÉสูงและใช้เวลาในการเรียนรู้ทีÉน้อยทีÉสุดด้วยจาํนวนต้นไม้ตัดสินใจทีÉ
เหมาะสม ซึÉ งโมเดลทีÉเหมาะสม คือ โมเดลทีÉใช้จ ํานวนต้นไมต้ัดสินใจทัÊ งหมด 132ต้น โดยมี
ประสิทธิภาพในการจาํแนกประเภทแสดงดงัตารางทีÉ 4.12  
 
ตารางทีÉ 4.12 แสดงประสิทธิภาพของโมเดลการเรียนรู้ร่วมกนัแบบ RUSBoost ดว้ยมาตรวดัต่าง ๆ  
 ของชุดขอ้มลูpimaทีÉอตัราความไม่สมดุล 1:10เรียงลาํดบัตามค่าความผดิพลาด 
 และจาํนวนตน้ไมต้ดัสินใจจากนอ้ยไปมาก 

ลําดับการรันโปรแกรม 

จํานวนต้นไม้ตัดสินใจ 

มาตรวดัประสิทธิภาพ 
Accuracy 

Precision 

Sensitivity 

Specificity 

F-measure 

G-mean 

AUC 

Total 
M

isclassification 
Costs 

3 132 0.848 0.361 0.867 0.847 0.510 0.857 0.857 0.287 

2 60 0.824 0.325 0.867 0.820 0.473 0.843 0.843 0.313 
1 59 0.818 0.308 0.800 0.820 0.444 0.810 0.810 0.380 

 
สาํหรับผลการทดลองของขอ้มลูจากแหล่งขอ้มูลมาตรฐานอืÉน ๆ ทีÉยงัไม่ไดก้ล่าวถึง

นัÊนก็จะทาํการทดลองเช่นเดียวกับชุดข้อมูลpimaทีÉอตัราความไม่สมดุล 1:10ผลการทดลองโดย
รายละเอียดนัÊนจะไม่แสดงรายละเอียด แต่จะแสดงเฉพาะผลการทดสอบประสิทธิภาพของการ
จาํแนกประเภทขอ้มลูสาํหรับขอ้มลูกลุ่มนอ้ยของแต่ละโมเดลทีÉอตัราความไม่สมดุลแตกต่างกนัดว้ย
การสร้างเป็นกราฟเปรียบเทียบประสิทธิภาพ ซึÉงแสดงไดด้งัรูปทีÉ 4.14 ถึง 4.18 ดงัต่อไปนีÊ  
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รูปทีÉ 4.14แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูจากแหล่งขอ้มลู 
มาตรฐานดว้ยโมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ Bag 
 

 
 

รูปทีÉ 4.15แสดงประสิทธิภาพของการจาํแนกประเภทขอ้มลูกลุ่มนอ้ยของชุดขอ้มลูจากแหล่งขอ้มลู 
                  มาตรฐานดว้ยโมเดลการเรียนรู้ร่วมกนัแบบใชก้ารตดัสินใจร่วมกนัแบบ AdaBoostM1 
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บทที ่5 
สรุปผลการวจิัยและข้อเสนอแนะ 

  
ขอ้มูลไม่สมดุลเป็นขอ้มูลท่ีสามารถพบเจอไดจ้ริงในชีวิตประจาํวนั เช่น ขอ้มูลการวินิจฉยั

ทางดา้นการแพทย ์ขอ้มูลบตัรเครดิตหรือสินเช่ือทางการเงิน เม่ือนาํขอ้มูลเหล่าน้ีมาใชง้านทางดา้น
การเรียนรู้ของเคร่ืองจกัรและการทาํเหมืองขอ้มูลจะส่งผลกระทบต่อการเรียนรู้ของอลักอริทึม
มาตรฐานท่ีมีอยู ่เน่ืองจากขอ้มูลท่ีใชใ้นการเรียนรู้มีกลุ่มหน่ึงซ่ึงเป็นกลุ่มท่ีให้ความสนใจมีจาํนวน
ขอ้มูลท่ีน้อยมากเม่ือเทียบกบัขอ้มูลกลุ่มอ่ืน ๆ ท่ีเหลือซ่ึงอลักอริทึมมาตรฐานทางดา้นการเรียนรู้
ของเคร่ืองจักรนั้ นสามารถทาํงานได้ดีในกรณีท่ีขอ้มูลมีจาํนวนขอ้มูลของแต่ละกลุ่มท่ีสมดุล
เน่ืองจากเป้าหมายของอลักอริทึมมาตรฐานเหล่านั้นคือ การเพิ่มประสิทธิภาพและมีความแม่นยาํ
ของการจดักลุ่มโดยรวม สําหรับขอ้มูลไม่สมดุลนั้นขอบเขตของการตดัสินใจท่ีเป็นท่ียอมรับของ
อลักอริทึมท่ีเป็นมาตรฐานของการเรียนรู้ของเคร่ืองจกัรนั้นจะมีความเอนเอียงไปทางกลุ่มขอ้มูล
ส่วนมาก ส่งผลใหก้ารจดักลุ่มของขอ้มูลส่วนนอ้ยมีแนวโนม้ท่ีจะไดรั้บการจดักลุ่มท่ีผดิประเภท 

ขอ้มูลไม่สมดุลนอกจากจะพิจารณาจาํนวนตวัอย่างของแต่ละกลุ่มท่ีแตกต่างกนัมากแลว้ 
ส่ิงหน่ึงท่ีจะตอ้งพิจารณาร่วมกบัขนาดของตวัอย่างคือ ลกัษณะขอ้มูลของแต่ละกลุ่มท่ีมีลกัษณะ
คลา้ยกนัมากซ่ึงขอ้มูลเหล่าน้ีจะมีการใชพ้ื้นท่ีร่วมกนัซ่ึงขอ้มูลท่ีมีลกัษณะดงัท่ีไดก้ล่าวมาแลว้น้ีจะ
ส่งผลให้การคน้หาโมเดลหรือรูปแบบดว้ยการจาํแนกประเภทขอ้มูลนั้นทาํไดย้ากยิ่งข้ึน ส่งผลให้
ประสิทธิภาพของการจาํแนกประเภทขอ้มูลท่ีไดน้ั้นไม่มีประสิทธิภาพ 

ดงันั้นวตัถุประสงคข์องงานวิจยัวิทยานิพนธ์น้ีคือ เพื่อศึกษาวิธีการต่าง ๆ ท่ีสามารถช่วย
เพิ่มความถูกตอ้งในการคน้หาโมเดลการจาํแนกประเภทขอ้มูลไม่สมดุลโดยท่ีขอ้มูลอาจจะมีอตัรา
ความไม่สมดุลของกลุ่มขอ้มูลและมีอตัราการซอ้นทบักนัของกลุ่มขอ้มูลท่ีแตกต่างกนั ดงันั้นจึงได้
ทาํการออกแบบและสร้างอลักอริทึมใหม่ท่ีช่ือวา่ EnsDTV ซ่ึงอลักอริทึมน้ีสามารถช่วยในการคน้หา
โมเดลจาํแนกประเภทขอ้มูลท่ีสามารถทาํงานไดดี้กบัขอ้มูลท่ีมีอตัราความไม่สมดุลและอตัราการ
ซอ้นทบัท่ีแตกต่างกนั การทาํงานของอลักอริทึมน้ีจะเร่ิมจากการลดอตัราการซอ้นทบักนัระหว่าง
กลุ่มขอ้มูลดว้ยการลดขอ้มูลกลุ่มส่วนมากซ่ึงเป็นขอ้มูลท่ีใชพ้ื้นท่ีร่วมกบัขอ้มูลกลุ่มส่วนนอ้ยภายใต้
ระยะทางท่ีกาํหนดออกเพียงบางส่วน โดยจะเกบ็ขอ้มูลกลุ่มส่วนนอ้ยซ่ึงเป็นกลุ่มท่ีใหค้วามสนใจไว ้
จากนั้นนาํขอ้มูลไม่สมดุลท่ีผา่นกระบวนการลดอตัราการซอ้นทบักนัระหวา่งกลุ่มขอ้มูลน้ีไปทาํการ
คน้หารูปแบบดว้ยวิธีการเรียนรู้ร่วมกนัแบบการใชก้ารตดัสินใจร่วมกนัทั้งแบบแบก็กิงและบูสตติ์ง
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ชดเชยการทาํนายขอ้มูลผิดกลุ่มดว้ยวิธีการเรียนรู้แบบมีค่าใช้จ่าย ซ่ึงจะนาํค่าท่ีไดจ้ากการสร้าง
ตารางค่าใช้จ่ายมาใช้ในการปรับค่าพารามิเตอร์ของการเรียนรู้ร่วมกันและใช้โครงสร้างตน้ไม้
ตดัสินใจเป็นตวัจาํแนกประเภทขอ้มูลพร้อมทั้งหาจาํนวนตน้ไมต้ดัสินใจท่ีเหมาะสมดว้ยวิธีการ
มโนภาพหรือวิชวลไลเซชนั 
 

5.1  สรุปผลการวจิยั 
จากผลการทดสอบประสิทธิภาพของอลักอริทึม EnsDTV ดว้ยชุดขอ้มูลสังเคราะห์จาก

โปรแกรมและชุดขอ้มูลจากแหล่งขอ้มูลมาตรฐานนั้น สามารถสรุปผลการทดสอบไดด้งัน้ี 
1. ชุดขอ้มูลไม่สมดุลของทั้งสองแหล่งท่ีนาํมาใชใ้นการทดลองน้ีจะผา่นกระบวนการลด

อตัราการซ้อนทบักนัระหว่างกลุ่มขอ้มูลดว้ยการกาํจดัขอ้มูลกลุ่มส่วนมากออกไป
บางส่วนโดยชุดขอ้มูล vehicle มีอตัราการซอ้นทบัของกลุ่มขอ้มูลนอ้ยท่ีสุด คือ 0.39 
ผลการทดสอบปรากฏว่า โมเดลท่ีมีการเรียนรู้ร่วมกนัดว้ยการใชก้ารตดัสินใจร่วมกนั
แบบบูสตติ์งโดยเฉพาะอลักอริทึม RUSBoost นั้นสามารถเรียนรู้ไดทุ้กระดบัของ
อตัราความไม่สมดุล รองลงมาคือ LogitBoost TotalBoost และ AdaBoostM1 
ตามลาํดบั ในขณะท่ีโมเดลท่ีมีการเรียนรู้ร่วมกนัดว้ยการใชก้ารตดัสินใจร่วมกนัแบบ
แบก็กิงนั้นไม่สามารถเรียนรู้ได ้

2. โมเดลท่ีมีการเรียนรู้ร่วมกนัดว้ยการใชก้ารตดัสินใจร่วมกนัแบบบูสตติ์งนั้นจะให้ค่า
ความถูกตอ้งโดยรวมและค่าความถูกตอ้งของการจาํแนกประเภทขอ้มูลกลุ่มส่วนนอ้ย
ไดดี้กว่าโมเดลท่ีมีการเรียนรู้ร่วมกนัดว้ยการใชก้ารตดัสินใจร่วมกนัแบบแบก็กิง ซ่ึง
จากผลการทดสอบของโมเดลจะพบว่าโมเดลท่ีมีการเรียนรู้ร่วมกนัดว้ยการใชก้าร
ตดัสินใจร่วมกันแบบบูสต์ติงซ่ึงทาํงานดว้ยอลักอริทึม LogitBoost นั้นจะสามารถ
จาํแนกประเภทข้อมูลกลุ่มส่วนน้อยได้อย่างมีประสิทธิภาพท่ีสุด รองลงมา คือ 
RUSBoost  ส่วน TotalBoost และ AdaBoostM1 นั้นจะให้ประสิทธิภาพของการ
จาํแนกประเภทขอ้มูลกลุ่มส่วนนอ้ยท่ีใกลเ้คียงกนั  

3. โมเดลท่ีมีการเรียนรู้ร่วมกนัดว้ยการใชก้ารตดัสินใจร่วมกนัแบบแบ็กกิงนั้นเหมาะ
สําหรับชุดขอ้มูลท่ีมีการซ้อนทบักนัของขอ้มูลท่ีน้อย และชุดขอ้มูลนั้นควรจะเป็น
ขอ้มูลท่ีมีอตัราความไม่สมดุลท่ีตํ่า ซ่ึงจะเห็นไดว้่าสามารถจาํแนกประเภทขอ้มูลท่ีมี
อตัราความไม่สมดุลไม่เกิน 5 ไดดี้กวา่ระดบัอ่ืน ๆ 

จากผลการสรุปแสดงใหเ้ห็นว่า อลักอริทึม EnsDTV ท่ีนาํเสนอข้ึนมานั้นสามารถนาํมาใช้
แกปั้ญหาการจาํแนกประเภทขอ้มูลไม่สมดุลท่ีมีอตัราความไม่สมดุลท่ีสูงและมีอตัราการซอ้นทบัท่ี
แตกต่างกนัไดอ้ยา่งมีประสิทธิภาพ  
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5.2  ปัญหาและข้อเสนอแนะ 
ในการแกไ้ขปัญหาของการจาํแนกประเภทขอ้มูลท่ีมีอตัราความไม่สมดุลสูงร่วมกบัมีการ

ใช้พื้นท่ีร่วมกนัระหว่างกลุ่มนั้นเป็นปัญหาท่ีไม่สามารถนาํวิธีการเพียงวิธีการเดียวมาใช้ในการ
แก้ปัญหาได้ เม่ือต้องการเพิ่มประสิทธิภาพในการจาํแนกประเภทขอ้มูลท่ีมีลักษณะเช่นน้ีให้
สามารถจาํแนกประเภทขอ้มูลกลุ่มส่วนนอ้ยไดอ้ยา่งมีประสิทธิภาพและในขณะเดียวกนัก็สามารถ
จาํแนกประเภทขอ้มูลกลุ่มส่วนมากไดอ้ย่างมีประสิทธิภาพเช่นเดียวกนันั้นเคร่ืองมือท่ีจะนาํมาใช้
จะตอ้งเหมาะกบัลกัษณะการกระจายตวัของชุดขอ้มูล และสัดส่วนของจาํนวนตวัอย่างของแต่ละ
กลุ่ม เน่ืองจากปัจจยัเหล่าน้ีจะมีผลต่อประสิทธิภาพของการจาํแนกประเภทขอ้มูล 

 ดงันั้นส่ิงท่ีจะนาํเสนอคือ ปรับปรุงอลักอริทึมร่วมกบัเทคนิคอ่ืน ๆ ท่ีสามารถแกปั้ญหา
ขอ้มูลไม่สมดุลท่ีมีการใช้พื้นท่ีร่วมกนัเพื่อให้สามารถจาํแนกประเภทขอ้มูลไม่สมดุลไดอ้ย่างมี
ประสิทธิภาพ 
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รหัสต้นฉบับของโปรแกรม EnsDTV 
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%1.สร้างข้อมูลสังเคราะห์ด้วย MatLabR2013b 

%ข้อมูลสังเคราะห์ม ี3 มติ ิ2 คลาส 

closeall; 
clearall; 
randn('seed',0); 
m=[0 0 1; 1 2 3]';          %ค่ากลางของขอ้มลูกลุ่มทีÉ 1 และ2 
S1 = [1 0 0; 0 1 0; 0 0 1]; % ค่าความแปรปรวนของขอ้มลูกลุ่มทีÉ 1 
S2 = [0.5 0 0; 0 0.5 0; 0 0 0.5];% ค่าความแปรปรวนของขอ้มลูกลุ่มทีÉ 2 
S(:,:,1)=S1; 
S(:,:,2)=S2; 
P=[0.1 0.9]'; 
N=300; 
sed=0; 
[X,y]=mixt_model(m,S,P,N,sed);%ตอ้งมี mixt_model.m 
c1=find(y==1);%คลาส ‘1’ 
c2=find(y==2); %คลาส ‘2’ 
figure; 
subplot(2,2,1); 
scatter3(X(1,c1,:),X(2,c1,:),X(3,c1,:),'bo'); 
holdon; 
scatter3(X(1,c2,:),X(2,c2,:),X(3,c2,:),'r*'); 
xlabel('Feature 1'); 
ylabel('Feature 2'); 
zlabel('Feature 3'); 
title('Synthetics datasets'); 
legend('Minority Class', 'Majority Class','Location','NE'); 
 
subplot(2,2,2); 
plot(X(1,c1,:),X(2,c1,:),'bo'); 
holdon; 
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plot(X(1,c2,:),X(2,c2,:),'r*'); 
xlabel('Feature 1'); 
ylabel('Feature 2'); 
 
subplot(2,2,3); 
plot(X(2,c1,:),X(3,c1,:),'bo'); 
holdon; 
plot(X(2,c2,:),X(3,c2,:),'r*'); 
xlabel('Feature 2'); 
ylabel('Feature 3'); 
 
subplot(2,2,4); 
plot(X(1,c1,:),X(3,c1,:),'bo'); 
holdon; 
plot(X(1,c2,:),X(3,c2,:),'r*'); 
xlabel('Feature 1'); 
ylabel('Feature 3'); 
holdoff; 
 
X1=X(:,c1,:);%ขอ้มลูกลุ่มทีÉ 1 
X2=X(:,c2,:); %ขอ้มลูกลุ่มทีÉ 2 
[NumOfFeatures,N]=size(X1); 
[m_hat, S_hat]  =Gaussian_ML_estimate(X) %ตอ้งมี Gaussian_ML_estimate.m 
[m_hat1, S_hat1]=Gaussian_ML_estimate(X1) 
[m_hat2, S_hat2]=Gaussian_ML_estimate(X2) 
 
% Fisher Ratio 
fori=1:NumOfFeatures 
FDR_value(i)=Fisher(X1(i,:),X2(i,:));%ตอ้งมี Fisher.m 
end 
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maxF = max(FDR_value)  %ค่า overlapped ratio แสดงการซอ้นทบัของขอ้มลู 
 
%.ในกรณีทีÉเป็นขอ้มลูสงัเคราะห์ สามารถนาํX1 และ X2 ไปใชไ้ดเ้ลย 
%ในกรณีทีÉเป็นขอ้มลูจริงจาก Keel  จะตอ้งทาํดงัต่อไปนีÊ  
% 1. Import ขอ้มลูดว้ย wizard โดย 
% ขอ้มลูเก็บไวที้Éตวัแปร X  มีชนิดเป็นMatrix 
% คลาสลาเบลเก็บไวที้Éตวัแปร y มีชนิดเป็น Cell Array 
%2.แบ่งขอ้มลู X ออกเป็น 2 กลุ่มดงันีÊ  
%X=X'; 
%y=y'; 
% คลาสลาเบลของขอ้มลูนีÊ คือ positive และ negative  
%c1=find(strcmp(y,'positive')); 
%c2=find(strcmp(y,'negative')); 
%X1=X(:,c1,:); 
%X2=X(:,c2,:); 
%.นาํ X1 และ X2 ไปใชใ้นขัÊนตอนทีÉ 2 
 
%ขัÊนตอนทีÉ2.Reduce Overlapped Regionด้วย MatLabR2013b 
XX = X1';%ขอ้มลูกลุ่มทีÉ 1positive 
YY = X2';%ขอ้มลูกลุ่มทีÉ 2negative 
distRatio = 0.3;%ระยะห่างระหว่างขอ้มลูสองกลุ่ม กาํหนดเอง 
n = size(YY,1); 
m = size(XX,1); 
newYY  = zeros(1,size(YY,2)); 
fori =1:n 
    c =0; 
for j = 1:m 
        d = (XX(j,:) -YY(i,:)) *(XX(j,:) -YY(i,:))'; 
dd = sqrt(d); 
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dist(i,j) = dd; 
ifdd<= distRatio 
            c = c+1; 
end 
end 
cn(i)=c; 
if c==0 
newYY = [newYY;YY(i,:)]; 
end 
end 
newYY = newYY(2:size(newYY,1),:); %ขอ้มลูกลุ่มทีÉ 2 ซึÉงเป็น Majority Class ทีÉผา่นการลด 
%ขอ้มลูทีÉมีการใชพื้ÊนทีÉร่วมกนักบัขอ้มลู Minority Class 
%บนัทึกขอ้มลู X1 และเพิÉม 1 Column เพืÉอเก็บ Class Label  เป็นminority.csv ไวที้É drive C 
%บนัทึกขอ้มลู newYYและเพิÉม 1 Column เพืÉอเก็บ Class Label  เป็นmajority.csv ไวที้É drive C 
 
%ขัÊนตอนทีÉ 3 Stratified Sampling Using R 

require(sampling) 
dataMin<- read.csv("C:/minority.csv", header=FALSE) 
dataMaj<- read.csv("C:/majority.csv", header=FALSE) 
stratified = function(tmpD, size,method1) { 
group = dim(tmpD)[2] 
strat= strata(tmpD, stratanames = names(tmpD[group]),size = size, method = method1) 
dsample = getdata(tmpD, strat) 
} 
ssSizeMin = 10  # จาํนวนทีÉตอ้งการสุ่มเลือกของกลุ่ม Minority 
ssSizeMaj= 100  # จาํนวนทีÉตอ้งการสุ่มเลือกของกลุ่ม Majority 
ssMethod = "srswor"  
#srsworis sampling without replacement, srswr is sampling with replacement 
ssMin=stratified(dataMin,ssSizeMin,ssMethod) 
ssMaj=stratified(dataMaj,ssSizeMaj,ssMethod) 
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c=(dim(ssMaj)[2])-4 
write.csv(ssMin[1:c], file="C:/ssMin.csv" 
write.csv(ssMaj[1:c], file="C:/ssMaj.csv" 
 
%ขัÊนตอนทีÉ 4 Gen Ensemble Model 
Import data of ssMin into Xp 
Import data of ssMaj into Xn 
 
cp = size(Xp,1); 
strArray(1:cp) = java.lang.String('positive'); 
Yp = cell(strArray); 
 
cn = size(Xn,1); 
strArray(1:cn) = java.lang.String('negative'); 
Yn = cell(strArray); 
 
XX = [Xp;Xn]; 
yy = [Yp;Yn]; 
 
weakLearner = 'Tree'; 
numLearner  = 200; 
dataD       = tabulate(yy); 
 
ifdataD{1,1}== 'negative' 
i = ceil(dataD{1,2}/dataD{2,2}); 
ClassNames = {'negative''positive'}; 
cost.ClassificationCosts = [0,1;i,0]; 
else 
i  = ceil(dataD{2,2}/dataD{1,2}); 
ClassNames = {'positive''negative'}; 
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cost.ClassificationCosts = [0,i;1,0]; 
end 
 
cost.ClassNames = ClassNames; 
 
ensFuncList = {'AdaBoostM1''Bag''TotalBoost''LogitBoost''RUSBoost'}; 
lenEnsFuncList   = length(ensFuncList); 
 
DD.AdaBoostM1 = []; 
DD.Bag        = []; 
DD.TotalBoost = []; 
DD.LogitBoost = []; 
DD.RUSBoost   = []; 
 
for k=1:1:lenEnsFuncList  
cn =1; 
rng(0,'twister')  
display('===============================') 
ensFunc    = ensFuncList{k} 
    model      = 
fitensemble(XX,yy,ensFunc,numLearner,weakLearner,'Type','Classification','Cost',cost.Classific
ationCosts,'kfold',5); 
    [pre,Sfit] = kfoldPredict(model);  
conmat     = confusionmat(yy,pre,'Order',ClassNames) ; 
    CM         = 
table(conmat(:,1),conmat(:,2),'VariableNames',ClassNames,'RowNames',ClassNames);  
fprintf('Comfusion Matrix\n');  
disp(CM) 
accuracy   = (sum(strcmp(pre,yy))/length(yy))*100; 
ifdataD{1,1}== 'negative' 
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        TP = conmat(4); 
        FP = conmat(3); 
        FN = conmat(2); 
        TN = conmat(1); 
else 
        TP = conmat(1); 
        FP = conmat(2); 
        FN = conmat(3); 
        TN = conmat(4); 
end 
 
%Plot graph for check error 
figure; 
plot(kfoldLoss(model,'Mode','Cumulative'),'r--'); 
xlabel('Number of trees'); 
ylabel('Classification error'); 
title(ensFunc); 
holdon; 
 
%Find suitable number of learner 
result          = kfoldLoss(model,'Mode','Cumulative'); 
mLearner        = find(result == min(result)); 
lenMinLearner   = length(mLearner); 
 
%Find maximum 10 Rounds 
iflenMinLearner> 10  
lenMinLearner = 10; 
end 
 
for j=1:1:lenMinLearner 
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ddModel= []; 
        D      =[]; 
rng(0,'twister') 
numLearnerJ= mLearner(j) 
        model      = 
fitensemble(XX,yy,ensFunc,numLearnerJ,weakLearner,'Type','Classification','Cost',cost.Classifi
cationCosts,'kfold',5); 
        [pre,Sfit] = kfoldPredict(model);  
conmat     = confusionmat(yy,pre); 
        CM         = 
table(conmat(:,1),conmat(:,2),'VariableNames',ClassNames,'RowNames',ClassNames);  
fprintf('Comfusion Matrix\n');  
disp(CM) 
accuracy   = (sum(strcmp(pre,yy))/length(yy))*100; 
ifdataD{1,1}== 'negative' 
            TP = conmat(4); 
            FP = conmat(3); 
            FN = conmat(2); 
            TN = conmat(1); 
else 
            TP = conmat(1); 
            FP = conmat(2); 
            FN = conmat(3); 
            TN = conmat(4); 
end 
D.Cminority(cn)  = i; 
D.Cmajority(cn)  = 1; 
D.numTree(cn)    = numLearnerJ; 
D.TP(cn)         = TP; 
D.FP(cn)         = FP; 
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D.FN(cn)         = FN; 
D.TN(cn)         = TN; 
D.Accuracy(cn)   = (TP+TN)/(TP+FN+FP+TN); 
D.Precision(cn)  = TP/(TP+FP); 
D.Sensitivity(cn)= TP/(TP+FN);%(conmat(1)/(conmat(1)+conmat(3)))*100 
D.Specificity(cn)= TN/(TN+FP);%(conmat(4)/(conmat(2)+conmat(4)))*100 
D.FPrate(cn)     = 1-D.Specificity(cn); 
D.FNrate(cn)     = 1-D.Sensitivity(cn); 
D.Fmeasure(cn)   = (2*D.Precision(cn)*D.Sensitivity(cn))/(D.Precision(cn)+D.Sensitivity(cn)); 
D.Gmean(cn)      = sqrt(D.Sensitivity(cn)*D.Specificity(cn)); 
D.AUC(cn)        = (1+D.Sensitivity(cn)-D.FPrate(cn))/2; 
D.TotalMis(cn)   = (D.FPrate(cn)*D.Cminority(cn))+ (D.FNrate(cn)*D.Cmajority(cn)); 
D.TotalError(cn) = D.FPrate(cn)+ D.FNrate(cn); 
 
%Plot graph for check error 
plot(kfoldLoss(model,'Mode','Cumulative'),'b-'); 
legend('Original', 'Optimization of Tree','Location','NE'); 
holdon; 
end 
holdoff; 
ddModel = [D.Cminority' D.Cmajority' D.numTree' D.TP' D.FP' D.FN' D.TN' D.Accuracy' 
D.Precision' D.Sensitivity' D.Specificity' D.FPrate' D.FNrate' D.Fmeasure' D.Gmean' D.AUC' 
D.TotalMis' D.TotalError']; 
if k ==1 
        DD.AdaBoostM1 = ddModel; 
elseif k ==2 
DD.Bag        = ddModel; 
elseif k ==3 
DD.TotalBoost = ddModel; 
elseif k ==4 
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DD.LogitBoost = ddModel; 
else 
DD.RUSBoost   = ddModel; 
end 
cn = cn+1;     
display('===============================') 
end 
 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

ภาคผนวก ข 

บทความวชิาการทีไ่ด้รับการตพีมิพ์เผยแพร่ 
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รายช่ือบทความวชิาการทีไ่ด้รับการตพีมิพ์เผยแพร่ 
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กระบวนการเตรียมข้อมูลสาํหรับข้อมูลทีÉไม่สมดุลเพืÉอเพิÉมประสิทธิภาพในการจาํแนก

ข้อมูล 
Pre-processing of Imbalanced Data for Improving Data Classification 

 

ภาสพิชญ์ ชใูจ*, นิตยา เกิดประสพและกิตติศกัดิ Í  เกิดประสพ 

Pasapitch Chujai*, Nittaya Kerdprasopand Kittisak Kerdprasop 

 

บทคัดย่อ 

การจําแนกข้อมูลเป็นเทคนิคหนึÉงของงานทางด้านเหมืองข้อมูลทีÉได้รับความนิยมเนืÉองจากมี

ประสทิธิภาพและความถกูต้องในการจําแนกทีÉสงู แต่เทคนิคนี Êจะประสบกับปัญหาในการจําแนกข้อมูลในกรณี

ทีÉชุดข้อมูลมีลกัษณะไม่สมดุลซึÉงจะปรากฏเมืÉอจํานวนข้อมูลของกลุ่มหนึÉงมีมากกว่าอีกกลุ่มหนึÉงเป็นจํานวน

มากดังนั Êนในงานวิจัยนี Êจึงได้นําขั Êนตอนการเตรียมข้อมูลด้วยการคัดเลือกคอลมัน์ทีÉเหมาะสมด้วยเทคนิค 

Principal Component Analysis (PCA) และทําให้ข้อมลูสมดลุด้วยการเพิÉมจํานวนข้อมูลในกลุ่มทีÉมีข้อมูลน้อย

ด้วยเทคนิค Synthetic Minority Over-sampling Technique (SMOTE) หรือลดจํานวนข้อมูลในกลุ่มทีÉมีข้อมูล

จํานวนมากด้วยเทคนิค Resample จากนั Êนสร้างแบบจําลองข้อมลูทั ÊงแบบเชิงเดีÉยวและแบบเชิงกลุ่มด้วยวิธีการ

โครงข่ายประสาทเทียม ซพัพอร์ตเวกเตอร์แมชชีน ต้นไม้ตดัสนิใจ และกลุม่ของต้นไม้ตดัสนิใจ ผลทีÉได้ปรากฏว่า 

เมืÉอทําการคดัเลอืกคอลมัน์ทีÉเหมาะสมด้วยเทคนิค PCA เป็นอนัดบัแรก แล้วเพิÉมจํานวนข้อมูลในกลุ่มทีÉมีข้อมูล

น้อยด้วยเทคนิคSMOTE จะสามารถจําแนกข้อมลูทีÉไม่สมดุลได้อย่างแม่นยําโดยเฉพาะแบบจําลองข้อมูลแบบ

เชิงกลุม่ทีÉใช้ตวัจําแนกกลุม่ของต้นไม้ตัดสินใจ (RandomForest)สามารถจําแนกชุดข้อมูลทีÉไม่สมดุลได้อย่างมี

ประสทิธิภาพและแม่นยํา 

คําสําคัญ: ข้อมลูทีÉไม่สมดลุ การจําแนกข้อมลู กระบวนการเตรียมข้อมลู แบบจําลองข้อมลูเชิงกลุม่ 

 

Abstract 

Classification of data is the popular technique that has been widely used in the field of data 

mining due to its high efficiency and predictive accuracy. However, this technique still suffers from 

the problem of classifying imbalanced datain which the data in one group outnumbers the data in 

other groups.Therefore, this research proposes a pre-processing technique by applyingfeature 

selectionwith Principal Component Analysis (PCA) and then balancing data by increasing the 

number of data in minority class with Synthetic Minority Over-sampling Technique (SMOTE) or 

decreasing the number of data in majority class with resample method. The pre-processed data set 

was then used to build the classification model through both a single modeling and ensemble 

methods using artificial neural network, support vector machine, decision tree induction, and 

RandomForest algorithms. The experimental results showed that feature selectionwithPCA 

technique first and then increasing the minority class with SMOTE can be used to classify 
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imbalanced dataset precisely. In particular, the ensemble model obtained from the RandomForest 

classifier can be used to classify imbalanced data effectively and has precision. 

Keywords:Imbalanced Data, Classifications, Pre-processing, Ensemble Data Model 

 

1. บทนํา 

การจําแนกข้อมลูเป็นเทคนิคหนึÉงทีÉนิยมนํามาประยกุต์ใช้งานจริงในหลาย ๆ ด้านด้วยกัน เนืÉองจากเทคนิค

นี Êสามารถจําแนกข้อมลูได้อย่างถูกต้องและมีความแม่นยําสงู อย่างไรก็ตามเทคนิคก็ยังคงมีจุดด้อยเมืÉอมีการ

นําไปใช้กับงานทีÉข้อมูลมีลกัษณะไม่สมดุล (Imbalanced Dataset) [1,2,3]ซึÉงจะมีจํานวนข้อมูลของกลุ่มหนึÉง

มากกว่าจํานวนข้อมลูของอีกกลุม่หนึÉงเป็นจํานวนมาก ซึÉงข้อมลูไม่สมดลุนั Êนสามารถพบเห็นได้จริงในงานหลาย 

ๆ ด้าน เช่น ด้านการวินิจฉัยทางการแพทย์ทีÉให้ความสนใจกับคลาสส่วนน้อย(Minority Class) ทีÉเป็นผู้ ป่วย

มากกว่าคลาสสว่นมาก(Majority Class) ทีÉเป็นผู้ทีÉมีสขุภาพดีโดยทีÉข้อมูลของผู้ ป่วยจะมีจํานวนน้อยกว่าข้อมูล

ของผู้ทีÉมีสขุภาพดีเป็นจํานวนมาก หรือข้อมูลทางด้านบัตรเครดิตทีÉมีข้อมูลลกูค้าปกติมากกว่าลกูค้าทีÉผิดปกติ

ซึÉงข้อมูลทีÉมีลกัษณะไม่สมดุลเหล่านี Êจะส่งผลให้ไม่สามารถจําแนกข้อมูล[4] ทีÉเกีÉยวข้องกับคลาสส่วนน้อยได้

หรือถ้าได้ก็จะมีความแม่นยําทีÉน้อยมากในขณะทีÉสามารถจําแนกข้อมูลของคลาสส่วนมากได้อย่างถูกต้องและ

มีความแม่นยําทีÉสงู 

จากปัญหาความไม่สมดลุของข้อมลูทีÉกลา่วมาแล้วนั Êนได้มีนกัวิจยัจํานวนมากได้นําเสนอวิธีการต่าง ๆ เพืÉอ

แก้ปัญหานี Êและสามารถนํามาใช้กบัวิธีการจําแนกข้อมูล ส่งผลให้สามารถทํานายข้อมูลทีÉอยู่ในกลุ่มทีÉมีจํานวน

น้อยมีความแม่นยําทีÉสงูขึ Êน  ซึÉงวิธีการต่าง ๆ นั Êนจะเห็นได้จากงานวิจยัดงัต่อไปนี Ê 

I.Bownและ M. Christophe [5] ได้นําเสนอเทคนิคการจําแนกกบัข้อมูลทีÉไม่สมดุลและเพิÉมจํานวนคลาสทีÉ

มีน้อยด้วยเทคนิคการลดแบบสุ่มกับ5 ชุดข้อมูลสินเชืÉอและวัดประสิทธิภาพด้วยพื ÊนทีÉใต้กราฟ (Area Under 

Curve: AUC) โดยการหาค่าเฉลีÉยว่ามีคู่ใดบ้างทีÉมีแตกต่างกัน (post hoc tests) ด้วยวิธี FriedmanTest และ 

NemenyiTest ผลทีÉได้ปรากฏว่ากลุ่มของต้นไม้ตัดสินใจ (Random Forest)และGradient Boosting สามารถ

จําแนกข้อมลูสนิเชืÉอได้อย่างมีประสิทธิภาพ ในขณะเดียวกันถ้าข้อมูลไม่สมดุลมีขนาดของข้อมูลทีÉใหญ่ขึ Êนจะ

พบว่า อลักอริทมึ C4.5, QDA และ k-NN ไม่สามารถจําแนกข้อมลูได้อย่างมีประสทิธิภาพ 

V. Lopez และคณะ [6] ได้ดําเนินการในสว่นของขั Êนตอนการเตรียมข้อมลูสาํหรับแก้ปัญหาข้อมูลไม่สมดุล

ทีÉมีสองคลาสด้วยเทคนิคการเรียนรู้แบบมีค่าใช้จ่าย (Cost Sensitive Leaning) เทคนิคการสุ่มเกิน

(Oversampling) ด้วยวิธี SMOTE และ SMOTE +ENNและเทคนิคการสุ่มลด (Undersampling)ซึÉงในงานวิจัย

นี Êจะเน้นไปทีÉการนําเทคนิคการสุ่มเกินและเทคนิคการสุ่มลดมาทํางานร่วมกับเทคนิควิธีการเรียนรู้แบบมี

ค่าใช้จ่าย ผลทีÉได้จากการทดสอบด้วย 66 ชดุข้อมลูจาก Keel และวดัประสิทธิภาพด้วยพื ÊนทีÉใต้กราฟปรากฏว่า

วิธีทีÉนําเสนอสามารถแก้ปัญหาของข้อมลูไม่สมดลุได้อย่างไม่มีนยัสาํคญั 

S. Cateniและคณะ [7] ได้นําเสนอวิธีการสําหรับแก้ปัญข้อมูลทีÉไม่สมดุลทีÉมีสองคลาสโดยการนําสอง

เทคนิควิธีของการสุม่เลอืกข้อมลู (Resampling)คือ วิธีการสุม่เกินและวิธีการสุม่ลด มาทํางานร่วมกัน เรียกวิธีนี Ê

ว่า SUNDO โดยจะทํางานร่วมกับสีÉโมเดลสําหรับการจําแนกข้อมูล คือ ซัพพอร์ตเวกเตอร์แมชชีน ต้นไม้

ตดัสนิใจ นิวรอนเน็ตเวอร์กแบบไม่มีผู้สอน(Self-Organizing Map: SOM)และการจําแนกข้อมลูแบบเบย์ 
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(Bayesian Classifiers)งานวิจยันี Êได้ทําการทดลองกับสีÉชุดข้อมูลซึÉงประกอบด้วยชุดข้อมูลทีÉสงัเคราะห์เอง ชุด

ข้อมลูมะเร็งเต้านมจาก UCI (Wisconsin) และสองชดุข้อมลูจากอตุสาหกรรมโลหะในการทดลองได้ทําการแบ่ง

ชดุข้อมลูทีÉไม่สมดลุออกเป็น 75% สาํหรับชดุข้อมลูฝึกสอน และ 25% สําหรับชุดข้อมูลทดสอบ ผลทีÉได้ปรากฏ

ว่า วิธีทีÉนําเสนอสามารถทําการจําแนกข้อมลูทีÉไม่สมดลุได้อย่างมีประสทิธิภาพ 

M. Galarและคณะ [8] ได้นําเสนอเทคนิควิธีการเรียนรู้ร่วมกัน(Ensemble Learning) ทีÉชืÉอว่า EUSBoost

เพืÉอนํามาใช้แก้ปัญข้อมูลทีÉไม่สมดุล โดยใช้อัลกอริทึม C4.5 ร่วมกับเทคนิคการสุ่มลดและการเรียนรู้ร่วมกัน

แบบบูสต์ติง (Boosting)โดยได้ทําการทดสอบประสิทธิภาพกับข้อมูลจากKeelผลทีÉได้ปรากฏว่า เทคนิค

ดงักลา่วให้ประสทิธิภาพทีÉดีทีÉสดุ 

จากงานวิจยัทีÉได้กลา่วมาแล้วนั Êนจะพบว่า นักวิจัยได้ให้ความสําคัญกับการแก้ปัญหาการจําแนกข้อมูลทีÉ

ไม่สมดลุด้วยเทคนิควิธีต่าง  ๆ ก่อนทีÉจะนําไปสร้างโมเดล ซึÉงในงานวิจัยนี Êได้นําขั Êนตอนการเตรียมข้อมูลตั Êงแต่

การปรับให้ข้อมลูให้อยู่ในรูปแบบปกติ คัดเลือกคุณลกัษณะทีÉเหมาะสม และทําการเพิÉมและลดจํานวนข้อมูล

จนกระทัÉงข้อมลูมีลกัษณะทีÉสมดลุ หลงัจากนั Êนนําข้อมูลดังกล่าวไปสร้างโมเดลทีÉสามารถทําการจําแนกข้อมูล

ไม่สมดลุและสามารถทํานายข้อมลูทีÉอยู่ในคลาสสว่นน้อยได้อย่างถกูต้องและมีประสทิธิภาพ 

 

2. กรอบแนวคิดและวิธีการดําเนินการวิจยั 

ในงานวิจัยนี Êได้นําเทคนิควิธีดังกล่าวข้างต้นมาทําการจําแนกข้อมูลทีÉมีลกัษณะทีÉไม่สมดุล ซึÉงก่อนสร้าง

โมเดลนั Êนได้ดําเนินการจัดการกับปัญหาของข้อมูลทีÉไม่สมดุลโดยการคัดเลือกคุณลกัษณะทีÉเหมาะสมด้วย

เทคนิควิธี PCA จากนั Êนทําให้กลุ่มของข้อมูลทีÉมีจํานวนน้อยมีจํานวนข้อมูลทีÉใกล้เคียงกับกลุ่มทีÉมีจํานวนมาก

ด้วยการเพิÉมจํานวนข้อมูลในกลุ่มทีÉมีข้อมูลน้อยด้วยเทคนิคการสุ่มเกิน และลดจํานวนข้อมูลในกลุ่มทีÉมีข้อมูล

จํานวนมากด้วยเทคนิคการสุม่ลด ดงัรูปทีÉ 1 
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รูปทีÉ 1 กรอบแนวคิดการสร้างตวัจําแนกข้อมูลของข้อมูลไม่สมดลุ 

 

จากรูปทีÉ 1 สามารถอธิบายขั Êนตอนวิธีการดําเนินงานได้ดงัต่อไปนี Ê 

ขั Êนตอนแรกการเตรียมข้อมลู (Preprocessing) 

ในขั Êนตอนนี ÊจะเริÉมต้นจากการแปลงข้อมลู (Normalization) ให้อยู่ในรูปแบบทีÉเป็นปกติ โดยจะมีค่าอยู่

ในช่วง 0-1 หลงัจากนั Êนจะทําการเตรียมข้อมูลโดยแบ่งออกเป็น 2กลุม่ด้วยกนั ดงันี Ê 

กลุ่มทีÉหนึÉงนําข้อมูลทีÉผ่านการแปลงข้อมูลแล้วไปทําการเพิÉมและลดจํานวนข้อมูลให้มีลกัษณะทีÉสมดุล 

โดยการทําให้กลุ่มของข้อมูลทีÉมีจํานวนน้อยมีจํานวนข้อมูลทีÉใกล้เคียงกับกลุ่มทีÉมีจํานวนมากด้วยการเพิÉม

จํานวนข้อมูลในกลุ่มทีÉมีข้อมูลน้อยด้วยเทคนิค Synthetic Minority Over-sampling Technique (SMOTE) 

และลดจํานวนข้อมูลในกลุ่มทีÉมีข้อมูลจํานวนมากด้วยเทคนิค Resampleหลงัจากนั Êนนําข้อมูลชุดนี Êไปสร้าง

โมเดล 

กลุ่มทีÉสอง นําข้อมูลทีÉผ่านการแปลงข้อมูลแล้วไปทําการคดัเลือกคณุลกัษณะทีÉเหมาะสมด้วยเทคนิควิธี 

PCA ต่อจากนั ÊนทําการเพิÉมและลดจํานวนข้อมูลให้มีลกัษณะทีÉสมดลุ โดยการทําให้กลุ่มของข้อมูลทีÉมีจํานวน

น้อยมีจํานวนข้อมลูทีÉใกล้เคียงกบักลุ่มทีÉมีจํานวนมากด้วยการเพิÉมจํานวนข้อมูลในกลุม่ทีÉมีข้อมลูน้อยด้วย
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เทคนิค Synthetic Minority Over-sampling Technique (SMOTE) และลดจํานวนข้อมูลในกลุม่ทีÉมีข้อมลู

จํานวนมากด้วยเทคนิค Resampleหลงัจากนั Êนนําข้อมูลชดุนี Êไปสร้างโมเดล 

ขั ÊนตอนทีÉสองการสร้างโมเดล 

สาํหรับโมเดลทีÉใช้ในงานวิจัยนี Êจะนําเทคนิควิธีการโครงข่ายประสาทเทียม ซพัพอร์ตเวกเตอร์แมชชีน

(Linear) ต้นไม้ตดัสนิใจ (J48) และกลุม่ของต้นไม้ตดัสนิใจ (RandomForest)มาทําการสร้างแบบจําลองข้อมลู

ทั ÊงแบบเชิงเดีÉยวและแบบเชิงกลุม่ ซึÉงแบบเชิงกลุม่นั Êนได้นําเทคนิควิธีการเรียนรู้ร่วมกนัทีÉมีการตัดสนิใจแบบ

แบ็กกิ Êง (Bagging)เข้ามาใช้  

ในการทดลองนี Êผู้ วิจัยได้ดําเนินการปรับพารามิเตอร์ของแต่ละโมเดล แต่ประสิทธิภาพของโมเดลทีÉได้มี

ความแม่นยําทีÉไม่แตกต่างจากโมเดลทีÉไม่มีการปรับพารามิเตอร์ ดังนั Êนพารามิเตอร์ทีÉใช้จึงเป็นพารามิเตอร์ตาม

ค่าตั Êงต้น 

 

ขั ÊนตอนทีÉสามการวดัประสทิธิภาพ 

สาํหรับการวดัประสทิธิภาพของโมเดลนั Êนจะทําการทดสอบข้อมูลทั Êงหมดด้วยการทดสอบแบบไขว้ข้าม 

(Cross Validation) จํานวน 10 Fold 

 

3. ข้อมูลและเครืÉองมือทีÉใช้ในการวิจยั 

งานวิจยันี Êได้นําชุดข้อมูลทีÉไม่สมดุลจาก Keel [9] มาทําการวัดประสิทธิภาพของโมเดลจํานวนทั Êงหมด 6

ชดุข้อมลูโดยมีรายละเอียดดงัตารางทีÉ 1 

 

ตารางทีÉ 1แสดงรายละเอียดข้อมูลทีÉไม่สมดลุและผ่านกระบวนการทําให้สมดุล 

ชืÉอชุดข้อมลู แอตริบิวท์ 

(R/I/N)* 
ข้อมลูไมส่มดลุ 

ข้อมลูสมดลุด้วย

เทคนิค SMOTE 

ข้อมลูสมดลุด้วย

เทคนิค Resample 

จํานวน

ข้อมลู 

คลาส

หลัก  

คลาสรอง IR** คลาส

หลัก  

คลาสรอง คลาส

หลัก  

คลาสรอง 

ecoli4 7 (7/0/0) 336 316 20 15.8 316 316 20 20 

glass-0* 9 (9/0/0) 205 188 17 11.06 188 187 17 17 

new-thyroid1 5 (4/1/0) 215 180 35 5.14 180 184 35 35 

vehicle0 18 (0/18/0) 846 647 199 3.25 647 656 199 199 

yeast-0* 8 (8/0/0) 1004 905 99 9.14 905 914 99 99 

yeast1 8 (8/0/0) 1484 1055 429 2.46 1055 1115 429 429 

(R/I/N)* : R =Real, I = Integer, N = Nominal,      IR** : อตัราการไมส่มดลุ 

glass-0* คือ glass-0-1-4-6_vs_2 ,  yeast-0* คือ yeast-0-2-5-6_vs_3-7-8-9 

 

สาํหรับการพฒันาโมเดลนั Êนผู้ วิจยัได้นําโปรแกรมภาษา R [10] และPython 2.7 [11] มาเป็นเครืÉองมือช่วย

ในการพฒันาโมเดล 
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สําหรับการทดลองวัดความแม่นยําในการจําแนกข้อมูลทีÉไม่สมดุลนั Êน ผู้ วิจัยได้นําโมเดลทีÉกล่าวมาแล้ว

ข้างต้นมาทําการทดลอง รายละเอียดดงัตารางทีÉ 2 

 

ตารางทีÉ 2 รายละเอียดโมเดลทีÉทําการทดลอง 

โมเดล รายละเอียดโมเดลทีÉทดลอง ชืÉอยอ่  โมเดล รายละเอียดโมเดลทีÉทดลอง ชืÉอยอ่ 

1 ซัพพอร์ตเวกเตอร์แมชชีน+SMOTE M01  17 ซัพพอร์ตเวกเตอร์แมชชีน+PCA+SMOTE M17 

2 โครงขา่ยประสาทเทียม+SMOTE M02  18 โครงขา่ยประสาทเทียม+PCA +SMOTE M18 

3 ต้นไม้ตดัสินใจ+SMOTE M03  19 ต้นไม้ตดัสินใจ+PCA +SMOTE M19 

4 กลุ่มของต้นไม้ตดัสินใจ+SMOTE M04  20 กลุ่มของต้นไม้ตดัสินใจ+PCA +SMOTE M20 

5 ซัพพอร์ตเวกเตอร์แมชชีน+SMOTE+Bagging M05  21 ซัพพอร์ตเวกเตอร์แมชชีน+PCA +SMOTE+Bagging M21 

6 โครงขา่ยประสาทเทียม+SMOTE+Bagging M06  22 โครงขา่ยประสาทเทียม+PCA +SMOTE+Bagging M22 

7 ต้นไม้ตดัสินใจ+SMOTE+Bagging M07  23 ต้นไม้ตดัสินใจ+PCA +SMOTE+Bagging M23 

8 กลุ่มของต้นไม้ตดัสินใจ+SMOTE+Bagging M08  24 กลุ่มของต้นไม้ตดัสินใจ+SMOTE+Bagging M24 

9 ซัพพอร์ตเวกเตอร์แมชชีน+Undersampling M09  25 ซัพพอร์ตเวกเตอร์แมชชีน+PCA +Undersampling M25 

10 โครงขา่ยประสาทเทียม+ Undersampling M10  26 โครงขา่ยประสาทเทียม+PCA + Undersampling M26 

11 ต้นไม้ตดัสินใจ+ Undersampling M11  27 ต้นไม้ตดัสินใจ+PCA + Undersampling M27 

12 กลุ่มของต้นไม้ตดัสินใจ+ Undersampling M12  28 กลุ่มของต้นไม้ตดัสินใจ+PCA + Undersampling M28 

13 ซัพพอร์ตเวกเตอร์แม

ชชีน+Undersampling+Bagging 

M13  29 ซัพพอร์ตเวกเตอร์แมชชีน+Undersampling+ 

Bagging 

M29 

14 โครงขา่ยประสาทเทียม+ 

Undersampling+Bagging 

M14  30 โครงขา่ยประสาทเทียม+ Undersampling+Bagging M30 

15 ต้นไม้ตดัสินใจ+ Undersampling+Bagging M15  31 ต้นไม้ตดัสินใจ+ Undersampling+Bagging M31 

16 กลุ่มของต้นไม้ตดัสินใจ+ 

Undersampling+Bagging 

M16  32 กลุ่มของต้นไม้ตดัสินใจ+ Undersampling+Bagging M32 

 

การวัดประสทิธิภาพของการจําแนกข้อมูลของนั Êนจะแสดงให้เห็นถึงความน่าเชืÉอถือของโมเดล ซึÉงจะ

แสดงผลด้วยเมตริกซ์วดัประสทิธิภาพ (Confusion Matrix) ดงัตารางทีÉ 3 

 

ตารางทีÉ 3แสดงเมตริกซ์วดัประสทิธิภาพสาํหรับการจําแนกข้อมลู 2 กลุม่ 

 Prediction Positive Class Prediction NegativeClass 

Actual Positive Class True Positive (TP) False Negative (FN) 

Actual Negative Class False Positive (FP) True Negative (TN) 

 

เมตริกซ์วัดประสิทธิภาพแสดงผลสรุปของการประเมินความสามารถในการจําแนกประเภทข้อมูลซึÉง

ทดสอบด้วยข้อมลูทดสอบ จากตารางทีÉ 3ค่าแต่ละตวัมีความหมายดงัต่อไปนี Ê 

TP คือ จํานวนข้อมลูทดสอบทีÉอยู่ในคลาส Positive และโมเดลจําแนกได้ถกูต้องว่าเป็น Positive 

FN คือ จํานวนข้อมลูทดสอบทีÉอยู่ในคลาส Positive และโมเดลจําแนกผิดว่าเป็น Negative 

FP คือ จํานวนข้อมลูทดสอบทีÉอยู่ในคลาส Negative และโมเดลจําแนกผิดว่าเป็น Positive 
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TN คือ จํานวนข้อมลูทดสอบทีÉอยู่ในคลาส Negative และโมเดลจําแนกได้ถกูต้องว่าเป็น Negative 

ค่า TP, FP, TN และ FN นํามาใช้ในการคํานวณมาตรวัดต่าง ๆ เพืÉอประเมินประสทิธิภาพการจําแนก

ประเภทข้อมลูของโมเดล ซึÉงในงานวิจยันี Êมีการใช้มาตรวดัดงัต่อไปนี Ê 

Accuracyสาํหรับประเมินประสทิธิภาพการจําแนกประเภทข้อมลูโดยรวมของทกุคลาสในโมเดล ดงั

สมการทีÉ 1 

 

ݕܿܽݎݑܿܿܣ = ൬
ܶܲ + ܶܰ

ܶܲ + ܰܨ + ܶܲ + ܲܨ
൰100 (1) 

 

Sensitivity จะเป็นการวดัความสามารถในการค้นหาข้อมลูทีÉอยู่ในคลาส PositiveดงัสมการทีÉ 2 

 

ݕݐ݅ݐ݅ݒ݅ݏ݊݁ܵ = ൬
ܶܲ

ܶܲ + ܰܨ
൰100 (2) 

 

Specificityจะเป็นการวดัความสามารถในการค้นหาข้อมลูทีÉอยู่ในคลาส Negative ดงัสมการทีÉ 3 

 

ݕݐ݂݅ܿ݅݅ܿ݁ܵ = ൬
ܶܰ

ܶܲ + ܲܨ
൰100 (3) 

 

4. ผลการวิจยั 

สําหรับการทดลองข้อมูลทีÉไม่สมดุล 6ชุดข้อมูลด้วยโมเดลทีÉนําเสนอไปแล้วนั Êน ผู้ วิจัยได้ทําการทดลอง

ออกเป็น 3 สว่นด้วยกันคือ การทดลองโมเดลเชิงเดีÉยวและเชิงกลุ่มกับขุดข้อมูลพื ÊนฐานทีÉไม่สมดุลการทดลอง

โมเดลเชิงเดีÉยวและเชิงกลุม่กบัชดุข้อมูลทีÉผ่านกระบวนการทําให้สมดุลและการทดลองโมเดลเชิงเดีÉยวและเชิง

กลุม่กบัชดุข้อมลูทีÉผ่านการคัดเลือกคุณลกัษณะและการทําให้สมดุลผลทีÉได้แสดงดังตารางทีÉ 4ตารางทีÉ 5และ

ตารางทีÉ6ตามลาํดบั  

 

ตารางทีÉ 4แสดงค่าความถกูต้องของการทดสอบข้อมูลทีÉไม่สมดลุกบัโมเดลเชิงเดีÉยวและเชิงกลุ่ม 

โมเดล Single Bagging Class 

ชืÉอชุด

ข้อมูล 

SVM NN J48 RF SVM NN J48 RF 

ecoli4 

0.94 0.97 0.96 0.97 0.94 0.96 0.97 0.98 Accuracy : Ac 

0.00 0.75 0.70 0.75 0.00 0.25 0.70 0.70 Sensitivity (Minority Class) : Se 

1.00 0.98 0.98 0.99 1.00 1.00 0.98 0.99 Specificity (Majority Class) : Sp 

glass-0* 

0.92 0.90 0.90 0.88 0.92 0.22 0.91 0.92 Accuracy : Ac 

0.00 0.00 0.24 0.06 0.00 0.94 0.06 0.06 Sensitivity (Minority Class) : Se 

1.00 0.98 0.96 0.96 1.00 0.15 0.99 0.99 Specificity (Majority Class) : Sp 
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ตารางทีÉ 4แสดงค่าความถกูต้องของการทดสอบข้อมูลทีÉไม่สมดลุกบัโมเดลเชิงเดีÉยวและเชิงกลุ่ม (ต่อ) 

โมเดล Single Bagging Class 

ชืÉอชุด

ข้อมูล 

SVM NN J48 RF SVM NN J48 RF 

new-

thyroid1 

0.92 0.98 0.98 0.98 0.92 0.94 0.97 0.99 Accuracy : Ac 

0.49 0.94 0.94 0.91 0.49 0.77 0.86 0.91 Sensitivity (Minority Class) : Se 

1.00 0.99 0.99 0.99 1.00 0.97 0.99 1.00 Specificity (Majority Class) : Sp 

vehicle0 0.77 0.97 0.93 0.96 0.77 0.77 0.96 0.97 Accuracy : Ac 

0.03 0.96 0.87 0.95 0.03 0.00 0.92 0.96 Sensitivity (Minority Class) : Se 

1.00 0.98 0.95 0.96 1.00 1.00 0.97 0.97 Specificity (Majority Class) : Sp 

yeast-0* 0.90 0.93 0.92 0.93 0.90 0.90 0.93 0.94 Accuracy : Ac 

0.01 0.54 0.35 0.52 0.01 0.02 0.39 0.51 Sensitivity (Minority Class) : Se 

0.99 0.97 0.99 0.98 0.99 1.00 0.99 0.98 Specificity (Majority Class) : Sp 

yeast1 0.72 0.76 0.75 0.74 0.72 0.71 0.77 0.77 Accuracy : Ac 

0.07 0.46 0.46 0.51 0.07 0.00 0.49 0.47 Sensitivity (Minority Class) : Se 

0.98 0.88 0.87 0.83 0.99 1.00 0.88 0.89 Specificity (Majority Class) : Sp 

 

ตารางทีÉ 5แสดงค่าความถกูต้องของการทดสอบข้อมูลทีÉผ่านการทําให้สมดลุกบัโมเดลเชิงเดีÉยวและเชิงกลุม่ 

โมเดล SMOTE SMOTE+Bagging 

 ชืÉอชุดข้อมูล M01 M02 M03 M04 M05 M06 M07 M08 

 ecoli4 : Ac 0.98 0.98 0.98 0.98 0.98 0.81 0.98 0.99 

 Se 1.00 0.99 0.98 0.99 0.99 0.66 0.99 0.99 
Sp 0.96 0.98 0.97 0.98 0.97 0.95 0.98 0.99 
 glass-0*: Ac 0.63 0.94 0.94 0.96 0.66 0.56 0.94 0.95 

 Se 1.00 0.97 0.95 0.98 0.99 1.00 0.96 0.98 

Sp 0.27 0.92 0.93 0.93 0.32 0.12 0.92 0.92 

 thyroid1: Ac 0.99 0.99 0.98 0.99 0.99 0.88 0.99 0.99 

 Se 1.00 0.99 0.99 0.99 1.00 0.96 0.99 0.99 
Sp 0.99 0.98 0.99 0.99 0.98 0.79 0.99 0.99 
vehicle0 : Ac 0.87 0.98 0.96 0.97 0.97 0.50 0.97 0.98 

 Se 1.00 0.99 0.97 0.99 0.99 0.01 0.98 0.99 
Sp 0.75 0.97 0.95 0.95 0.94 0.99 0.95 0.96 
 yeast-0* : Ac 0.81 0.85 0..92 0.95 0.81 0.56 0.95 0.96 

 Se 0.72 0.82 0..92 0.95 0.74 0.13 0.94 0.95 

Sp 0.89 0.88 0..92 0.95 0.89 0.99 0.95 0.96 

 yeast1: Ac 0.71 0.74 0.79 0.85 0.71 0.60 0.84 0.86 

 Se 0.78 0.78 0.79 0.90 0.75 0.33 0.86 0.88 

Sp 0.65 0.71 0.79 0.80 0.67 0.86 0.82 0.85 
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ตารางทีÉ 5แสดงค่าความถกูต้องของการทดสอบข้อมูลทีÉผ่านการทําให้สมดลุกบัโมเดลเชิงเดีÉยวและเชิงกลุม่ 

(ต่อ) 

โมเดล Undersampling Undersampling +Bagging 

 ชืÉอชุดข้อมูล M09 M10 M09 M10 M09 M10 M09 M10 

 ecoli4 : Ac 0.95 0.95 0.95 0.95 0.95 0.95 0.95 0.95 

 Se 1.00 0.95 1.00 0.95 1.00 0.95 1.00 0.95 

Sp 0.95 0.95 0.95 0.95 0.95 0.95 0.95 0.95 

 glass-0*: Ac 0.44 0.56 0.44 0.56 0.44 0.56 0.44 0.56 

 Se 0.65 0.82 0.65 0.82 0.65 0.82 0.65 0.82 

Sp 0.24 0.29 0.24 0.29 0.24 0.29 0.24 0.29 

 thyroid1: Ac 0.94 0.97 0.94 0.97 0.94 0.97 0.94 0.97 

 Se 0.89 0.97 0.89 0.97 0.89 0.97 0.89 0.97 

Sp 1.00 0.97 1.00 0.97 1.00 0.97 1.00 0.97 

vehicle0 : Ac 0.95 0.98 0.95 0.98 0.95 0.98 0.95 0.98 

 Se 1.00 0.99 1.00 0.99 1.00 0.99 1.00 0.99 

Sp 0.89 0.97 0.89 0.97 0.89 0.97 0.89 0.97 

 yeast-0* : Ac 0.81 0.75 0.81 0.75 0.81 0.75 0.81 0.75 

 Se 0.74 0.69 0.74 0.69 0.74 0.69 0.74 0.69 

Sp 0.88 0.82 0.88 0.82 0.88 0.82 0.88 0.82 

 yeast1: Ac 0.69 0.70 0.69 0.70 0.69 0.70 0.69 0.70 

 Se 0.73 0.75 0.73 0.75 0.73 0.75 0.73 0.75 

Sp 0.65 0.65 0.65 0.65 0.65 0.65 0.65 0.65 

 

ตารางทีÉ 6แสดงค่าความถกูต้องของการทดสอบข้อมูลทีÉผ่านการคดัเลอืกคณุลกัษณะและการทําให้สมดลุ 

กบัโมเดลเชิงเดีÉยวและเชิงกลุ่ม 

โมเดล PCA+SMOTE PCA+SMOTE+Bagging 

 ชืÉอชุดข้อมูล M17 M18 M17 M18 M17 M18 M17 M18 

 ecoli4 : Ac 0.99 0.98 0.99 0.98 0.99 0.98 0.99 0.98 

 Se 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 

Sp 0.99 0.98 0.99 0.98 0.99 0.98 0.99 0.98 

 glass-0*: Ac 0.78 0.85 0.78 0.85 0.78 0.85 0.78 0.85 

 Se 0.93 0.92 0.93 0.92 0.93 0.92 0.93 0.92 

Sp 0.63 0.78 0.63 0.78 0.63 0.78 0.63 0.78 

 thyroid1: Ac 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 

 Se 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 
Sp 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 
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ตารางทีÉ 6แสดงค่าความถกูต้องของการทดสอบข้อมลูทีÉผ่านการคดัเลอืกคณุลกัษณะและ การทําให้สมดลุ 

กบัโมเดลเชิงเดีÉยวและเชิงกลุม่ (ต่อ) 

โมเดล PCA+SMOTE PCA+SMOTE+Bagging 

 ชืÉอชุดข้อมูล M17 M18 M17 M18 M17 M18 M17 M18 

vehicle0 : Ac 0.97 0.96 0.97 0.96 0.97 0.96 0.97 0.96 

 Se 0.99 0.98 0.99 0.98 0.99 0.98 0.99 0.98 

Sp 0.94 0.94 0.94 0.94 0.94 0.94 0.94 0.94 

 yeast-0* : Ac 0.95 0.99 0.95 0.99 0.95 0.99 0.95 0.99 

 Se 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 

Sp 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 

 yeast1: Ac 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 
 Se 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 
Sp 0.99 0.99 0.99 0.99 0.99 0.99 0.99 0.99 

 

ตารางทีÉ 6แสดงค่าความถกูต้องของการทดสอบข้อมูลทีÉผ่านการคดัเลอืกคณุลกัษณะและ การทําให้สมดุล 

กบัโมเดลเชิงเดีÉยวและเชิงกลุ่ม (ต่อ) 

โมเดล PCA+Undersampling PCA+Undersampling +Bagging 

 ชืÉอชุดข้อมูล M25 M26 M25 M26 M25 M26 M25 M26 

 ecoli4 : Ac 0.86 0.86 0.86 0.86 0.86 0.86 0.86 0.86 

 Se 0.75 0.75 0.75 0.75 0.75 0.75 0.75 0.75 

Sp 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 

 glass-0*: Ac 0.50 0.58 0.50 0.58 0.50 0.58 0.50 0.58 

 Se 0.43 0.43 0.43 0.43 0.43 0.43 0.43 0.43 

Sp 0.60 0.80 0.60 0.80 0.60 0.80 0.60 0.80 

 thyroid1: Ac 0.92 0.96 0.92 0.96 0.92 0.96 0.92 0.96 

 Se 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 

Sp 0.82 0.91 0.82 0.91 0.82 0.91 0.82 0.91 

vehicle0 : Ac 0.90 0.91 0.90 0.91 0.90 0.91 0.90 0.91 

 Se 0.94 0.95 0.94 0.95 0.94 0.95 0.94 0.95 

Sp 0.86 0.86 0.86 0.86 0.86 0.86 0.86 0.86 

 yeast-0* : Ac 0.71 0.72 0.71 0.72 0.71 0.72 0.71 0.72 

 Se 0.76 0.67 0.76 0.67 0.76 0.67 0.76 0.67 
Sp 0.66 0.76 0.66 0.76 0.66 0.76 0.66 0.76 
 yeast1: Ac 0.82 0.78 0.82 0.78 0.82 0.78 0.82 0.78 

 Se 0.74 0.72 0.74 0.72 0.74 0.72 0.74 0.72 
Sp 0.93 0.86 0.93 0.86 0.93 0.86 0.93 0.86 
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จากตารางทีÉ 4พบว่า โมเดลทกุโมเดลจะให้ค่าความแม่นยําในการจําแนกคลาสทีÉใกล้เคียงกัน เนืÉองจากแต่

ละโมเดลสามารถจําแนกคลาสทีÉมีจํานวนข้อมลูมากได้อย่างถกูต้อง แต่ในขณะเดียวกันก็จะไม่สามารถจําแนก

คลาสทีÉมีจํานวนข้อมลูน้อยได้อย่างถกูต้อง ซึÉงจะเห็นได้จากชุดข้อมูล yeast-0* yeast1ทีÉไม่มีโมเดลใดสามารถ

จําแนกข้อมูลคลาสส่วนน้อยได้อย่างถูกต้อง และชุดข้อมูล glass-0* ทีÉมีเพียงโมเดลโครงข่ายประสาทเทียม

แบบเชิงกลุ่มเพียงโมเดลเดียวเท่านั ÊนทีÉสามารถจําแนกคลาสทีÉมีจํานวนข้อมูลน้อยได้อย่างถูกต้อง ในขณะทีÉ

โมเดลทีÉเหลอืไม่สามารถจําแนกคลาสได้อย่างถกูต้อง 

จากตารางทีÉ 5พบว่าทั ÊงโมเดลเชิงเดีÉยวและเชิงกลุ่มของกลุ่มของต้นไม้ตัดสินใจ คือ M03 M04 M07 M08 

ทีÉผ่านขั Êนตอนการทําให้สมดุลด้วยเทคนิควิธี SMOTE นั Êนให้ผลการจําแนกทีÉมีความแม่นยําสงูกับข้อมูลเกือบ

ทกุชดุข้อมลูในขณะทีÉการทําให้สมดลุด้วยวิธีการสุม่ลดนั Êนทั ÊงโมเดลเชิงเดีÉยวและโมเดลเชิงกลุ่มนั Êนจะให้ความ

แม่นยํากบับางชดุข้อมลูเท่านั Êน  

จากตารางทีÉ 6พบว่า โมเดล M24 ซึÉงเป็นโมเดลเชิงกลุ่มของกลุ่มของต้นไม้ตัดสินใจทีÉมีการทํางานบน

ข้อมลูทีÉผ่านขั Êนตอนการคดัเลอืกคณุลกัษณะและการทําให้สมดลุด้วยเทคนิควิธี SMOTE นั Êนให้ผลการจําแนกทีÉ

มีความแม่นยําสงูกบัข้อมลูเกือบทกุชดุข้อมลู ยกเว้นชุดข้อมูล glass-0*ทีÉ M20 สามารถจําแนกข้อมูลส่วนน้อย

ได้แม่นยํากว่าทีÉ 0.96 

จากตารางทีÉ 5และ 6นั Êน เมืÉอได้ทําการเปรียบเทียบประสทิธิภาพในการจําแนกของแต่ละโมเดลแล้วนั Êน จะ

พบว่า โมเดลเชิงกลุม่ทีÉมีการทํางานบนข้อมูลทีÉผ่านขั Êนตอนการคัดเลือกคุณลกัษณะและการทําให้สมดุลด้วย

เทคนิควิธี SMOTE นั Êนจะให้ค่าความแม่นยําทีÉสงูกว่าโมเดลกลุ่มอืÉน ๆ ซึÉงโมเดลเชิงกลุ่มทีÉสามารถจําแนกกลุ่ม

ข้อมลูทีÉไม่สมดลุได้อย่างมีประสทิธิภาพคือ โมเดลกลุม่ของต้นไม้ตดัสนิใจ 

จากผลการทดลองทีÉได้พบว่า แนวทางของการเตรียมข้อมูลก่อนการทํางานของโมเดลโดยเฉพาะในส่วน

ของการคดัเลอืกคณุลกัษณะทีÉเหมาะสมพร้อมทั Êงการสุ่มเพิÉมจํานวนข้อมูลในกลุ่มทีÉมีจํานวนน้อยให้มีจํานวน

คลาสทีÉใกล้เคียงกบัคลาสทีÉมีจํานวนมากนั Êนจะช่วยเพิÉมประสทิธิภาพความแม่นยําในการจําแนกของโมเดลเชิง

กลุม่ได้มากกว่าโมเดลเชิงเดีÉยว อนัเนืÉองมาจากการใช้เทคนิคการรวมกลุ่มนั Êนสามารถช่วยในการป้องกันปัญหา

ความลาํเอียง (Bias) ทีÉมกัจะเกิดขึ Êนจากการกําหนดกลุม่ของข้อมลูทีÉใช้ในการเรียนรู้ 

 

5. สรุปผล 

การวิจัยนี Êเป็นการสร้างโมเดลทีÉมีประสิทธิภาพสําหรับใช้ในการจําแนกข้อมูลทีÉไม่สมดุลซึÉงเป็นข้อมูลทีÉ

สง่ผลกระทบต่อประสทิธิภาพของการจําแนก ซึÉงในงานวิจยันี Êได้มองเห็นถึงความสําคัญของขั Êนตอนการเตรียม

ข้อมลูโดยได้นําเทคนิควิธีการคดัเลือกคุณลกัษณะทีÉสําคัญของข้อมูลด้วยขั Êนตอนวิธีของ PCA หลงัจากนั Êนทํา

การสุ่มเพิÉมจํานวนข้อมูลของคลาสทีÉมีจํานวนน้อยให้มีจํานวนคลาสทีÉใกล้เคียงกับคลาสทีÉมีจํานวนมากด้วย

เทคนิควิธี SMOTE ผลการวิจัยพบว่า เมืÉอนําโมเดลเชิงกลุ่มของกลุ่มของต้นไม้ตัดสินใจมาใช้ร่วมกับข้อมูลทีÉ

ผ่านขั Êนตอนการเตรียมข้อมูลด้วยวิธีทีÉกล่าวมาแล้วนั Êน พบว่าเทคนิควิธีของโมเดลเชิงกลุ่มของต้นไม้ตัดสินใจ

ให้ผลลพัธ์ทีÉดีกว่าเทคนิควิธีของโมเดลเชิงเดีÉยว ทั Êงนี Êเพราะเทคนิคการรวมกลุ่มนั Êนสามารถช่วยในการป้องกัน

ปัญหาความโน้มเอียงของข้อมลูทีÉมกัจะเกิดขึ Êนได้สง่ผลให้โมเดลทีÉได้มีประสทิธิภาพมากยิÉงขึ Êน 
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Abstract 

Imbalanced data is a kind of information 
that occurs in real life, such as medical 
diagnosis in which records of seriously ill 
patients outnumber by records of healthy ones. 
These imbalanced data affect the learning 
performance of algorithms in data mining. The 
boundary of decision in out of balance data 
chosen by most standard algorithms of machine 
learning tends to bias toward the majority class 
and hence misclassifies the minority class. 
Therefore, we present an approach for dealing 
with imbalanced data classification problem by 
applying the decision tree ensemble learning 
using both bagging and boosting techniques to 
build modelsthat compensate the 
misclassification with cost sensitive learning.In 
this research, we build the model templates 
from different characteristics of synthetic 
data.We have chosen an appropriate model 
template for the real data with different 
imbalanced rating and overlapping ratio. The 
results showed that the chosen model 
templatecan solve the imbalanced data 
classification problem efficiently. But there are 
some model templates that cannot classify 
correctly when imbalanced rate increases.  

Keywords: Ensemble Learning, 
ImbalancedDatasets, Decision Tree 
Classification, Cost-Sensitive Learning, 
Visualization. 

1. Introduction 

Datamining(1)is a method that has been 
extensively used to retrieve the hidden 
knowledge from a large information repository. 
Data mining task has many categories 
depending on the purpose of application. The 
one of those categories is data classification that 
aims to learn patterns to make prediction about 

the class of some unknown data. Most standard 
algorithmsfor data classification can be applied 
very efficiently in terms of overall classification 
accuracy if data in each class are in equal 
proportion.However,these algorithms show poor 
learning performance when classifying the 
imbalanced data that have amount of instances 
in the group of interest less than those in the 
other groups(2). 

For example, we can demonstrate a 
comparison between classifying balanced data 
and unbalanced datawith300 instances and two 
classes. For the balanced dataset, the amounts 
of data in the two classes are equal; that is, 150 
instances in each class. For the unbalanced 
dataset, there are 285 instances in the class a, 
whereas there areonly 15 instances in the class 
b. Take both datasets to be classified by 
decision tree induction. The results are shownin 
Fig. 1. Both datasets show good performance in 
terms of overall classification accuracy. When 
considering accuracy in each class, we found 
that the performance of classifying class bin the 
balanced data is more accurate than classifying 
class bin the imbalanced data. This 
classification accuracy drops drastically from 
0.947 to 0.467. 

 
 

Accuracy = 0.960 
Pred. a = 0.973 
Pred. b= 0.947 

(a) Balanced data 
 

Accuracy  = 0.970 
Pred. a = 0.996 
Pred. b= 0.467 

(b) Imbalanced data 
Fig. 1.Comparisons of classification between  

the two datasets of balanced data and  
unbalanced data. 
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Thisexample indicates that 

usingimbalanced data in classification will 
affect the learning performance of 
algorithmsthattend to bias toward the group of 
majority and cause high misclassification rate 
over a group of minority. 

The problem of classifying imbalanced 
data mentioned above has drawn attention from 
many researchers to propose various methods to 
solve this problem. The proposed methods 
focus on a more accurate classification over a 
minority group. Some important work 
thatproposed the methods mentioned above are 
as follows: 

Brown and Mues(3) proposed the 
undersampling technique to deal five credit 
scoring imbalanced datasets.  

Cateni et al.(4) proposed the oversampling 
and undersampling techniques to deal the 
benchmarks imbalanced datasets from the 
KEEL Repository.  

Lopez et al.(5)studied the performance of 
classification with the hybrid techniques of 
SMOTE+ENN and SMOTE. They solved the 
problem by combining the techniques at data 
level approach and algorithm level approach 
and focusedon the cost-sensitive learning. They 
compared these techniques with their proposed 
hybrid techniques andperformed experiments 
with 66 datasets that were taken from the KEEL 
Repository.  

Krawczyk et al.(6)proposed the decision tree 
ensemble data classification and cost-sensitive 
learning to deal with six binary benchmarks 
imbalanced datasets from the KEEL Repository. 
They proposed a technique to prune the 
decision tree using the novel algorithm and 
optimal Cminority derived from the ROC 
analysis.They compared the proposed method 
with the other six methods. The result showed 
that their proposed method was efficient in 
some datasets. 

Liao et al.(7)proposed the ensemble learning 
for binary classification. They used Support 
Vector Machine (SVM) for rebalancing data in 
the stage of preprocessing and then selected the 
featuresfor ensemble learning with 
Back-Propagation Neural Network (BPNN). 
The outputs from ensemble learning were taken 
to build new knowledge by using the rough set 
theory. They performed experiments with the 
listed electronics companies from 2005 to 2011: 
63 financial crisiscorporations and 2680 
non-financial crisis corporations.The result 
showed that their proposed method was more 
efficient than other methods. 

We recognize the importanceof 
solvingimbalanced data classification problem 
with an effective method. Therefore,we present 
an approach for dealing with imbalanced 
datasets by applying the decision tree ensemble 
learning using both bagging and boosting 
techniques to build models and combine the 
compensation technique to handle 
misclassification with cost sensitive learning. 

The rest of this research is organized as 
follows: Section 2 gives details of the 
background and relevant techniques. Section 3 
presents details of our proposed method. The 
experimental results and analysis will be 
presented in Section 4. Finally, the research is 
concluded in Section 5. 

2. Background 

2.1 Imbalanced Data 

Imbalanced data is the data that have the 
amount of instances in the group of interest 
much smaller than those in other classes(2).The 
group of data that has a larger number of 
instances is called the majority class or negative 
class, whereas the group of data that has a 
smallest number of instances is called the 
minority class or positive class(8).When 
classifying imbalanced data, the boundary of 
decision acceptable by standard algorithms 
tends to bias toward the majority class and 
misclassify in minority class as illustrated in Fig. 
2. 

Characteristics of imbalanced data that can 
influence the classification algorithms(9)are 
divided into three casesas follows: 

(a) Imbalanced Ratio 
Imbalanced data can be verified by the 

degree of imbalance, which represents the ratio 
between the number of data instances in 
majority class (nmajority) and the number of data 
instances in minority class (nminority)(10). The 
imbalanced ration can be defined by Eq. (1) 

 

(ܴܫ)	݅ݐܴܽ	݈ܾ݀݁ܿ݊ܽܽ݉ܫ =
݊௧௬
݊௧௬

 (1) 

(b) Lack of data 
This problem occurs when the size of 

samples in the minority class is too small(9). 
Because of small sample size will cause 
difficulty in finding the patterns. 

(c) Overlapping ratio between classes 
Overlap occurs when the data of each class 

has shared area. Overlap that occurs in 
conjunction with imbalanced data would result 
in the more complex situation for 

 

 

 

 

 

 

 

 



122 
 
classification(11). 

 
Fig. 2. Linear classification of imbalanced data  

whichbias towards majority class. 
 
Maximum Fisher’s Discriminant Ratio (F1) is 
one method that can be used for measurement 
the overlapping ratio.The F1 is defined by Eq. 
(2) 
 

݂ =
௧௬ߤ) − ௧௬)ଶߤ

௧௬ଶߪ) − ௧௬ଶߪ )
 (2) 

 
where ݂ is Fisher’s Discriminant Ratio of 

feature i. 
௧௬ߤ , ௧௬ߤ are mean of minority 

class and majority class, respectively. 
௧௬ଶߪ  , ௧௬ଶߪ are variance of 

minority class and majority class, respectively. 
The methods for solving imbalanced 

classification problem(5,12)can be divided into 
three approaches as follows: 

(a) Data Level Approaches 
This approach solves the problem in a 

pre-processing stage by rebalancingthe class 
distributionusing thesampling techniques: 
oversampling, undersampling, and a hybrid 
technique.  

(b) Algorithm Level Approaches 
This approach attempt to adapt existing 

algorithms by adjusting the parameters. 
(c) Cost Sensitive Approaches 

This approach uses both data level 
approaches by adding special cost to 
misclassification and algorithm level 
approaches by modification the algorithms to 
the possible classification that leads to less 
errors. 

 

2.2 Ensemble Learning 

The functions of single model have high 
classification performance but have a problem 
in terms of a fixed a set of parameters, which 
causes the bias. Reduction of such bias can be 
obtained through the ensemble learning.  

The performance of ensemble learning 
depends on the precisionof classifiers. In 
ensemble classification learning, multiple 

classifiers are used to learn the original dataset  

 
Fig. 3. The fundamental step of ensemble  

learning. 
 
together. The results from learning will be 
combined and then used to classify the 
unknown data. The process of ensemble 
learning is given in Fig. 3(13). 

Ensemble learning can be divided into 
three approaches as follows: 

(a) Boosting method 
Boosting method(14)is an ensemble 

classification such that each classifier has a 
weight which is derived from the precision of 
learning. The resultsmodels are used to predict 
the unknown data by the majority vote. The 
popular technique is AdaBoost. 

(b) Bagging method 
Bagging method(15)builds the models from 

the same learning algorithm but each algorithm 
learns from different instances. This method 
also uses majority vote for predictionof 
unknown data. The popular technique is Bag. 

(c) Random subspace method 
Random subspace method or Attribute 

Bagging(16)learns from the same dataset and 
then performs sampling without replacement 
over the features.The method also uses majority 
vote for the prediction of unknown data. 
 

2.3 Cost Sensitive Learning 

Cost-sensitive learning takes into account 
the cost of misclassification. Penalties of 
misclassification will be built as a cost matrix 
as shown in Table 1.  

From Table 1, let C(i,j) be the cost of 
predicting the sample in class i as class j. C(0,0) 
and C(1,1) are the cost of correct classification 
which is set to be equal to 0. C(0,1) is the cost 
of misclassifying of majority class to be 
minority, and the cost is set to 1.C(1,0)  is the 
cost of misclassifying of minority class to be 
majority. The cost is Cminority, which can be 
adjusted according to the specific algorithm. 

The most important issue for solving the 
imbalanced data classification problem is 
recognizing correctly the positive instance 
(minority class) rather than the negative 
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instance (majority class). Therefore, the cost of 
misclassifying of minority class musthigher 
than the cost of misclassifying of majority class 
(C(1,0)>C(0,1)). 

 
Table 1. Cost matrix C for binary classification. 

 Predicted Class 

Actual Class Majority Class 
(0) 

Minority Class 
(1) 

Majority Class 
(0) C(0,0) = 0 C(0,1) = 

Cmajority = 1 
Minority Class 

(1) 
C(1,0) = 
Cminority 

C(1,1) = 0 

3. Methodology 

In this research, our main objective is to 
find the classification model efficiently for 
solving the imbalanced data classification 
problem with highaccuracy and efficiency. Our 
concern is to improve the process of imbalanced 
classification at different imbalanced ratio and 
overlapping ratio between classes. We apply the 
decision tree ensemble learning using both 
bagging and boosting techniques to build 
models and compensate the misclassification 
with cost sensitive learning by building cost 
matrix and then take the values from cost 
matrix to adjust the parameters of ensemble 
learning.  

 
Fig. 4. The framework of steps for building theimbalanced classification models 

 
We also find the optimal number of trees by 

visualization. The framework and the steps are 
shown in Fig. 4, we can explain in detail of 
each stage as follows: 

(a) Building the Model Templates 
This stage is for building the model 

templates with the following two steps: 
1. Generate the numeric synthetic data, 

1000 instances with normal distribution, 
slightlyoverlapped with imbalance ratiosof 
10%. 

2. Build model templates from the 
synthetic data using five algorithms: 
AdaBoostM1, Bag, TotalBoost, LogitBoost and 
RUSBoost. Name of the model templates are 
M1, M2, M3, M4 and M5, respectively. 

(b) Building the System Model  
This stage is for building the system model 

with the following six steps: 
1. Normalization the features to zero 

mean and set standard deviation equal to 1. 

2. Sampling data by using stratified 
sampling to draw samples from the imbalanced 
data with several of imbalance ratios. We call 
the sampled data DB1. 

3. Find optimal cost value for minority 
class by generate cost matrix for 
misclassification cost. We are setting IR of DB1 
to be the Cminority. Other values in the cost 
matrix will be determined by a constant: 
Cmajorityequals 1, C(0,0) and C(1,1) equals 0. 

4. Model matching by analyzes the 
characteristics of DB1 and then choose the 
appropriate modelfrom the model templates. 

5. Building the imbalanced 
classification model using the model templates 
and the best value of Cminority. We initialize the 
number of decision trees to be equal to 200 and 
test the model by k-fold cross validation, k=5. 

6. Find optimal number of decision 
trees, weemploy visualization to reduce the 
number of decision trees obtained from 
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ensembles learning to achieve a number of 
suitable decision trees. The visualization will 
show the test of classification error for each 
decision tree and we will choose the top-10 
decision trees with theminimum error. 

(c) Test Performance of the Ensemble Model 
The optimal ensemble model will be tested 

to evaluate its performance by the evaluation 
measure. 

4. Experimental Results 

4.1 Datasets 

For our experiment, the proposed ensemble 
models have been developed and applied for 
binary classification on the following datasets:  

(a) Synthetic datasets 
The synthetic datasets have been created 

usingMatlab. We created five datasets 
whichhave a slight overlap with an initial 
imbalanced ratio of 10%, two classes and three 
features.Details of the synthetic datasets and the 
optimal model templates are given in Table 
2and one of the synthetic dataset is shown in 
Fig. 5. 
 

(b) KEEL datasets 
For our experiments, we have taken six 

binary imbalanced datasets from the KEEL 
Repository(17). Details of the employed datasets 
are given in Table 3. 
 

 
Table 2.Details of the synthetic datasets and optimal model templates. 

Data 
Set Characteristics Model Template 

D1 M=[0 0 0; 2 2 2]S1=[0.2 0.0 0.0; 0.0 0.1 0.0; 0.0 0.0 0.0] S2=[1.1 0.3 0.2; 0.3 1.1 0.7; 0.2 0.7 1.2] AdaBoostM1  

D2 
 

M=[0.65 -0.09 -2.59; -0.05 0.01 0.19]S1=[1.09,0.03,-0.13; 0.03,0.73, 0; -0.13,0, 0.05] 
S2=[0.96,-0.02,0.57; -0.02,1.02,0; 0.57,0, 0.55] Bag 

D3 
 

M=[0.18 0.45 1.07; -0.02 -0.05 -0.12]S1=[1.87,1.46,2.42;1.46,8.58,-0.81;2.42,-0.81,6.33] 
S2=[0.90,0.26,0.31;0.26, 0.11,0.06;0.31,0.06,0.25] TotalBoost 

D4 
 

M=[3 1 3;0 0 0]S1=[0.77,-1.17,-0.98;-1.17,5.82,5.17;-0.98,5.17,4.6] 
S2=[0.23,-0.21,-0.09;-0.21,0.49,0.2; -0.09,0.2,0.14] LogitBoost 

D5 
 

M=[0 0 0; 1 1 1]S1=[0.8,-0.2,-0.2;-0.2,1.8,-0.1;-0.2,-0.1,0.3] 
S2=[0.8,0.1,-0.01; 0.1, 0.8,0.2; -0.01,0.2, 0.8] RUSBoost 

M is mean of minority class and majority class.  S1 and S2 are variance of minority class and majority class, respectively. 

 

 
 
Fig. 5.An overview of the synthetic dataset: D5. 

Table 3. Details of the datasets used in the  
experiments. 

Name Attribute 
(R/I/N)* Instance Majority 

Class 
Minority 

Class IR 

page- 
blocks 10 (4/6/0) 5472 4913 559 8.79 

pima 8 (8/0/0) 768 500 268 1.87 

segment 18 (18/0/0) 2308 1979 329 6.02 

shuttle 9 (0/9/0) 1829 1706 123 13.87 

vehicle 18 (0/18/0) 846 628 218 2.88 

yeast 8 (8/0/0) 1484 1321 163 8.10 

(R/I/N)* : Real/Integer/Nominal Valued 

 

 

4.2 Evaluation Metrics 

In order to evaluate the effectiveness of the 
proposed method we used confusion matrix to 
show the accuracy of the classification and the 
reliability of the model. Detail of confusion 
matrix is given in Table 4. 

From Table 4, row of the matrix shows the 
number of actual instances of each class and 

column shows the number of predicted of each 
class. It is divided into the following four cases: 

 
Table 4. Confusion Matrix for Binary  
classification. 

 Positive Prediction Negative Prediction 

Actual Positive 
Class True Positive (TP) False Negative (FN) 

Actual 
Negative Class False Positive (FP) True Negative (TN) 
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TP: number of instances that are correctly 
classified as positive class. 

TN:number of instances that are correctly 
classified as negative class. 

FP: number of instances that are negative 
class incorrectly classified as positive class. 

FN: number of instances that are positive 
class incorrectly classified as negative class. 

(a) Sensitivity or True Positive Rate 
(TPRate) or Recall 

This measure shows the ability of the 
model to classify positive class, which is 
defined as the ratio between the number of 
correctly classified positive class and the total 
number of the actual positive class. The 
sensitivity is defined by Eq. (3) 

ܴ݈݈݁ܿܽ = ݕݐ݅ݒ݅ݐ݅ݏ݊݁ܵ	 =
ܶܲ

(ܶܲ +  (3) (ܰܨ

 
(b) Specificity or True Negative Rate 

(TNRate) 
This measure shows the precision of the 

classification model in classifying negative 
class, which is defined as the ratio between the 
number of correctly classified negative class 
and the total number of the actual negative class. 
The specificity is defined by Eq. (4) 

ݕݐ݂݅ܿ݅݅ܿ݁ܵ = ݁ݐܽݎܰܶ	 =
ܶܰ

(ܶܰ +  (4) (ܲܨ

(c) Accuracy 
This measure shows evaluation of the 

overall performance of all classes in the 
classification of a model.The accuracy is 
defined by Eq. (5) 

 

ݕܿܽݎݑܿܿܣ = ൬
ܶܲ + ܶܰ

ܶܲ + ܰܨ + ܶܲ + ܲܨ
൰

∗ 100 
(5) 

4.3 Results and Analyses 

In this section, we present the results from 
the evaluation of our proposed model using six 
binary benchmarks imbalanced datasets. We 

perform stratified sampling to draw samples 
from imbalanced datasets at different 
imbalanced ratios and then analyze the 
characteristics of data to find the suitable model 
from the model templates. The results of the 
suitable model templates are given in Table 5. 

We derive the Cminority from imbalanced 
ratio (IR) and then use it in the step of building 
the ensemble model. The initial number of 
decision trees is 200 and then reduce this 
number to get the optimal number of decision 
trees using visualization. 
 
Table 5. Optimal model templates for  
benchmark datasets. 
Dataset Model Template 

page-blocks  TotalBoost 

pima RUSBoost 

segment AdaBoostM1, LogitBoostandTotalBoost 

shuttle  Bag and LogitBoost 

vehicle LogitBoost 

 yeast RUSBoost 

 
Fig. 6 shown the decrease in the number of 

decision trees of the yeast dataset adjusted with 
the smallest error rate. The optimal number of 
decision trees equal 30. 

From the obtained optimal model templates 
shown in Table 5, we performed the 
experiments over the benchmark datasets with 
these models. We also performed the 
experiments with the rest of model templates as 
a base line for comparisons. We experiments 
with the three imbalanced ratios: 1:10, 1:25 and 
1:50. Each imbalanced ratio is equal Cminority. 
The performance of such models in terms of 
sensitivity (SE), specificity (SP) and accuracy 
(Acc) are given in Table 6, Table 7 and Table 8, 
respectively. 
 

 
Fig. 6.Shows the error of classification of yeast dataset with varying number of decision trees. 
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Table 6. Classification results for benchmark datasets with imbalanced ratios 1:10, the best value of 
Cminority is 10. 

Model AdaBoostM1 Bag TotalBoost LogitBoost RUSBoost 

Dataset SE SP Acc SE SP Acc SE SP Acc SE SP Acc SE SP Acc 

page- 
blocks 66.67 99.39 96.30 40.83 99.83 94.25 82.50 98.00 96.54 81.67 99.04 97.40 79.17 95.74 94.17 

pima 20.00 95.33 88.48 6.67 100.00 91.52 33.33 94.00 88.48 26.67 98.67 92.12 80.00 76.00 76.36 

segment 97.50 99.50 99.32 57.50 100.00 96.14 95.00 99.25 98.86 95.00 99.50 99.09 85.00 99.50 98.18 

shuttle 0.00 100.00 90.24 100.00 100.00 100.00 0.00 100.00 90.24 100.00 100.00 100.00 80.00 100.00 98.05 

vehicle 70.00 99.00 96.36 0.00 100.00 90.91 70.00 98.00 95.45 75.00 99.00 96.82 85.00 90.00 89.55 

yeast 66.67 98.95 95.87 3.33 100.00 90.79 86.67 94.39 93.65 76.67 98.60 96.51 93.33 93.68 93.65 

 
Table 7. Classification results for benchmark datasets with imbalanced ratios 1:25, the best  
value of Cminority is 25. 

Model AdaBoostM1 Bag TotalBoost LogitBoost RUSBoost 

Dataset SE SP Acc SE SP Acc SE SP Acc SE SP Acc SE SP Acc 

page- 
blocks 54.17 99.93 98.17 17.50 99.93 96.76 80.00 99.27 98.53 77.50 99.53 98.69 79.17 96.77 96.09 

pima 13.33 99.47 96.15 0.00 100.00 96.15 40.00 96.00 93.85 26.67 97.33 94.62 80.00 80.80 80.77 

segment 97.50 100.00 99.90 15.00 100.00 96.73 97.50 99.90 99.81 97.50 100.00 99.90 75.00 99.80 98.85 

shuttle 0.00 100.00 96.15 75.00 100.00 99.04 0.00 100.00 96.15 100.00 100.00 100.00 100.00 99.70 99.71 

vehicle 50.00 99.80 97.88 5.00 100.00 96.35 65.00 88.40 87.50 65.00 99.60 98.27 85.00 90.60 90.38 

yeast 36.67 99.47 97.05 3.33 100.00 96.28 80.00 93.47 92.95 66.67 99.60 98.33 86.67 94.27 93.97 

 
 
Table 8. Classification results for benchmark datasets with imbalanced ratios 1:50, the best  
value of Cminority is 50. 
 

Model AdaBoostM1 Bag TotalBoost LogitBoost RUSBoost 

Dataset SE SP Acc SE SP Acc SE SP Acc SE SP Acc SE SP Acc 

page- 
blocks 35.83 99.98 98.73 12.50 100.00 98.28 73.33 99.62 99.10 70.83 99.82 99.25 73.33 97.20 96.73 

pima 0.00 100.00 98.04 0.00 100.00 98.04 26.67 99.07 97.65 13.33 100.00 98.30 73.33 73.73 73.73 

segment 92.50 100.00 99.85 15.00 99.85 98.19 92.50 99.95 99.80 92.50 100.00 99.85 82.50 99.55 99.22 

shuttle 0.00 100.00 98.04 35.00 100.00 98.73 0.00 100.00 98.04 100.00 100.00 100.00 100.00 99.85 99.85 
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Table 8. Classification results for benchmark datasets with imbalanced ratios 1:50, the best      
value of Cminority is 50 (con’t). 

Model AdaBoostM1 Bag TotalBoost LogitBoost RUSBoost 

Dataset SE SP Acc SE SP Acc SE SP Acc SE SP Acc SE SP Acc 

vehicle 40.00 99.90 98.73 5.00 100.00 98.14 60.00 99.50 98.73 50.00 99.90 98.92 90.00 89.70 89.71 

yeast 3.33 99.93 98.04 0.00 100.00 98.04 80.00 86.07 85.95 50.00 99.60 98.63 83.33 95.93 95.69 

 
 

Table 9. Comparison between the best results from our proposed and themethod with  
proposed byKrawczyk et al.(6) 

IR 1:10 1:25 1:50 

 Dataset 

Krawczyk et 
al.(6) 

Proposed 
Krawczyk et 

al.(6) 
Proposed 

Krawczyk et 
al.(6) 

Proposed 

SE SP SE SP SE SP  SE SP SE SP SE 

page- 
blocks 82.95 80.23 82.50 98.00 70.76 81.23 80.00 99.27 88.04 87.64 73.33 99.62 

pima 85.23 97.10 80.00 76.00 77.13 94.50 80.00 80.80 71.43 92.67 73.33 73.73 

segment 75.24 82.94 97.50 99.50 72.89 90.11 97.50 100.00 70.02 93.43 92.50 100.00 

shuttle 92.31 89.23 100.00 100.00 86.28 91.05 100.00 100.00 75.98 92.98 100.00 100.00 

vehicle 88.23 89.23 85.00 90.00 77.67 93.45 85.00 90.60 67.37 90.98 90.00 89.70 

yeast 70.25 97.23 93.33 93.68 67.78 98.11 86.67 94.27 60.34 96.22 83.33 95.93 

 
The results of the experiments in Table 6, 

Table 7 and Table 8, show that there are chosen 
model templates could classify efficiently, such 
as RUSBoost model for yeast and pima datasets 
and TotalBoost model for page-blocks dataset. 
For vehicle dataset, we choose LogitBoost 
model templates which are inappropriate, 
RUSBoost model could classify efficiently. The 
rest of datasets demonstrate that part of model 
template can classify efficiently and some 
model templates without chosen; RUSBoost 
model for shuttle and page-blocks datasets; are 
able to classify efficiently. 

The model template is disabling to classify 
efficiently when increasing the imbalanced ratio. 
The examples are Bag model for segment 
dataset can classify correctly at imbalanced 
ratio at 1:10, and AdaBoostM1, TotalBoost and 
LogitBoost model for segment dataset can 
classify correctly at imbalanced ratio at 1:25. 
For increasing imbalanced ratios of shuttle 
dataset, our proposed method could improve the 
classification of imbalanced data significantly 
with chosen model template: LogitBoost model.  

As for comparison with the results 
proposed by Krawczyk et al.(6) is shown in 
Table 9. The proposed method shows the 
performance is quite satisfactory; especially the 
imbalanced datasets are imbalance ratio of 1:25 
and 1:50. For an imbalance ratio of 1:10, the 
proposed method was statistically better on 
three of imbalanced datasets, while the 
competition method was statistically better on 
the rest of imbalanced datasets. For an 
imbalance ratio of 1:25, the proposed method 
was statistically better on all of six imbalanced 
datasets. For an imbalance ratio of 1:50, the 
proposed method was statistically better on five 
of imbalanced datasets, while the competition 
method was statistically better on the rest of 
imbalanced datasets. 

5. Conclusions 

Imbalanced data classification isa 
significant challenge for standard algorithms of 
machine learning. In this research, we propose 
the method to deal with imbalanced data 
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classification problems with the main focus to 
improve recognition of the minority class. We 
combine the cost-sensitive learning with 
ensemble decision tree classification using 
bagging and boosting techniques. The numbers 
of decision trees are also decreased to an 
optimal number of decision trees by 
visualization. We create normally distributed 
synthetic data with binary classes, three features 
and 1000 instances. Then, we build the model 
templates from five algorithms: AdaBoostM1, 
Bag, TotalBoost, LogitBoost and RUSBoost. 
We analyze the standard datasets and selected 
the best model template by considering the 
overlapping between classes, mean and 
standard variation of minority class and 
majority class with closed to model templates. 
The experiments show that the overlapping 
ratio between classes has an effect to the 
performance of proposed model. If datasets has 
overlapping between classes, the model can 
classify correctly at imbalanced ratio not over 
25. The appropriate ensemble technique is 
boosting such as RUSBoost, LogitBoost, 
TotalBoost, and AdaBoostM1. For Bag model, 
it classifies correctly at imbalanced ratio not 
over 10. The best model is RUSBoost that can 
classify an imbalanced data which have 
overlapping between classes and high 
imbalanced ratio.  
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ประวัติผู้เขียน 

 
นางสาวภาสพิชญ ์ ชูใจ เกิดเมืÉอวนัทีÉ 3 มิถุนายน 2518 ทีÉอาํเภอฉวาง จงัหวดั

นครศรีธรรมราช เริÉมเขา้ศึกษาระดบัชัÊนประถมศึกษาปีทีÉ 1 ถึง 6 ทีÉโรงเรียนบา้นโคกมะขาม อาํเภอ
ฉวาง จงัหวดันครศรีธรรมราช จากนัÊนศึกษาต่อในระดบัมธัยมตอนตน้และตอนปลายทีÉโรงเรียน
ฉวางรัชดาภิเษก อาํเภอฉวาง จงัหวดันครศรีธรรมราช ในปีการศึกษา 2537 ไดเ้ขา้ศึกษาต่อระดบั
ปริญญาตรีในสาขาวิชาวิทยาการคอมพิวเตอร์ ทีÉมหาวิทยาลยัรามคาํแหง และสาํเร็จการศึกษาในปี
การศึกษา 2543 หลงัจากสาํเร็จการศึกษาไดเ้ขา้ทาํงานในบริษทัวิสดอมอินฟอร์เมชั Éน จาํกดั ตาํแหน่ง
โปรแกรมเมอร์เป็นเวลา 5 ปีในช่วงเวลานัÊนไดเ้ขา้ศึกษาต่อระดบัปริญญาโทสาขาวิชาคอมพิวเตอร์
และเทคโนโลยสีารสนเทศ มหาวิทยาลยัพระจอมเกลา้ธนบุรีเมืÉอปีพ.ศ. 2545  และสาํเร็จการศึกษา
ในปีการศึกษา 2547 หลงัจากสาํเร็จการศึกษาไดเ้ขา้ทาํงานในบริษทับางกอกมอเตอร์เวอคส์ จาํกดั 
ตาํแหน่งโปรแกรมเมอร์ ในปีพ.ศ. 2549 ทาํงานทีÉบริษทัโอโร่เจมส์แมนูแฟคเจอริÉงจาํกดั ตาํแหน่ง
โปรแกรมเมอร์ ต่อจากนัÊน ปีพ.ศ. 2552 ไดท้าํงานทางสายงานวิชาการ ตาํแหน่งอาจารย ์ วิทยาลยั
เทคโนโลยอีรรถวิทยพ์ณิชยการเป็นเวลา 1 ปี ในขณะเดียวกนัก็เป็นทีÉปรึกษาและดูแลโปรแกรม
ระบบ JMax ใหก้บับริษทัโอโร่เจมส์แมนูแฟคเจอริÉงจาํกดัจนถึงปัจจุบนั และในปีการศึกษา 2555 
ไดเ้ศึกษาต่อระดบัปริญญาเอกในสาขาวิชาวิศวกรรมคอมพิวเตอร์ มหาวิทยาลยัเทคโนโลยสุีรนารี 

ในระหว่างการศึกษาไดรั้บความอนุเคราะห์อยา่งดีจากอาจารยที์Éปรึกษาและอาจารยป์ระจาํ
วิชาต่าง ๆ และไดรั้บความไวว้างใจใหเ้ป็นผูช่้วยสอนปฏิบติัการในรายวิชา Knowledge Discovery 
and Data MiningหลงัจากนัÊนไดรั้บการตีพิมพเ์ผยแพร่บทความวิจยั รายละเอียดดงัภาคผนวก ข 
 

 

 

 

 

 

 

 

 


